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Bilindigi iizere giiniimiizde derin 6grenme teknolojisi yiiz tanima, ses tanima, giivenlik sektorti,
savunma sanayi gibi pek cok alanda kullanilmaktadir. Pek ¢ok katmanlardan olusan derin
O0grenme, makine 6grenmesinin bir dalidir. Derin 6grenme ile modele bir veri kiimesi vererek
¢iktilarin tahmin edilmesi saglanabilir. Giiniimiizde meyve tazeligi 6nemli saglik, cevre ve
ekonomik sorunlardan biridir. Bu ¢alismada se¢ilen ii¢ meyve; elma, portakal ve muz {izerinde
calismalar yapilmistir. Caligmada iki tane VGG16 temel alinarak model gelistirilmis ve iki tane
VGG19 temel alinarak model gelistirilmistir. Bu gelistirilen modeller, elde bulunan ii¢ meyve
tiiriiniin veri setleri lizerinde test edilerek en iyi sonucu hangisinden alinabilecegi saptanmig ve
modeller birbiri ile kiyaslanmistir.
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ABSTRACT

MSec. Thesis
DETERMINING THE FRESHNESS OF FRUITS WITH DEEP LEARNING METHODS
Aysin BULUS
Tekirdag Namik Kemal University
Graduate School of Natural and Applied Sciences

Department of Computer Engineering

Supervisor: Assoc. Prof. Dr. Erding UZUN

As it is known, deep learning technology is used in many areas such as face recognition, voice
recognition, the security sector, defense industry. Deep learning, which consists of many layers,
is a branch of machine learning. With deep learning, it is possible to predict the outputs by
giving a dataset to the model. Today, fruit freshness is one of the important health,
environmental and economic problems. Three fruits were selected in this study; Studies have
been done on apples, oranges, and bananas. In the study, two models were developed based on
VGG16 and two models were developed based on VGG19. These developed models were
tested on the data sets of the three fruit types at hand, and it was determined which one could
get the best results, and the models were compared with each other.

Key words: Deep learning, artificial intelligence, image processing, fruit freshness, VGG16,
VGG19
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1. GIRIS

Bu calismada amacimiz, meyve tazeligini, taze/bozuk sekilde siniflandirmaktir. Bunu
yapabilmek i¢in bir esik degeri belirleyerek ve farkli modeller iizerinde calisilarak, bu esik
degere ve modellere gore siniflandirma yapilacaktir. Bu ¢calisma, elma, portakal ve muz olmak

lizere 3 ¢esit meyve kullanilacaktir.

Gida durumu, insanlarin hayatindaki ve ekonomik a¢idan 6nemi goz oniine alindiginda,
bu stireci manuel yiirliitmek zor ve zahmetli bir siirectir. Bilgisayarli yaklagimlar sayesinde, bu
siire¢ daha otomatik hale getirilebilir. Meyvelerin depolandigi buzdolaplarina veya bir marketin
reyonuna kurulacak kamera sistemleri sayesinde meyvelerin tazelik takibi anlik olarak

yapilabilir.

Bu bdliimde, yapay zekanin bir alt dali olan bilgisayarli gorii (Computer Vision)
konusunda genel bilgiler verildikten sonra meyve tazeliginin 6énemi konusunda 6n bilgileri

verilecektir.

1.1. Bilgisayarh Gorii

Bilgisayarli gorii bilgisayar bilimin en eski ve popiiler konularindandir. Sayisal veya
sembolik bilgi liretmek i¢in resim ve video gibi dijital goriintiileri isleme, analiz etme ve
anlamaya ¢alisma gibi konular1 igerir (Sonka M, Hlavac V., Boyle R., 2008). GPU gibi donanim
kaynaklarinin artmasi (Ionica, M. Horea, David G., 2015) ve Derin Ogrenme tekniklerinin
ilerlemesiyle birlikte bu alan (Joshi N., 2019) ¢ok daha hizli gelismeye baslamistir. Veri
miktarnin artmasi ile birlikte Derin Ogrenme teknikleri cok daha basarili sonuglar vermeye
baslamistir. Bu tezde, meyvenin tazelik durumunu bilgisayarli gorii ile yoOntemleri ve

giiniimiiziin popiiler konusu olan Derin Ogrenme teknikleri ile karar vermeyi amagliyoruz.

Meyve lizerine yapilan bilgisayarli gorii calismalar1 incelendiginde farkli konularin

karsimiza ¢iktig1 goriiliir. Bu konular:

e Meyve/sebze otomatik simiflandirmasinda kategorileri tespiti (Cunha J. B., 2003)
(Tewari V. K., Kumar A. A., Kumar S. P., Pandey V., & Chandel N. S., 2013)

e Meyve/Sebze hastaliklar1 ve kusurlarinin tespiti (Mahaman B. ve digerleri, 2004)

e (esitli meyve/sebze siiflandirmasi (Brosnan T., & Sun D.-W. (2002).)



e Meyve/Sebze nitrojen igerigi tahmini (Tewari V. K., Kumar A. A. , Kumar S. P.,
Pandey V., & Chandel N. S., 2013)

e Meyve/Sebze gercek zamanl izleme (Ozyildiz E., Krahnst-over N., & Sharma R.,
2002)

e Meyze/Sebze tazeligine derecelendirme (Fu Y., 2020)

seklindedir. Bu tezde, elma, portakal ve muz i¢in tazelik durumuna karar veren bir

sistem gelistirmeyi amagliyoruz.

Bir bilgisayarli gorii caligmasinda gorsel 6zelliklerin belirlenmesi en 6nemli siireglerden
biridir. Meyve bozulmasi, gorsel ozellikleri Barrett, Beaulieu ve Shewfelt (2010) tarafindan
ortaya konulmustur. Meyve rengi zamanla degisikliklere ugrar, ancak bu degisiklik her zaman
bozulma anlamina gelmez. Bu degisiklikte meyve olgunlasmaya baglamista olabilir. Genelde,
olgunlagma sonrasi reaksiyonlar ile koyu renklerin olusmasi bir bozulma gostergesidir. Bu
gorsel 0zellikler bozulma hizini yansitabilir (Mitcham B., Cantwell M., & Kader A., 1996). Bu
konudaki son ¢alismalarda, kahverengi mantar lekeleri gibi bozulma tiirleri de tespit edilmistir
(Sindhi K., Pandya J., & Vegad S., 2016) (Hartman J., 2010). Hargava (2018) meyve
gorliniimleri ve renk tonlari lizerine ¢alismalar yapmistir. Tezimizde, veri setimizi genis tutup

farkli bozulma tiirlerini tahmin etmeyi amagliyoruz.

Bilgisayarli goériide meyve bozukluklarinin tespiti i¢in meyve dokusu, rengi ve
seklinden yararlanilir. Bozulma islemi sirasinda kademeli degisiklikler olur. Koyu renklerin
ortaya ¢ikmasi veya su kaybi1 sebebiyle bozulma en belirgin 6zelliklerdir. Bu tezde, {ic meyve
i¢cin bozulma olup olmadigini tespit etmeyi ve bu tespit i¢in popiiler derin 6grenme metotlarini

kullanacagiz.

1.2. Meyve Tazeligi ve Etkileri

Meyve bozulmalarinin ekonomik agidan meyve maliyetlerine 6nemli etkileri vardir.
Meyve maliyetlerinin {igte birinin bozulan meyvelere gittigi tahmin edilmektedir. Ayrica,
bozulan meyvelerin saglia zararli olmasinin yani sira meyve satiglarini etkiledigi saptanmistir

(Péneau S., Linke A., Escher F., & Nuessli J., 2009).

Herhangi bir fiziksel, kimyasal ya da organik madde solundugunda, sindirildiginde,

enjekte edildiginde veya emildiginde; ufak miktarlardaki bile kimyasal etkileri ile yapilara zarar



verebiliyor ve fonksiyonlar1 bozabiliyorsa, bu maddeye zehir denir. Bu meydana gelen olaya

ise zehirlenme denilmektedir.

Tiiketilen besinlerin hijyenik olmasi saglikli beslenmenin temel 6gelerinden biridir.

Besin zehirlenmesi hem gelismis hem de gelismekte olan iilkeler i¢in ciddi bir saglik sorunudur.

Egemen, Demir ve arkadaglar1 (2001), besin zehirlenmesi lizerine yaptiklar1 ¢aligma ile,
Ege Universitesi T1p Fakiiltesi Acil Poliklinigi’ne Ocak 1995- Temmuz 1997 tarihleri arasinda
gelen 2.568 zehirlenme vakasindan 615 yani %23,9’unun besin zehirlenmesinden oldugunu
tespit etmistir.(Sekil 1.1)(Egemen A, Demir N., Aksit S., Kusin N., Sézbilen M. ve Solak 1.,
2001)

Alkol Cco
Zehirlenmesi; Zehirlenmesi; Kimyasal
5% 8% Madde

Zehirlenmesi;
13%

ilag
Zehirlenmesi;
50%

Besin
Zehirlenmesi;
24%

Sekil 1.1 Zehirlenmeye Yol Ac¢an Nedenlerin Dagilimi (%)

Yesil, Akoglu ve arkadaglari(2008), tarafindan yapilan c¢alismada, Marmara
Universitesi Tip Fakiiltesi Acil Servisi’ne 01.06.2005-31.12.2006 tarihleri arasinda bagvurulan
zehirlenme olgu sayis1 147°dir. Zehirlenme nedeni olarak 72 olguda ilag, 63 olguda besin ve 12
olguda alkol tespit edilmistir. (Sekil 1.2)(Yesil O., Akoglu H., Onur O. ve Giineysel O., 2008)



Alkol; 8%

ilag; 49%

Besin; 43%

Sekil 1.2 Nedenlerine gore zehirlenme olgularinin dagilimi

Meyve bozulmalarinin ekonomik faaliyetler iizerinde de 6nemli etkileri bulunmaktadir,
meyve maliyetlerinin yaklasik olarak iicte birinin c¢liriiyen meyvelerden gittigi tahmin

edilmektedir.

Rawat(2015), tarafindan yapilan ¢alismada belirtildigi {izere, bozulmus gidalar hi¢bir
patojen veya toksin bulunmadigi takdirde yemek i¢in giivenli olabilirler ancak doku, tat veya
gortiiniimdeki degisiklikler reddedilmelerine neden olur. Baz1 ekolojistler, bu zararli kokularin
bliyiik hayvanlar1 itmek i¢in mikroplar tarafindan tretildigini ve bdylece besin kaynagini
kendilerine sakladiklarini 6ne siirmektedirler. Tarladan sofraya meydana gelen bu ciddi gida
kaybi, onemli ¢evresel ve ekonomik etkilere sebep olmaktadir. USDA Ekonomik Arastirma
Servisi’nin 1995 yilinda yaptig1 arastirmaya gore ABD’de doksan alt1 milyar pounddan fazla
gida perakendeciler, gida hizmetleri ve tiiketiciler tarafindan kaybedildigi tahmin edilmektedir.
Gida bozulmasi ve kaybiyla iligkili ¢cevresel ve kaynak maliyeti de vardir. Bir mahsuliin %20°si
kaybedilirse, o mahsulii yetistirmek i¢in kullanilan suyun %20’si de kaybedilir. (Rawat S.,
2015)

Meyve tazeliginin insanlarin hayatindaki, ¢evredeki ve ekonomideki etkisi géz Oniine
alindiginda, meyve tazeliginin siniflandirilmasi biiyiik 6nem kazanmaktadir fakat manuel bir
sekilde meyve tazeligini siniflandirmak biiyiik zaman kaybina sebep olacaktir. Bilgisayar
programi kullanarak meyve tazeliginin belirlenmesi bu sorunun ¢6zliimii olarak kabul

edilmektedir.

1.3. Motivasyon ve Tezin Organizasyonu

Meyve durumunun otomatik belirlenmesi market reyonlart ve buzdolab1 gibi yerlere
kurulacak sistemler sayesinde yapilabilecegini diisiiniiyoruz. Bu tez sayesinde, meyve bozulma
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durumunun tamamen otomatik olarak kontrol edilmesi saglanabilecektir. Bu konuda, gelismis
sistemler olmamas1 bu tezi yapmamiz i¢in bize ilham verdi. Ayrica, bu problemi ¢ézerken
kullandigimiz derin 68renme algoritmalari literatiirde farkli bilgisayarl gorii arastirmalarinda
en giincel calismalarda kullanilmaktadir. Bu alandaki ¢calismalarin genelde eski calismalara ve
algoritmalara odaklanmasi derin 6grenme kullanmak ic¢in bizi heveslendirmistir. Derin
o0grenme gibi diger ¢alismalarda yiliksek dogruluklar veren bir konuyu meyvenin saglik

durumunun tespitinde kullandik.
Ozet olarak tezimizin katkilari:

e Meyvenin saglik durumunu tespit etmeyi amagliyoruz.

e Deneylerimizi elma, portakal ve muz gibi li¢ temel meyve icin yapacagiz.

e Literatlirde Onerilen derin O6grenme modellerini ve performans sonuglarini
karsilastirmali olarak inceleyecegiz.

e lleride market reyonlarinda veya buzdolaplarinda kullanilabilecek bir sistem

hedefliyoruz.

Bu tezin geri kalan kismi su sekilde organize edilmistir: Boliim 2, literatiirde yapilmis
ilgili diger ¢alismalar1 gosterir. Boliim 3, kullanilan yontemleri, kiitiiphaneleri ve modelleri
igerir. Boliim 4, deney i¢in kullanilan veri setini, performans metriklerini ve deney sonuglarini
sunar. Boliim 5°te ¢alismanin sonuglar1 6zetlendikten sonra ¢alisma hakkinda ileriye yonelik

yapilabilecek katkilar verilir.



2. LITERATUR ARASTIRMASI

Meyve tazeligi konusunda meyvenin saglikli m1 kusurlu mu oldugunu tespit etmeye
calisan Moallem, Serajoddin ve Pourghassem (2017) c¢alismalarinda SVM + KNN
kullanmiglardir. Domates iizerine ¢alisan Arakeri ve Lakshmana (2016) meyve dokusu, rengi
ve sekli onemli 6zellikler olarak ele almis ve istatistiklere dayali bir bilgisayarl gorii ¢oziimii
Oonermistir. Bu ¢alismada, domatesin kusurlu veya saglikli olarak kabul edildigi ikili bir

siniflama kullanilmastir.

Derin 6grenme, bilgisayarli gorii alaninin alt bir alan1 olan gorsel nesneleri tanimada
cogunlukla kullanilmaktadir. Bresilla ve arkadaglar1 (2019) meyve ve sebze tanima igin
YOLO’yu kullanmiglardir. YOLO (Redmon J., Divvala S., Girshick R., & Farhadi A., 2016 ),
sadece resim gibi statik goriintiilerin degil hareketli video goriintiilerinin islenmesinde de
kullanilan diger yaklasimlara kiyasla hizli bir modeldir. Zeng (2017) meyve tanima i¢in derin
bir sinir ag1 olan VGG kullanip sonuglarin iyilestirilebilecegini gostermistir. Muresan (2018)
ozellik c¢ikarimi i¢in dort evrisimli ve havuzlama katmanindan olusan bir model kurar. Bu
modelde, iki tam baglantili katmandan olusan s1g bir sinir ag1 benimsenmistir. Goriintiilerde,

arka plan rengi yoktur. Bu ¢aligmalarin hepsi meyve tanima tizerinedir.

Ozellikle meyve tazeligi konusunda ¢aligmalar vardir. Nashat ve Hassan (2018) zeytin
meyvesini inceleyip bir tazelik derecelemesi yapmaya ¢aligmislardir. Prakash (2018) dokuz
katmanli bir sinir ag1, li¢ evrisim ve havuzlama katmani olan, bir giris ve bir ¢ikis katmanindan
olusan bir derin 6grenme yontemi ile ahududu bozulma tanima yapmay1 amaglamistir. Bu tezde

ise li¢ meyve iizerine arastirmalar yapilacaktir.

Yu, Tang ve arkadaglar1 (2017), tarafindan yapilan calismada hyperspektral
gorlintiilleme teknigi (HSI) ve derin 6grenme algoritmalar1 kullanarak karideslerin ¢liriik ve
saglam olarak smiflandirilmasi amaglanmistir. Bu calismada veri tabani olarak Pasifik beyaz
karidesten HSI teknigi ile elde edilen 256 goriintii kullanilmistir. 8 giin boyunca her giin 32 adet
karides goriintiisii kullanarak karidesin kaslar1 i¢inde biriken nitrojen orani veri tabanina
kaydedilmigtir. Goriintiiler 443 bantla 450-1.010 nm spektral araliga yeniden boyutlandirilarak
tazelik siniflandirilmasi i¢in kullanildi. 256 adet karides verisinin rastgele segilen 800 piksel
spektras1 secilerek, her dalga boyu degiskeni ortalamalar1 alinarak ortalama spektrum
hesaplandi. Spektral ozellikler ise HSI verilerinden elde edilen yiginlanmis otomatik

kodlayicilar (SAEs) tabanli derin 6grenme algoritmasi ile ¢ikarildi. Ardindan karideslerin



tazelik siifini lojistik regresyon (LR) tabanli derin 6grenme algoritmasi ile siniflandirmak igin
kullanildi. Siiflandirma sonrast 116 karides datasi (58 taze-58 ciiriik) rastgele 256 6rnek
icinden secilerek kalibrasyon veri seti olarak tanimlandi. Her karidesten (116 adet) tekrar
rastgele 800 piksel alinarak 92.800 pikselin , 46.400 pikseli egitim verisine kalan 46.400 pikseli
dogrulama verisine esit olarak kullanilmistir. SAEs-LR yontemi ile %96,55 kalibrasyon setinde

ve %93,97 tahmin setinde basar1 yakalanmistir.(Yu X., Tang L., Wu X. ve Lu H., 2018)

Kayaalp ve Metlek (2020), tarafindan yapilan ¢alismada, derin 6grenme algoritmasi
kullanarak elmalarin ¢iiriik ve saglam olarak siniflandirilmas1 amaglanmistir. Bu calismada veri
taban1 olarak Gembloux Tarim Universitesindeki bir arastirma sonucu elde edilen Jonagold
elma goriintiilerinin olusturdugu CAPA veri tabant kullanilmistir. Bu veri tabanindaki
gorlntiilerden 280 adet saglam, 246 adet ciiriik olmak tizere toplamda 526 adet elma goriintiisii
kullanilmistir. Goriintiilerin 4 farkli dalga boyu(450,500,750,800 nm) ve RGB formati da elde
edilerek veri tabani kullanima hazirlanmistir. Verinin %80°1 egitim %20’si test ig¢in
kullanilmistir. Kullanilan derin 6grenme modelinin katmanlari; giris katmani, evrisimsel
katman, aktivasyon katmani, havuzlama katmani, ezberleme katmani, tam baglant1 katmani ve
sonuglandirma katmanidir. Uygulama Matlab ortaminda gelistirilmistir. Calismada kullanilan
mimari arka arkaya 3 adet evrisimsel yapinin eklenmesiyle olusturulmustur. Modelin tahminin
ne kadar basarili oldugunu tespit etmek i¢in hata matrisi kullanilmistir. Calisma sonucunda,
450nm ve 500nm dalga boylariin birlikte kullanildig1 goriintiilerden elde edilen 6znitelikler

ile bagar1 oraninin %91,25 oldugu tespit edilmistir.(Kayaalp K. ve Metlek S., 2020)

Moon, Kim ve arkadaglar1 (2020), tarafindan yapilan ¢alismada, somon, ton balig1 ve
sigir etini “taze”, “muhtemelen c¢iirimiis”, “cliriimiis” seklinde siniflandirmak amaciyla
Evrisimli Sinir Ag1(CNN) kullanilmistir. Calismada egitim veri seti 3 Atlantik somonu, 3
Pasifik somonu, 8 ton baligi, 8 sigir ile egitim icin veri seti olusturulurken; 12 Atlantik somonu,
12 pasifik somonu, 9 ton balig1 ve 8 sigir ile test i¢in veri seti olusturulmustur. Bu ¢alismada, 6
set evrisimsel katman, diizeltilmis dogrusal birim (ReLU) katmanlar1 ve havuz katmanlari,
ardindan ii¢ tam baglantili katman i¢eren bir CNN yapis1 kullanilmistir. Tipik bilgisayar gérme
probleminde girdi 2-D yerine 1-Boyutlu (D) oldugundan, evrisim katmanlarinda sadece 1-D
evrisimi gerceklestirecek sekilde kiiciik bir degisiklik yapilmistir. Kiigiik modifikasyon disinda,
bu calismada kullanilan sinir ag1 mimarisi AlexNetl6'inkine benzerdir. CNN tabanli makine
O0grenimi algoritmasinin egitimi NVidia GeForce GTX iizerinde bir gerceve olan Torch

kullanilarak uygulandi. Egitim i¢in ayrilan veri setinin %90°1 gercek egitim icin %10’u ise



modelin mevcut performansinin dogrulugunu degerlendirerek kontrol etmek i¢indir. Modelin
tahminin ne kadar basarili oldugunu tespit etmek i¢in duyarlilik(sensitivity) ve
Ozgiilliik(specificity) degerleri incelenmistir. Calisma sonucunda dogruluk, somon i¢in
%385(Atlantik somonu i¢in %84, Pasifik somonu i¢in %85), ton balig1 i¢in %88 ve sig1r eti igin
%92 elde edilmistir.(Moon E., Kim Y., Xu Y., Na Y., Giaccia A. ve Lee J., 2020)

Ananthanarayana, Ptucha ve arkadaglar1 (2020), tarafindan yapilan ¢alismada, 6 meyve
kategorisini taze ve ciirlimiis olarak siniflandirabilmek amacglanmistir. Calismada CMOS
(Tamamlayic1 Metal Oksit Yar1 Iletken) sensorii, goriintii siniflandirma icin MobileNetV2 ve
mimari olarak CNN(Evrisimli Sinir Ag1) mimarisi kullanilmistir. Calismada kaggle iizerinden
acik kaynakli goriintiiler ve 6zel ¢ekilen fotograflar ile elde edilen veriseti kullanilmistir. Veri
setinin 30.846°1 egitim 2.694’1 test i¢in kullanilmistir. Model 1.000 epoch ile egitilmistir.
Calismada arka planda Tensorflow nesne algilama API’sini kullanan MobileNetV2 ile model
egitilmistir. Model, COCO veri setinden dnceden egitilmis agirliklar ile baslamistir. Caligma
sonucunda goriintii siniflandirma modelinde %97, nesne algilama modelinde %97 dogruluk

elde edilmistir. (Ananthanarayana T., Ptucha R. ve Kelly S., 2020)

Fu (2020), tarafindan yapilan calismada, derin Ogrenme kullanilarak tazelik
derecelendirmek icin ¢esitli meyve goriintiilerinin kapsamli analizi iizerinde c¢alisilmistir.
Caligmada, dijital goriintiiler dikkate alinarak ilgilenilen bdlgeyi tespit etmek i¢in YOLO,
tazelik derecelendirme 6zelligi ¢ikarma i¢in temel aglar olarak ResNet, VGG, Google Net ve
AlexNet dahil olmak iizere bir dizi algoritma gézden gegirilmistir. Uygun meyve tazeligi i¢in
veri seti bulunmadigindan, proje i¢in 6zel veri tabami hazirlanmigtir. Veri seti 6 tir
meyvenin(elma, muz, ejderha meyvesi, portakal, armut ve kivi) farkli ortamlarda, alakasiz
bitisik nesnelerle ve farkli 151k kosullarina sahip ortamlarda fotograflari ile olusturulmustur.
Toplamda, her meyve tiirli i¢in yaklasik 700 goriintii toplanarak 4000 goriintiiliik bir veri seti
olusturulmustur. Veri setinin %90°1 egitim i¢in, %10’u dogrulama i¢in boliinmiistiir. Tazelik
derecelendirmesini 0,0 ile 10,0 arasinda dlgeklendirilmistir. 0,0 tamamen bozulmayi, 10,0 ise
tamamen taze olmay1 temsil etmektedir. Meyvelerin tazelik derecelendirmesinin sonuglari,
muzun digerlerinden en farkli meyve oldugunu, portakal ve armutun ise en az taninan meyveler
oldugunu muzun en yiiksek dogruluklara ve hassasiyetlere sahip olan meyve oldugunu
gostermektedir. YOLO smiflandiricisinin ortalama performanst dogruluk, kesinlik ve geri
cagirma oOlgiitlerinde gosterilir, puanlar dogruluk i¢in %90°1n ve hassasiyetle geri cagirma igin

%80’1n lizerindedir. Performans 6l¢iitlerini kullanarak egitim ve dogrulama arasinda 6nemli bir



bosluk olmadigi tespit edilmistir. Bu durum, egitim oturumu sirasinda YOLO’nun asir1
uyarlanma olasiliginin diisiik oldugunu gosterir. Calismay1 degerlendirmek icin, tahmini
ortalama kaybi1 6l¢iimiinde Ortalama Kare Hatas1 metodunu(MSE), tahminin ne kadar kararl
oldugunu 6l¢iimiinde standart sapma metodu kullanilmistir. Calismada, GoogleNet ile 6 meyve
tiirliniin hepsi test edilmistir ve tazelik 6zelliklerini tanimada daha iyi bir yetenege sahip oldugu
belirlenmistir. Ortalama olarak, GoogLeNet tabanli regresyon CNN'nin performansi egitim igin
3,625 (MSE) ve dogrulama i¢in 4,404 (MSE) degerindedir. Standart sapma ¢ikt1 kararliligin
gosterir; ortalama googleNet'e gore sapma egitim i¢in 1,323 ve dogrulama i¢in 1,500'diir. Ayni
calisma AlexNet ile de yapilmistir. AlexNet, diger aglarin aksine ne iyi ne de kotii performans
gosterdi. Altt meyve tiiriinlin ortalama MSE'si egitim prosediirii i¢in 3,500 ve dogrulama i¢in
4,099'dur. Regresyon kararliligi acisindan, AlexNet temel model egitim i¢in 1,480 ve
dogrulama ig¢in 1,248 rapor eder. Calisma sonucunda, ResNet-152'nin performansi, ResNet
ailesi arasinda en iyisidir ve ResNet'ler arasindaki en derin agdir. ResNet, diger yontemlere
benzer sekilde ii¢ belirli meyve goriintiisiine dayanarak iyi sonuglar veremiyor: Elmalar, Kivi
meyveleri ve armut. Muz tazeliginin derecelendirilmesi en dogrusudur. Ortalama olarak,
ResNet-152 icin egitim ve dogrulama MSE degerleri sirasiyla 3,582 ve 4,058'dir. Stabilite
6l¢ciimii i¢in standart sapma, egitim seti i¢in 1,329 ve dogrulama seti i¢in 1,842'dir. VGG-11 ile
yapilan ayni ¢alismada yine VGG-11 i¢in, muz bozulmasi tazelik derecelendirmesinde en dogru
olani iken, elma, kivi ve armut resimleri en zor olanidir. Bununla birlikte, VGG-11, egitim ve
dogrulama setleri arasindaki sonug bosluklarinin kii¢iik oldugu 6l¢timlerde asir1 uyumdan daha
az etkilenme egilimindedir. Ortalama olarak, egitim ve dogrulama i¢cin MSE'ler sirasiyla 3,665

ve 3,934'tiir, standart sapmalar sirasiyla 1,361 ve 1,266'dir. (Fu Y., 2020)

Valentino, Cenggoro ve arkadaglar1 (2021), tarafindan yapilan calismada, meyve
tazeligini Evrigimsel Sinir Ag1i(CNN) modeliyle derin 6grenmeyi kullanarak goriintii isleme ile
saptamay1 amaglamaktadir. Veri seti Kaggle sitesinden elde edilmistir. Kullanilan veri seti taze
elma, bayat elma, taze muz, bayat muz, taze portakal, bayat portakal olmak iizere 6 gruptan
olugmaktadir. Caligmada, taze elma i¢in; 1.693 tanesi egitim, 395 tanesi test, taze muz i¢in;
1.581 tanesi egitim, 381 tanesi test, taze portakal i¢in; 1.466 tanesi egitim, 388 tanesi test, bayat
elma i¢in; 2.342 tanesi egitim, 601 tanesi test, bayat muz i¢in; 2.224 tanesi egitim, 530 tanesi
test, bayat portakal i¢cin 1.595 tanesi egitim, 403 tanesi test i¢in gruplandirtlmistir. Yazilim dili
olarak Python dilinin versiyon 3.6’s1 secilmistir. Tasarlanan CNN modelinde batch size 32
belirlenmis, MaxPooling2D katmaninda pool size (2.2) belirlenmis, 6 Dropout katmani 0,25 ile
kullanilmis, Conv2d katmani ise 32, 64, 128, 256 ve 512 ile kullanilmistir. Model aktivasyon



fonksiyonu olarak Relu, optimizer olarak Adam Optimizer’in1 kullanmaktadir. Bu ¢alismada
Endonezya’daki meyvelerin énemli rolii diisiiniilerek, Derin Ogrenme tarafindan atilan énemli
adimlar ile modeli gelistirmek i¢in bir deneme plani tasarlanmistir. Deney tamamlandiktan
sonra, gelecek calismalarda, gelistirilen derin 6grenme modelinin performans degerlendirilmesi

takip edilmesi planlanmaktadir. (Valentino F., Cenggoro T. ve Pardamean B., 2021)

Jordan, Chloe ve arkadaglar1 tarafindan yapilan ¢alismada(2022), LDC {ilkerinde artan
finansal 6neme sahip olan limon meyvesi i¢in, hem otonom meyve kalitesi tanimay1 gelistirmek
hem de bilgisayarli gorme modelinin karmasikligini azaltmak i¢in yontemler Onermistir.
Calismada veri seti olarak SoftwareMill 2’den limon goriintiilerinin acik kaynakli bir veri seti
alinmigtir.  Veri seti, 10.561.056 piksel ¢oziiniirlikkte 2.690 limon goriintiisii icerir. Ilgili
algoritmalarin hesaplama karmasikligi gbz oniine alindiginda, goriintiiler daha sonra 256.256
piksele yeniden boyutlandirilir; bu ¢oziiniirlilk, RGB piksel degerlerinin toplam sayisini
3.345.408’den (10.563) 196.608’¢ (2.563) disiiriir. Calismada Kosullu GAN modeli
kullanilmistir. Model, smif etiketinin ikinci bir girisi ile iirete¢ ve ayrimci aglarinin
birlestirilmesini destekledigi icin tercih edilmistir. Yani, saglikli ve sagliksiz bir meyvenin
baglami belirlenir ve bu nedenle model, iki siniftan birine ait olarak goriintiiler {iretmeyi
ogrenecektir. Ik asamada kosullu GAN 500 epoch i¢in egitilmistir ve iiretilen sentetik verilerin
manuel olarak arastirilmas1 umut vaat etmistir fakat yine de birkag ciddi gorsel hata meydana
gelmistir. Bu nedenle egitim, 64 batch size ve 2.000 epoch seklinde degistirilmistir. Ayrica 64
batch size altinda secilen biiytikliikler ile, yaklasik 10 epoch sonra egitimin durduruldugu ve
daha fazla 6grenmemesine neden oldugu gozlemlenmistir. Calismanin sonucunda, kosullu
GAN tabanli egitim verisi ile tanima dogrulugu %83,77°den %88,75’e ¢ikarilmistir. Son olarak,
kosullu GAN’n iretilen sentetik meyvenin etinin istenmeyen Ozelliklerini hayal etmede
basarili oldugunu gostermek i¢in yalnizca gergek fotograflar iizerinde egitilen model iizerinde
Grad-CAM analizi gergeklestirilmistir. Bu nedenle, bu ¢alisma, kosullu GAN’1n, meyve sagligi
siiflandirilmas: sorununda veri kithigini hafifletmek i¢in veriler iiretme yetenegine sahip

oldugu savunulmustur.(Jordan J.B., Chloe M.B., Luis M., Aniko6 E. ve Diego R.F., 2022)

10



3. KULLANILAN YONTEMLER

Bilgisayarlarin bir algoritmaya dayali olarak yaptigi islemlerde hata payr yoktur ve
islem belirli adimlar takip eder. Bir girdiye dayali ¢ikt1 almak i¢in yazilan komutlardan farkli
olarak, bilgisayarlarin mevcut orneklere dayanarak karar verdigi bazi durumlar vardir. Bu
durumlarda, bilgisayarlar karar verme siirecindeki insanlar gibi hata yapabilir. Yani makine
Ogrenmesi, bilgisayarlarin insan beyni gibi verileri ve deneyimleri kullanarak 6grenme yetenegi
ile donatilmasi siirecidir. Makine 6grenmesinin temel amaci, 6nceki verileri kullanarak kendini
gelistirebilen, karmasik oriintiileri algilayabilen ve yeni problemlere ¢6ziim bulabilen modeller

olusturmaktir. (Celik O., Altunaydin S., 2018)

Makine 6greniminin bir dali olan derin 6grenmenin 6zellikle son yillarda etkili oldugu
kanitlanmigtir. Derin 6grenme, her biri girdi verilerine yonelik basit ancak dogrusal olmayan
dontistimlerden olusan ¢ok sayida gizli katmana sahip karmasik sinir ag1 mimarilerini kullanan
bir temsil 6grenme algoritmalar: ailesidir. Yeterince bu tiir doniisiim modiilleri verildiginde,
siiflandirma, regresyon, transkripsiyon ve diger bircok 6grenme gorevini ¢dzmek icin ¢ok
karmasik islevler modellenebilir. Bizde bu ¢alismamizda, meyve tazeligini siniflandirmak i¢in
derin Ogrenme metotlarin1 kullanip, en ideal sonuca yaklasabilmek i¢in birbiri ile

karsilastirmay1 hedefledik.

Derin 6grenme, makine dgrenimi algoritmalarinin bir alt kiimesi olarak goriilse ve
onunla bir¢ok ortak yonii paylassa da, onu geleneksel makine 6grenimi yaklasimindan ayiran
bazi farkliliklara sahiptir. En 6nemli fark, makine 6grenmesi algoritmalarinin algoritmayi
beslemek icin 6zelliklerin manuel olarak secilmesini gerektirmesi iken, Derin 6grenmede bu
ozelliklerin algoritma tarafindan otomatik olarak algilanmasidir. Ayrica, derin 6grenme

hiyerarsik bir 6grenme metodolojisini benimser. (Aslan Z., 2018)

Makine 6grenimi teknolojisi, modern toplumda kullanilan teknolojileri pek ¢ok yonden
desteklemektedir. Bu teknolojiler; kamera, akilli telefon gibi bir¢ok tiriinde yayginlagmakta ve
sosyal ag aramalarinda igerik filtreleme gibi bir¢cok uygulamada aktif olarak kullanilmaktadir.
Ayrica, 6zellikle nesne tanima, kenar algilama, konusma tanima ve pek ¢ok alan i¢in faydali
bir sekilde kullanilmaktadir. Derin 6grenme, goreve Ozel algoritmalarin aksine, 6grenme
temsillerine dayanan daha genis bir makine 6grenimi yontemleri ailesinin bir pargasidir. Derin
o6grenme, makine dgreniminin bir¢ok pratik uygulamasini ve genel olarak yapay zeka alanini

genisletti. S1g 6grenmeye kiyasla(NN) derin 6grenme(DNN), daha soyut bilgileri 6grenmek
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icin derin mimariler olugturma avantajina sahiptir. Derin 6grenme yontemlerinin en énemli
ozelligi, 6zellik temsillerinin otomatik olarak dgrenebilmesi ve bdylece ¢ok fazla zaman alan
miithendislikten kagimmasidir. Daha 1yi ¢ip isleme yetenekleri, makine G&grenimi
algoritmalarindaki onemli gelismeler ve uygun maliyetli bilgi islem donanimi, derin
O6grenmenin yayginlasmasinin temel nedenlerindendir. Geleneksel makine 6grenimi, bir girdi
ve bir ¢ikt1 katmanlarindan olusan, girdi ve ¢ikti katmanlar1 arasinda birden fazla gizli katman
icermeyen s1g aglara dayanir. Derin 6grenme, bir agda girdi ve ¢ikti katmanlar1 dahil olmak
iizere iigten fazla katman oldugunda niteliklidir. (Coskun M., Ozal Y, Ucar A ve Demir Y.,
2017)

{ ) | ) J
| | !
Giris Gizli Cikti
Katmani Katman Katmani

Sekil 3.1 Derin Ogrenme Agr i¢in Ornek

Derin 6grenmede, verilerin birden fazla ozellik seviyesinin veya temsillerinin
dgrenilmesine dayanan bir yap1 s6z konusudur. Ust diizey dzellikler, alt diizey dzelliklerden
tiiretilerek hiyerarsik bir model olusturur. Bu model, soyutlamanin farkli seviyelerine karsilik
gelen birden ¢ok temsil seviyesini 6grenmektedir. Derin 6grenme temel olarak verinin
modelden 6grenmesine dayalidir. Bir goriintii i¢in model denildiginde; piksel basina yogunluk
degerlerinin bir vektorii veya kenar kiimeleri, 6zel sekiller gibi 6zellikler diisiliniilebilir. Bu
Ozelliklerin i¢inden bazilar1 veriyi daha 1yi temsil etmektedir. Bu asamada yine avantaj olarak,
derin 6grenme yontemleri, elle ¢ikarilan 6zellikler yerine veriyi en iyi temsil eden hiyerarsik

model ¢ikarimi i¢in etkin algoritmalar kullanmaktadir.
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Uygulamada ve literatiirde derin 6grenmenin kullanildigi bir¢ok calisma bulunmaktadir.
Dogal dil isleme, video ve goriintii isleme, biyomedikal sinyal ve goriintii isleme, nesne tanima,
kimya, robotik, finans, reklam, arama motorlar1 ve otonom arag sistemleri gibi ¢ok cesitli
konularda derin 6grenme uygulamalar1 gelistirilmektedir. Derin 6grenme genel olarak verinin
temsilinden 6grenmeye dayanmaktadir. Bu ¢calismada, derin 6§renme goriintii isleme amaciyla

kullanilmaktadir.

Kaggle sitesinde yapilan anket sonucunda ortaya ¢ikan verilere gére; Makine 6grenmesi
ve derin 6grenme konularinda en ¢ok kullanilan 4 programlama dili sdyle siralanabilir: Python
(%76,3), R (%59,2), C/C++ (%19,2), Java (%18,3). Ozellikle Python birgok derin dgrenme
catisinin ve kiitliphanesinde kullanilmasindan dolay1 en ¢ok tercih edilen programlama diliyken
istatistik alaninda en ¢ok tercih edilen dil R’dir. Python programlama dilinin bir diger avantaji
da hem akademik hem ticari uygulamalar i¢in kullaniminin avantajli olmasidir. Bu ¢aligmada,

bu avantajlar g6z Oniine alinarak, Python dili kullanilmistir.

3.1. Kullamlan Kiitiiphaneler

Bu c¢alismada, derin 6grenme kiitiiphaneleri arasinda oldukg¢a popiiler olan, Google
tarafindan gelistirilmis TensorFlow c¢ergevesi kullanilmistir. TensorFlow, hizli derleme
yapabilme, tek bir API ile bir masaiistii, sunucu veya mobil cihazdaki bir veya daha fazla
CPU’ya veya GPU’ya dagitma olanag: saglayabilme, veri ve model paralelligi saglayabilme
Ozellikleri ile 6n plana ¢ikan bir ¢ercevedir. Ayni zamanda TensorBoard ile gorsellestirilme

yapilabilmektedir.

TensorFlow, Google Brain Ekibi tarafindan bir C/C++ motoru {izerinden Python API
ile yazilmis makine dgrenmesi ve derin dgrenme cercevesidir. Iki ana avantaji bulunmaktadar:
birincisi, gelistirici ekibi tarafindan siirekli olarak desteklenmesi ve ikincisi, CNN, RNN gibi
bir ¢ok mimari ile esnek calismasidir. 2016’da Goldsborough, TensorFlow’un temel hesaplama
paradigmalarini, dagitilmis yiiriitme modelini, programlama arayiizlinii ve beraberindeki
gorsellestirme araglarini tanitan kapsamli bir makale yayinladi. TensorFlow un bir baska
avantaji da, Google tarafindan derin 6grenme ve makine 6grenmesi projeleri i¢in 6zel olarak
tasarlanmig tensor isleme birimlerinin(TPU’lar) olmasidir. TPU, ayn1 anda daha biiyilik
miktarlarda diisiik seviyeli isleme elde etmeye yardimci olmak igin tasarlanmis bir islemci

tiriidiir. (Yapict M., Topaloglu N. , 2021)
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Bu calismada derin 6grenme igin tercih edilen bir diger kiitiiphane ise, yine Google-
Francois Chollet tarafindan gelistirilen Keras kiitiiphanesidir. Keras, Torch kiitiiphanesinden
esinlenigmis sezgisel bir API’dir. Keras, TensorFlow kiitiiphanesini arkaplanda kullanmaktadir.

Hizli biiyiiyen bir yapiya sahiptir ve GPU veya CPU’da paralel ¢alisabilmektedir.

Gorilintli isleme, gelismis bir goriintli elde etmek veya ondan baska yararli bilgiler
cikarmak i¢in bir goriintiiyli dijital bir boyuta doniistiirmenin ve tizerinde belirli islevleri

gergeklestirmenin bir yoludur.

Projede kullanilan OpenCV Kiitliiphanesi ag¢ik kaynak kodlu bir gorintii isleme
kiitiiphanesidir. Bu calismada goriintli isleme asamasinda, goriintliiyli okumada, goriintiiniin

seklini ayarlamada bu kiitiiphane kullanilmstir.

3.2. Kullanilan Modeller

Bu ¢alismada VGG16 ve VGG19 modeli iki farkli yol ile gelistirilerek test edilmis ve

gercege en yakin sonuglar elde edilmesi amag¢lanmistir.

TV o |59 o [N 2 [ZT]19]% (2 (2N [D ]2 |lolo] o
5 |||l |N|N|E| [P0 |S| |F (T[T |E| [w|©|©|LC owlo|o =
= = = ) =3 =3 ) >|=2|=2|0 = A ) >|=21213 c|lc|Cc =
® clc|3 c|lc|a3 c|lc|c|3 clc|lc|a3 clc|lc|a3 O|lO|D O

Q|0 |q Qlolqg Q|9 (9|4 Q|99 |4 Ql1o|Q|a| |ala|a

O |0 OO OO0 |0 OO0 |0 0|0 |0

Sekil 3.2 VGG16 isimli modelin katmanlari

VGG16, model mimarisi olarak 16 katman kullanan VGGnet modellerinden birisidir
(Sekil 3.2). Modele verilen giris katmanimiz, 2 adet convolution katmanina (Conv 1-1 ve
Convl-2) ardindan pooling katmanina girer. Convolation katmaninda, giris 06zelligi
haritasindan pargalari ¢ikarir ve bir ¢ikt1 6zelligi haritasi olusturarak bu pargalarin tlimiine ayni
doniisiimii uygular. Pooling katmaninda ise giris matrisinin kanal sayisi sabit tutulup, yiikseklik
ve genislik bilgisi azaltilir. VGG16 modelinde girdi, iki convolution katmani ve bir pooling
katmanina girdikten sonra devaminda tekrar iki convolation katmani ve bir pooling katman ile
devam eder, sonrasinda ise 3 convolution,1 pooling, 3 convolution, 1 pooling katmanina girip

3 adet dense katmani ile devam ederek ciktiy1 olusturur.
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Layer (type) Output Shape Param #

input_1 (InputlLayer) (None, 227, 227, 3) %]
blockl_convl (Conv2D) (None, 227, 227, 64) 1792
blockl_conv2 (Conv2D) (None, 227, 227, 64) 36928
blockl_pool (MaxPooling2D)  (None, 113, 113, 64) 0
block2_convl (Conv2D) (None, 113, 113, 128) 73856
block2_conv2 (Conv2D) (None, 113, 113, 128) 147584
block2_pool (MaxPooling2D) (None, 56, 56, 128) 0
block3_convl (Conv2D) (None, 56, 56, 256) 295168
block3_conv2 (Conv2D) (None, 56, 56, 256) 590080
block3_conv3 (Conv2D) (None, 56, 56, 256) 590080
block3_pool (MaxPooling2D)  (None, 28, 28, 256) %]
block4_convl (Conv2D) (None, 28, 28, 512) 1180160
block4_conv2 (Conv2D) (None, 28, 28, 512) 2359808
block4_conv3 (Conv2D) (None, 28, 28, 512) 2359808
block4_pool (MaxPooling2D)  (None, 14, 14, 512) 0
block5_convl (Conv2D) (None, 14, 14, 512) 2359808
block5_conv2 (Conv2D) (None, 14, 14, 512) 2359808
block5_conv3 (Conv2D) (None, 14, 14, 512) 2359808
block5_pool (MaxPooling2D)  (None, 7, 7, 512) %]
global_average_pooling2d_1 ( (None, 512) 0

Sekil 3.3 VGG16 modelinin (227,227,3) giris sekli ile katmanlarinin gésterimi

Sekil 3.3’te VGG16’nin birinci gelismis modelde kullanilan (227,227,3) giris sekli ile

katmanlar1 gosterilmistir.
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input_1 (InputLayer) (None, 224, 224, 3) 0

blockl_convl (Conv2D) (None, 224, 224, 64) 1792
blockl _conv2 (Conv2D) (None, 224, 224, 64) 36928
blockl_pool (MaxPooling2D) (None, 112, 112, 64) 0
block2_convl (Conv2D) (None, 112, 112, 128) 73856
block2_conv2 (Conv2D) (None, 112, 112, 328) 147584
block2 pool (MaxPooling2D) (None, 56, 56, 128) 0
block3_convl (Conv2D) (None, 56, 56, 256) 295168
block3_conv2 (Conv2D) (None, 56, 56, 256) 590080
block3_conv3 (Conv2D) (None, 56, 56, 256) 590080
block3_pool (MaxPooling2D) (None, 28, 28, 256) 0
block4 _convl (Conv2D) (None, 28, 28, 512) 1180160
block4 _conv2 (Conv2D) (None, 28, 28, 512) 2359808
block4_conv3 (Conv2D) (None, 28, 28, 512) 2359808
block4 pool (MaxPooling2D) (None, 14, 14, 512) 0
block5_convl (Conv2D) (None, 14, 14, 512) 2359808
block5 conv2 (Conv2D) (None, 14, 14, 512) 2359808
block5_conv3 (Conv2D) (None, 14, 14, 512) 2359808
block5 pool (MaxPooling2D) (None, 7, 7, 512) 0

Sekil 3.4 VGG16 modelinin (224,224,3) giris sekli ile katmanlarinin gésterimi

Sekil 3.4°te VGG16 modeli ile gelistirilen 2. Model i¢in secilen giris sekli ile katmanlar

listelenmistir.

Calismada secilen bir diger model olan VGG19 modeli, kisaca 19 katmandan(16
convolution, 5 MaxPool ve 1 SoftMax katmani) olusan bir VGG model ¢esididir (Sekil 3.5).
VGG modellerinin, VGG11, VGG16 ve VGG19 gibi ¢esitleri bulunmaktadir. Bu ¢alismada
VGG16 ve VGG19 tercih edilmistir.
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Sekil 3.5 VGG16 ve VGG19 modelinin katmanlariin gorsellestirilmesi

VGG19 modelinin gelistirilmis halinde ilk model i¢in (227,227,3) giris sekli, ikinci
model i¢in ise (224,224,3) giris sekli kullanilmistir.

Calismada iki adet gelistirilmis VGG16 ve iki adet gelistirilmis VGG19 modeli

kullanilarak sonuglari birbiri ile kiyaslanmistir. Bu boliimde modellerin detaylar1 aktarilacaktir.

3.2.1. Gelismis VGG16 — Model 1

Layer (type) Output Shape Param #
vggl6 (Model)  (Nome, 512) 14714688
dense_1 (Dense) (None, 128) 65664
batch_normalization_1 (Batch (None, 128) 512
dense_2 (Dense) (None, 6) 774

Sekil 3.6 Model-1 Gelismis VGG16

Bu ¢alismada kullanilan 1. Modelde VGG16 modeli alinip, son 5 katmani egitilemez
hale getirilip ve lizerine yeni katmanlar eklenmektedir (Sekil 3.6) (Bulus E., 2021). Giris sekli
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olarak (227, 227, 3) kullanilmistir. Eklenen katmanlar sirasi ile Dense(128) katmani,
BatchNormalization katmani ve Dense(6) katmanidir.(Sekil 3.7)

model.add(layers.Dense (128, activation='relu'))
model.add (layers.BatchNormalization())
model.add(layers.Dense (6, activation='sigmoid'"))

Sekil 3.7 Model 1 kodundan bir parca

Model compile edilirler optimizer olarak ‘“adam” optimizer, loss olarak
“binary_crossentropy”, metrik olarak “accuracy” kullanilmistir. Modelin egitimi asamasinda
epoch sayisi 4 secilmis, steps per epoch ise 1.000 secismistir, yani egitim her tur 1.000 olmak

tizere 4 kere yapilmistir. Dogrulama adim sayis1 ise 100 se¢ilmistir.

0.16 A

0.12 A

0.10 A

Loss

0.08 A

0.06 A

0.04 - %

=== Training Loss \

o024 TR ONplswe
- TestlOSs @ TS ssmrccaaa—a.

1.00 1.25 1.50 175 2.00 2:25 2.50 2.75 3.00
Epoch

Sekil 3.8 Model-1 i¢in test ve egitim kayiplarinin grafiksel gosterimi

Calisilan model i¢in test ve egitim kayiplarinin kullanilan epochlara gére gosterimi Sekil

3.8’de verilmistir.
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3.2.2. Gelismis VGG19 — Model 2

Layer (type) Output Shape Param #
vggl9 (Model) }&;;e, 512) 20024384
dense_1 (Dense) (None, 128) 65664
batch normalization 1 (Batch (None, 128) 512
dense_2 (Dense) (None, 6) 774

Sekil 3.9 Model-2 katmanlarinin gosterimi

Model-2’de baz katman VGG19 kullanilarak son 5 katmani degistirilemez hale getirilip
Model-1 ile ayni katmanlar eklenmistir (Sekil 3.9). Modele giris sekli olarak (227, 227, 3) giris
sekli verilmistir. Model i¢in epoch sayis1 20, her epochtaki dongii 1.000 secilmistir fakat model
en uygun sonucta birakmasi istenildigi i¢in yazilimda ona gore ekleme yapildi ve model 5.

Epochtan sonraki epochlara gegmedi. Modelde dogrulama adim sayis1 100 secilmistir.

—== Training Loss
—— Test Loss

T T T T T T T T T
1.0 1.5 2.0 2.5 3.0 3.5 4.0 4.5 5.0
Epoch

Sekil 3.10 Model-2 i¢in egitim ve test kayiplarinin epoch sayilarina gore gosterimi

Calisilan model i¢in test ve egitim kayiplarinin kullanilan epochlara gore gosterimi Sekil

3.10’da verilmistir.
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3.2.3. Gelismis VGG16 — Model 3

Layer (type) Output Shape Param #
Supmt 2 (Copntbayes) (None, 224, 224, 3) 0

vgglé (Model) (None, 7, 7, 512) 14714688
flatten 1 (Flatten) (None, 25088) 0
dense_1 (Dense) (None, 256) 6422784
dropout 1 (Dropout) (None, 256) 0
dense_2 (Dense) (None, 6) 1542

Sekil 3.11 Model-3 katmanlarinin gdsterimi

(Calismada kullanilan 3 numarali modelde, 1 numarali modeldeki gibi VGG16 modeli
baz alinmistir. Bu modelde baz alinan VGG16 modelinin tim katmanlar egitilemez hale
getirilip lizerine flatten katmani, dense katman1(256), dropout katmani(0.5) ve dense katmani(6)
(Sekil 3.11). Model

“categorical crossentropy” ve metrik olarak “accuracy” kullanilmistir. (Sekil 3.12)

eklenmistir compile edilirken “nadam” compiler, loss i¢in

model.compile (loss="'categorical crossentropy'’,
metrics=["accuracy"],
optimizer = 'nadam')

Sekil 3.12 3. Modelin compile kismi i¢in koddan bir parga

Egitim agamasinda epoch sayist 16 se¢ilmis ve her epoch 526 kere dondiiriilmiistiir.
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Sekil 3.13 Model-3 i¢in egitim ve test kayiplarinin epoch sayilarina gére gésterimi

Calisilan model igin test ve egitim kayiplarinin kullanilan epochlara gore gosterimi Sekil

3.13’te verilmistir.

3.2.4. Gelismis VGG19 — Model 4

Layer (type) Output Shape Param #
input_2 (InputLayer) (None, 224, 224, 3) 0

vggl9 (Model) (None, 7, 7, 512) 20024384
flatten 1 (Flatten) (None, 25088) 0
dense_1 (Dense) (None, 256) 0422784
dropout_1 (Dropout) (None, 256) 0
dense_2 (Dense) (None, 6) 1542

Sekil 3.14 Model-4 katmanlarinin gésterimi

Calismada kullanilan son model olan 4. Model VGG19 modelini baz alarak

olusturulmustur.

Bu modele, model 3’teki yontemlerin aynisi uygulanmistir. Katmanlarin detaylart Sekil

3.14°te goriilmektedir, modele giris sekli (224, 224, 3) verilmistir.
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Sekil 3.15 Model-4 i¢in egitim ve test kayiplarinin epoch sayilarina gére gésterimi

Calisilan model igin test ve egitim kayiplarinin kullanilan epochlara gore gosterimi Sekil

3.15’te verilmistir.
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4. DENEYLER

Bu boliim, kullanilan modellerin deneylerine ayrilmistir. Bu deneyler i¢in dncelikle veri

seti tanitilir. Ardindan deneylerden elde edilen performans sonuglar1 verilmistir.

4.1. Kullanilan Veri Seti

Calismada veri seti olarak Kaggle sitesinde bulunan “Fruits fresh and rotten for
classification” isimli veri seti kullanilmigtir. Bu veri setinde meyveler; taze portakal, taze muz,

taze elma, bayat portakal, bayat muz ve bayat elma olmak iizere alt1 gruba ayrilmistir.

BEgitim MTest MWDogrulama

Sekil 4.1 Veri setinin bdliinme yiizdeleri

Calismada bayat ve taze olmak tlizere toplamda veri olarak 13.599 fotograf
kullanilmistir. Bu fotograflarin 2698 tanesi(yaklasik olarak %20’si) test olarak, 7.901
tanesi(yaklasik olarak %58°1) egitim olarak ve 3000 tanesi(yaklasik olarak %22’si) dogrulama
olarak kullanilmistir. (Sekil 4.1)

Taze portakal icin; 388 fotograf test i¢in, 966 fotograf egitim icin, 500 fotograf
dogrulama i¢in kullanilmistir. Calismada toplamda 1.854 taze portakal fotografi kullanilmistir.

Taze muz i¢in; 381 fotograf test i¢in, 1.081 fotograf egitim icin, 500 fotograf dogrulama

icin kullanilmigtir. Calismada toplamda 1.962 taze muz fotografi kullanilmstir.
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Taze elma igin; 395 fotograf test i¢in,1.193 fotograf egitim i¢in, 500 fotograf dogrulama
icin kullanilmigtir. Calismada toplamda 2.088 taze elma fotografi kullanilmistir (Sekil 4.2).
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Sekil 4.2 Taze elma veri seti 6rnegi

Bayat portakal i¢in; 403 fotograf test i¢in, 1.095 fotograf egitim icin, 500 fotograf
dogrulama icin kullanilmistir. Calismada toplamda 1.998 bayat portakal fotografi

kullanilmastir.

Bayat muz i¢in; 530 fotograf test icin, 1.724 fotograf egitim icin, 500 fotograf
dogrulama i¢in kullanilmistir. Calismada toplamda 2.754 bayat muz fotografi kullanilmistir.

Bayat elma icin; 601 fotograf test i¢in, 1.842 fotograf egitim i¢in, 500 fotograf
dogrulama i¢in kullanilmistir. Calismada toplamda 2.943 bayat elma fotografi kullanilmistir
(Sekil 4.3).
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Sekil 4.3 Bayat elma veri seti 6rnegi

Veri setinin adresine https://www.kaggle.com/sriramr/fruits-fresh-and-rotten-for-

classification buradan ulasilabilir.

4.2. Performans Metrikleri

Calismada ilerideki bdliimlerde, modeller igin testlerden elde edilen dogruluk
(accuracy) degerleri kiyaslamalar1 yapilmistir. Dogruluk, bir smiflandirma modelinin
performansini 6lgmek i¢in kullanilan bir yontemdir. Genellikle yilizde ile ifade edilir, bu
calismada da yiizde ile ifade edilmistir. Dogruluk, tahmin edilen degerin gergek degere esit
oldugu tahminlerin sayisina denir. Dogruluk, ¢alismada dogru ve yanlis olmak iizere iki degere

sahiptir.

Boliim 3.2°de kullanilan modeller agiklanirken, grafiklerde kayip (loss) degeri de
verilmistir. Maliyet islevi olarak da bilinen kayip islevi, tahminin ger¢ek degerden ne kadar
farkli olduguna bagli olarak bir tahminin olasiliklarini veya belirsizligini hesaba katar. Kayip
degeri bize modelin ne kadar iyi performans gosterdigine dair daha iyi bir goriis saglar.
Dogruluk aksine kayip bir yiizde degildir, egitim veya dogrulama setlerinde her 6rnek i¢in
yapilan hatalarin bir toplamidir. Model i¢in “en iyi” parametre degerini bulabilmek i¢in
genellikle egitim siirecinde kayip kullanilir. Egitim siirecinde amag¢ bu degeri minimize

etmektir.

Cogunlukla, kayiptaki azalma arttikga dogruluk degerinin arttigin1 gozlemleyebiliriz
fakat bu durum her zaman bu sekilde degildir. Dogruluk ve kayip farkli tanimlara sahiptir ve

farkl seyleri 6lgmektedir. Bu iki metrik arasinda matematiksel bir ilisti bulunmamaktadir.
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Boliim 3.2°de modellerle ilgili bilgiler verilirken, epoch terimi kullanilmistir. Epoch,
egitim agamasinda elde bulunan tiim egitim verilerinin aga gosterilme sayisina denir. Epoch
sayis1 algoritma i¢in ¢ok dnemlidir. Tiim egitim verisi ile bir kez egitim yapildiktan sonra bir
epoch tamamlanmis olmaktadir. Modellerde kullanilan epoch parametresi, bunun ka¢ kez
tekrarlanmas1 gerektigini belirlemek icin kullanilmaktadir. Dogruluk degerinin en yiiksek

oldugu yerde belirlenen epoch sayisi model i¢in ideal olan epoch sayisidir.

Calismada, modellerin sadece dogruluk degerlerini degil; Kesinlik (Precision),

Duyarlilik (Recall) ve F-Ol¢iimii (F-Measure) degerlerini de bir sonraki baslikta inceleyecegiz.

Karmasgiklik Matrisi (Confusion Matrix) (Sekil 4.4), tahmini ve ger¢ek degerlerinin dort
farkli kombinasyonunu iceren bir tablodur. Tablodaki Gerg¢ek Pozitif (True Positive - TP),
dogruya dogru denildigi durumlari; Gergek Negatif (True Negative - TN), yanlisa yanlig
denildigi durumlari; Yanhs Pozitif (False Positive - FP), dogruya yanlis denildigi durumlari;
Yanlis Negatif (False Negative - FN), yanlisa dogru denildigi durumlari temsil etmektedir.

Tahmin Durumu

Pozitif Tahmini (PT) | Negatif Tahmini (PN)
o Gergek Pozitif Yanlis Negatif
Pozitif (P
Gercek ) (TP) (FN)
Durum . Yanlis Pozitif Gergek Negatif
Negatif (N) (EP) ¢ ) &

Sekil 4.4 Karmasiklik Matrisi

Kesinlik, en basit ifade ile gercek pozitifler ile tiim pozitifler arasindaki orandir.
Kesinlik, olumlu tanimlamalarin ne kadar1 gercekten dogru sorusuna cevap arar. Kesinlik
degerinin yiiksek olmasi, model se¢imlerinde 6nemli bir kriterdir. Eger model, Yanlis Pozitif

degerine sahip degilse, kesinlik 1.0’a esit olur.

Kesinlil = Gergek Pozitif (TP)
S = Gercek Pozitif (TP) + Yanlis Pozitif (FP) (4.1)

Duyarlilik, modelimizin Gergek Pozitifleri dogru bir sekilde tanimlamasinin dl¢iisiidiir.
Duyarlilik, ger¢ek Pozitiflerin ne kadar1 dogru bir sekilde tanimlandigina cevap arar. Eger

model Yanlis Negatif degerine sahip degilse, duyarlilik degeri 1.0’a esit olur.
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Gergek Pozitif (TP)
Gergek Pozitif (TP) + Yanlis Negatif (FN) (4.2)

Duyarlilik =

Bir modelin etkinligini tam olarak degerlendirebilmek i¢in hem kesinlik hem de
duyarhlik birlikte incelenmelidir. Ne yazik ki, kesinligi arttirmak duyarliligi azaltmay1 veya

bunun tam tersine sebep olmaktadir.

F-Olgiimii bize kesinlik ve duyarlilik degerlerinin harmonik ortalamasini vermektedir.
Yukarida bahsettigimiz gibi, diislik hassasiyet ve yliksek kesinlige sahip(ya da tam tersi) olan
iki modeli karsilastirmak zordur. Bu yiizden onlar1 karsilastirabilir kilmak icin F-Olg¢iimii
kullaniriz. F-Ol¢iimii sayesinde, kesinlik ve duyarlilig1 aym anda 6lgebiliriz. Miikemmel bir

modelde F Skoru 1,0 olmalidir.

Kesinlik x Duyarlilik
Kesinlik + Duyarlilik

f — Olgimii = 2x (4.3)

Bu deneylerde, durumlar incelirken 6 durum vardir. Bu sebepten dolayr bu

formiilasyonlar bu 6 duruma gore giincellenmistir.

Cizelge 4.1 Sistemimizin Karmasiklik Matrisi

Tahmin Durum
Bayat | Bayat | Bayat Taze | Taze Taze
Kategori | Elma Muz Po;;ak Elma Muz Po;{ak
(A) (B) ©) (D) (E) (F)
A XOO:TP Xo1 Xo2 Xo3 Xo4 Xos
B X0 X1 Xi12 X13 X4 Xis
]()}erg:ek C X20 Xo1 X2 X23 X4 Xos
urum D X30 X31 X32 X33 X34 X35
E X40 X41 X42 X43 Xa4 X4s
F Xs0 Xs1 Xs2 Xs3 Xs4 Xss

Cizelge 4.1°de her durum icin kesinlik, duyarlilk ve f-Olgiimii degerleri ayr1 ayri
hesaplanir. Ornegin Bayat Elma (A) durumu igin TPA degeri X00 degere esittir. Bu durumda

A durumu i¢in formiilasyon:
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XbO

Kesinliky = ——
A l5=0 XOi (44)
Duyarlilik, = 5X$ (4.5)
i—o  Xio :

Burada, her durumun kendi satir1 ve stitunu degerlendirilir. Alti durum iginde benzer
hesaplar yapilir. Bu degerler iizerinden f-Ol¢iimii degerleri hesaplanir. Sistemin dogrulugu

oOl¢iiliirken tiim olumlu durumlar ile tiim durumlarin toplam sayis1 kiyaslanir.

5

Dosruluk = i=o  Xii

ogruluk = = 5y (4.6)
i=0 j=0 15}

4.3. Deneyler

Bir 6nceki bolimde anlatilan 4 model, test verileri icin test edilmistir ve dogruluk
oranlar1 kiyaslanmistir, sonuglar Cizelge 4.1, 4.2, 4.3 ve 4.4’te listelenmistir. Sonuclar 2 farkl
dogruluk esik degerine gore listelenmistir. Ilk 6 satirlar esik degeri 0.5 icin, son 6 satirlar ise
esik degeri 0.6 icin listelenmistir. Derin 6grenme sonucu 0,785 gibi bir sayi iiretilmektedir. Bu
say1 Oornegin bir “Bayat Elma” i¢in iiretildiyse biiyiik ihtimal bayat oldugunu isaret eder. Bu
esik degerleri, bayat veya saglam tahmini icin kullanilmistir. Ornegin 0,785 igin hem 0,5 hem
de 0,6 icin “Bayat Elma” onerisi iretilir. Ama, bu derin 6grenme ¢iktist 0.555 ise 0.5 i¢in
“Saglam Elma”, diger taraftan 0,6 esik degeri icin ise “Bayat Elma” tahmini iiretilmistir. 0,5
degerler i¢in “Saglam Elma” iiretilir. Cizelgelerde 0,5 ve 0,6 esik degeri i¢in hangi esik
degerinin kullanilmasi gerektigi Onerilecektir. Cizelgelerde yiizdelik degerlerde ondalik
basamak sayist 2 secilmistir. Bu bolimdeki deneylerde, egitim verisinden elde edilen

modellerin test verisindeki sonuglarina yer verilmistir.

4.3.1. Gelismis VGG16 — Model 1 icin Sonuclar

Cizelge 4.2, Model 1 i¢in karmagiklik matrisi sonuglarini sunar.
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Cizelge 4.2 Model 1 i¢in karmasiklik matrisi

Bayat Bayat | Bayat Taze | Taze | Taze
Esik . | Veri
Kategori Elma Muz | Portakal | Elma | Muz | Portakal
Degeri Sayisi
A) (B) © o | E |F)
A 601 601 0 0 0 0 0
B 530 80 441 0 1 4 0
C 403 71 0 329 0 0 1
0.5
D 395 29 0 0 366 0 0
E 381 0 0 1 1 379 (0
F 388 49 5 0 29 5 300
A 601 600 0 0 1 0 0
B 530 76 443 0 1 6 0
C 403 69 0 329 0 0 1
0.6
D 395 24 0 0 371 0 0
E 381 0 0 0 1 380 (O
F 388 41 5 0 28 5 309

Cizelge 4.2, 601 bayat elmadan 0,5 esik degeri i¢in tiimiiniin dogru tahmin edildigi

gorilmektedir. Esik 0,6’ya ¢ekildiginde 601 bayat elmadan birinin taze diye tahmin ettigi

goriilmektedir. Fakat bu basar1 var iken 395 taze elmadan 29 tanesinin yanlis tahmin edildigi

goriiliir. Hatta 0,5 esik degeri 530 bayat muzdan 80 tanesini bayat elma olarak tahmin ederken,

403 bayat portakaldan 71 bayat elma, 388 taze elmadan 49 tanesi bayat elma olarak tahmin

edilmistir. Teker teker durumlarin dogrulugunun yani sira asil 6énemli olan nokta sistemde

kesinlik ve duyarlilik iizerinden degerlendirmek olur. Cizelge 4.3, Model 1 i¢in kesinlik,

duyarlilik, f-Olgiimii ve sistem dogrulugunu verir.
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Cizelge 4.3 Model 1 igin kesinlik, duyarlilik, f-Ol¢iimii ve dogruluk

Esik Degeri 0.5 0.6
Kesinlik | Duyarhhk | f-Ol¢ciimii | Kesinlik | Duyarhihk | f-Ol¢iimii

Bayat Elma 1.000 0.724 0.840 0.998 0.741 0.850
Bayat Muz 0.838 0.989 0.907 0.842 0.989 0.910
PI?(?Z?;kal 0.820 0.997 0.900 0.825 1.000 0.904
Taze Elma 0.927 0.922 0.924 0.939 0.923 0.931
Taze Muz 0.995 0.977 0.986 0.997 0.972 0.984
Taze Portakal | 0.773 0.997 0.871 0.796 0.997 0.885
Dogruluk %89.75 %90.41

Cizelge 4.3’te koyu isaretlenmis boliimde dogru tahminleri verir. Bu durumlar tiim
durumlara gore, 0,5 esik degeri icin %89,75 ve 0,6 esik degeri i¢in %90,41 dogruluk elde
edilmistir. Baska bir deyisle, 2.698 ornekten 0,5 ve 0,6 esik degerleri icin sirasiyla 2.416 ve
2.432 dogru tahmin yapilmustir. f-Olgiimii {izerinden tahminler incelendiginde esik degeri 0,5
ve 0,6 i¢in en basarili tahmin 0,986 ve 0,984 ile taze muz tahminidir. En basarisiz tahmin ise,
her iki esik degeri i¢in sirasiyla 0,840 ve 0,850 ile bayat elma tahminidir. Her ne kadar kesinlik
degeri her iki esik degeri i¢in sirasiyla 1,000 ve 0,998 gibi yiliksek degerler olsa da, Duyarlilik
degerleri de 0,724 ve 0,741 ile en kotii degerlere sahip tahmin durumu bayat elmadir. Bu

asamada, farkl1 modeller kurarak iyilestirmeler yapmaya calisacagiz.

4.3.2. Gelismis VGG19 — Model 2 icin Sonuclar

Cizelge 4.4, Model 2 i¢in karmasiklik matrisi sonuglari verir.

30



Cizelge 4.4 Model 2 i¢in karmasiklik matrisi

Bayat | Bayat | Bayat Taze | Taze | Taze
ﬁseigkeri Kategori | Veri Sayis1 | Elma | Muz | Portakal | Elma | Muz | Portakal
A | (B © o | (E |F)
A 601 601 0 0 0 0 0
B 530 0 512 1 0 5 0
C 403 14 0 386 0 0 1
0.5
D 395 8 0 0 385 0 0
E 381 22 0 0 0 359 (0
F 388 5 0 0 1 0 382
A 601 600 0 0 1 0 0
B 530 0 511 1 0 5 0
C 403 13 0 385 0 0 1
0.6
D 395 7 0 0 386 0 0
E 381 12 0 0 0 369 (0
F 388 3 0 0 1 0 384

Cizelge 4.4’te hem 0,5 hem de 0,6 esik degeri i¢cin 6nemli derecede iyilesmeler oldugu
goriiliir. Ozellikle kosegenlerdeki sonuglarin sayisal olarak arttigi goriiliir. Bu noktada, f-

Olgiimii ve dogruluk sonuglar1 incelenebilir (Cizelge 4.5).
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Cizelge 4.5 Model 2 i¢in kesinlik, duyarlilik, f-Ol¢iimii ve dogruluk

Esik Degeri 0.5 0.6

Kesinlik | Duyarhhk | f-Ol¢ciimii | Kesinlik | Duyarhihk | f-Ol¢iimii
Bayat Elma 1.000 0.925 0.961 0.998 0.945 0.971
Bayat Muz 0.988 1.000 0.994 0.988 1.000 0.994
Bayat 0.963 0.997 0.980 0.965 0.997 0.981
Portakal
Taze Elma 0.980 0.997 0.988 0.982 0.995 0.988
Taze Muz 0.942 0.986 0.964 0.969 0.987 0.977
Taze Portakal | 0.985 0.997 0.991 0.990 0.997 0.994
Dogruluk %97.87 %98.36

Cizelge 4.5’e gore tiim durumlarda iyilesmeler oldugu gériilmektedir. Ornegin Model
1’de en kotii tahmin olan bayat elma burada 0,5 ve 0,6 esik degeri i¢in sirasiyla 0,961 ve 0,971
gibi yiiksek f-Ol¢iimii degerlerine kavusmustur. Esik degeri degerini 0,6 olarak segmenin f-
Olgiimii degerlerini azda olsa iyilestirdigi goriilmektedir. Sistemin genel dogruluguna

bakildiginda %98,36 ile esik degerinin 0,6 secilmesinin iyi olacagi goriilmiistiir.

4.3.3. Gelismis VGG16 — Model 3 icin Sonuclar

Cizelge 4.6 Model 3 icin karmagiklik matrisini ve Cizelge 7°de kesinlik, duyarlilik, f-

Olgiimii ve dogruluk sonuglarini verir.
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Cizelge 4.6 Model 3 i¢in karmasiklik matrisi

Bayat | Bayat | Bayat Taze | Taze | Taze
ﬁseigkeri Kategori | Veri Sayis1 | Elma | Muz | Portakal | Elma | Muz | Portakal
A | (B © o | (E |F)

A 601 332 187 0 82 0 0

B 530 0 526 1 0 4 0

C 403 149 186 28 33 0 7
0.5

D 395 6 3 0 386 0 0

E 381 0 59 0 0 322 (0

F 388 78 35 1 214 9 51

A 601 332 187 0 82 0 0

B 530 0 526 1 0 4 0

C 403 149 186 28 33 0 7
0.6

D 395 6 3 0 386 0 0

E 381 0 59 0 0 322 (O

F 388 78 35 1 214 9 51

Cizelge 4.7 Model 3 igin kesinlik, duyarlilik, f-Ol¢iimii ve dogruluk
Esik Degeri 0.5 0.6
Kesinlik | Duyarhhk | f-Ol¢iimii | Kesinlik | Duyarlihk | f-Ol¢iimii

Bayat Elma 0.552 0.588 0.569 0.552 0.588 0.569
Bayat Muz 0.991 0.528 0.689 0.992 0.528 0.689
Bayat Portakal | 0.069 0.933 0.129 0.069 0.933 0.129
Taze Elma 0.977 0.540 0.695 0.977 0.540 0.695
Taze Muz 0.845 0.961 0.899 0.845 0.961 0.899
Taze Portakal 0.131 0.879 0.229 0.131 0.879 0.229
Dogruluk %60.95 %60.95
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Cizelge 4.6 ve 4.7 incelendiginde Model 3’lin sonuglart Model 1 ve Model 2’ye gore
cok daha kétiidiir. Bayat Portakal, 0,5 ve 0,6 esik degeri igin 0,129 f-Olgiimii degerleri ile en
kotii tahmin sonuglarina sahip durumdur. Diger bir kotii tahmin taze portakaldir. Model 3 genel
olarak portakallar1 ¢ok kotli tahmin etmistir. Burada en iyi tahmin durumu taze muz igindir.

Dogruluk degerleri %60 civart diigmiistiir. Model 4 ile bu durumlari iyilestirmeye c¢alisacagiz.

4.3.4. Gelismis VGG19 — Model 4 icin Sonuclar

Cizelge 4.8 ve 4.9, Model 4’iin sonuglarini sunar.

Cizelge 4.8 Model 4 i¢cin karmagiklik matrisi

Bayat | Bayat | Bayat Taze | Taze | Taze
gseigkeri Kategori | Veri Sayis1 | Elma | Muz | Portakal | Elma | Muz | Portakal
@A (B |© o |E |E
A 601 574 3 6 18 0 0
B 530 5 490 16 0 18 1
C 403 312 3 75 12 0 1
0.5
D 395 230 0 0 165 |0 0
E 381 0 166 0 2 213 |0
F 388 326 1 11 43 3 4
A 601 574 3 6 18 0 0
B 530 5 490 16 0 18 1
C 403 312 3 75 12 0 1
0.6
D 395 230 0 0 165 |0 0
E 381 0 166 0 2 213 |0
F 388 326 1 11 42 3 4
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Cizelge 4.9 Model 4 i¢in kesinlik, duyarlilik, f-Ol¢iimii ve dogruluk

Esik Degeri 0.5 0.6
Kesinlik | Duyarhhk | f-Ol¢iimii | Kesinlik | Duyarhihk | f-Ol¢iimii

Bayat Elma 0.955 0.397 0.561 0.955 0.397 0.561
Bayat Muz 0.925 0.739 0.821 0.925 0.739 0.821
Bayat Portakal | 0.186 0.694 0.294 0.186 0.694 0.294
Taze Elma 0.418 0.688 0.520 0.418 0.688 0.520
Taze Muz 0.559 0.910 0.693 0.559 0.910 0.693
Taze Portakal | 0.010 0.667 0.020 0.010 0.667 0.020
Dogruluk %56.38 %56.38

Cizelge 4.8 ve 4.9’a gore, Model 4 ne yazik ki bir iyilesme saglayamamistir. Model
3’teki bayat portakal i¢in f-Ol¢iim degeri 0,129 iken Model 4’te bu durum 0,294 cikarilmistir.
Hatta Bayat Muz tahmini de f-Olg¢iimii Model 3’te 0,689 iken Model-4’te 0,821 gibi daha iyi
bir duruma gelmistir. Ancak, bu iyilesmelere ragmen diger tiim durumlarm f-Ol¢iim degerleri

kotiilesmistir.

4.3.5. Tartisma
Tiim Modeller i¢in istatistikler incelendiginde asagidaki sonuglar ¢ikmaktadir:

e Bayat elma i¢in en iyi f-Ol¢iimii sonuglar1 0,5 esik degeri ile Model 2(0,961), 0,6
esik degeri ile Model 2 (0,971) vermistir.

e Bayat muz icin en iyi f-Ol¢iimii sonuglar1 0,5 esik degeri ve 0,6 esik degeri ile Model
2 (0,994) vermistir.

e Bayat portakal i¢in en iyi f-Ol¢iimii sonucu 0,5 esik degeri ile Model 2(0,980)
vermistir.

e Taze elma igin en iyi f-Ol¢iimii sonucunu 0,5 esik degeri ve 0,6 esik degeri ile Model
2(0,988) vermistir.

e Taze muz i¢in en iyi sonucu 0,5 esik degeri ile Model 1 (0,986) vermistir.

e Taze portakal icin en iyi sonucu 0,6 esik degeri ile Model 2 (0,994) vermistir.
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F-Olgiimii iizerinden modellerin tek tek, en basarili oldugu ve en basarisiz oldugu veri

tiirlinii inceleyecek olursak:

e Model-1 en yiiksek f-6l¢iimiinii 0,5 esik degeri ile 0,986 degerini elde ettigi taze
muzdan almigtir. En diisiik f-6l¢im degerini ise 0,840 degeri ile 0,5 esik degerine sahip bayat
elmadan elde etmistir. Yani model-1 taze muz konusunda diger veri tiirlerinden daha basarili
iken, bayat elma konusunda diger veri tiirlerinden daha basarisizdir.

e Model-2 en yiiksek f-0l¢iimiinii 0,994 degeri ile 0,5 esik degerine sahip bayat muz,
0,6 esik degerine sahip bayat muz ve taze portakaldan elde etmistir. En diisiik f-6l¢timiinii 0,961
degeri ile 0,5 esik degeri ile bayat elmadan elde etmistir. Yani model-1 bayat muz ve taze
portakal veri tiirlinde diger veri tiirlerinden daha basarili iken, bayat elma veri tiirtinde diger
veri tiirlerinden daha basarisizdir.

e Model-3 en yiiksek f-6l¢iimiinii 0,899 degeri ile 0,5 esik degeri ve 0,6 esik degeri ile
taze muzdan elde etmistir. En diisiik f-0l¢timiint 0,129 degeri ile 0,5 esik degeri ve 0,6 esik
degeri ile bayat portakaldan elde etmistir. Yani model-3 taze muz veri tiiriinde diger veri
tirlerinden daha basarili iken, bayat portakal veri tiirlinde diger veri tiirlerinden daha
basarisizdir.

e Model-4 en yiiksek f-l¢iimiinii 0,821 degeri ile 0,5 esik degeri ve 0,6 esik degeri ile
bayat muzdan elde etmistir. En diislik f-6l¢timiinii 0,020 degeri ile 0,5 esik degeri ve 0,6 esik
degeri ile taze portakaldan elde etmistir. Yani model-4 bayat muz veri tiirlinde diger veri

tiirlerinden daha basarili iken, taze portakal veri tiiriinde diger veri tiirlerinden daha basarisizdir.

Modellerin, test verisinden elde edilen dogruluk degerleri incelendiginde, en yiiksek
dogruluk degerinin %97,87 ile 0,5 esik degeri ile Model-2, en diisiik dogruluk degerinin 0,5
esik degeri ve 0,6 esik degeri ile Model-4’ten elde edildigi gozlenmektedir.
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5. SONUCLAR

Bu c¢alismada meyvelerin taze/bayat olarak siniflandirilmasi iizerinde derin 6grenme
modelleri kullanilmis ve birbiri ile kiyaslanmistir. Meyve olarak elma, portakal ve muz
secilmistir. VGG16 ve VGG19 modelleri tizerinde gelistirmeler yapilarak 4 model bu veri

setine uygulanmis ve sonuglari lizerinden ¢ikarimlarda bulunulmustur.
Modellerden elde edilen testler sonucunda dogruluk degerleri karsilagtirildiginda:

o VGGI16 ile gelistirilen 0,5 esik degerine sahip Model-1: 89,75
e VGGI16 ile gelistirilen 0,6 esik degerine sahip Model-1: 90,41
e VGGI19 ile gelistirilen 0,5 esik degerine sahip Model-2: 97,87
e VGGI19 ile gelistirilen 0,6 esik degerine sahip Model-2: 98,36
o VGGI16 ile gelistirilen 0,5 esik degerine sahip Model-3: 60,95
o VGGI16 ile gelistirilen 0,6 esik degerine sahip Model-3: 60,95
e VGGI1Y ile gelistirilen 0,5 esik degerine sahip Model-4: 56,38
e VGGI19 ile gelistirilen 0,6 esik degerine sahip Model-4: 56,38

Modellerin yukaridaki dogruluk degerleri incelendiginde en diisiik dogruluk degerine
0,5 ve 0,6 esik degeri ile Model-3’te, en yiiksek dogruluk modeline 0,6 esik degeri ile Model-
2’de elde edildigi gdzlenmistir. Model-2’de en yiiksek f-Ol¢iim degeri 0,5 esik degeri de 0,994
ile bayat muzda, 0,6 esik degeri de 0,994 ile bayat muz ve taze portakaldan elde edilmistir.

Gelecekte bu sorunu ¢dzebilmek ve en ideal sonuca yaklastiktan sonra bu modeli farkl
iirtin gruplaria uygulayarak yayginlastirmay1 hedefliyoruz. Calisilacak model, Model-2 ile
devam edilecektir. Oncelikle farkli meyveler iizerinde ¢alisma yapilip ardindan sebzeler igin
calisma yapilmasi hedeflenmektedir. Topraktan yetistirilen besin tazeligi giinlimiizde hem
saglik, hem ekonomi hem de ¢evre acisindan Onemli Oncelige sahiptir. Bu uygulamay1
gelistirip, farkli besin gruplari ile calismayi bitirdikten sonra giinliikk yasamimiza adapte

edilmesi planlanmaktadir.
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