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OZET

Yiiksek Lisans Tezi
DERIN OGRENME ALGORITMALARI KULLANARAK YAZAR, TUR VE CINSIYET
TANIMA
Melike BEKTAS
Tekirdag Namik Kemal Universitesi
Fen Bilimleri Enstitiisii

Bilgisayar Miihendisligi Anabilim Dali

Danisman: Dog. Dr. Pmar TUFEKCI

Glinimiizde artan veri miktari, bu verilerin siiflandirilma ihtiyacini beraberinde
getirmistir. Smiflandirma, benzer 6zellikte olan verilerin kategorize edilmesi islemidir. Bu
caligmada, veri olarak Tiirk¢e haber metinlerinin segildigi ve bu verilerin yazar, tir ve
cinsiyete gore siniflandirilabilmelerini saglayan, makine oOgrenmesi ve derin 6grenme
algoritmalarinin siniflandirict olarak kullanildigr genis kapsamli bir modelleme c¢alismasi
yapilmasi amaglanmistir. Bu amagla ilk olarak, bir gazetenin kOse yazarlarma ait kose
yazilarini igeren, yazar tanima, tlir tanima ve cinsiyet tanima islemlerinde kullanilabilecek,
biiyiik 6l¢ekli ve ¢oklu siniflara sahip, toplam 14 adet yeni veri seti olusturulmustur. Yazar
tanima i¢in 7, tiir tanima icin 6 ve cinsiyet tanima i¢in de 1 adet olan bu veri setleri, Tiirkce
diline 6zel, dogal dil isleme adimlarindan gegirilerek, siniflandirma iglemlerinin yapilacagi
siiflandiricilarin uygulandigr ve en yiiksek dogruluk basarilarinin arastirildigi, modelleme
asamasi i¢in hazir hale getirilmistir. Modelleme asamasinda, Tiirkce metinlerde yazar tanima,
tir tanima ve cinsiyet tanima problemlerinin ¢ozlimiine yonelik makine Ogrenmesi
algoritmalarindan Multinominal Naive Bayes (MNB) ve Random Forest (RF) algoritmalari,
derin 6grenme algoritmalarindan da Convolutional Neural Networks (CNN) ve Long Short
Term Memory (LSTM) algoritmalari, simiflandirict olarak veri setlerine uygulanmistir.
Ayrica, bu smiflandiricilardan en yiiksek performansin alindig1 hiperparametre degerleri, uzun
deneysel caligmalar sonucunda bulunmaya c¢alisilmistir. Modelleme sonucunda, her bir veri
seti icin en iyi modellere ait, dogruluk, kesinlik ve duyarlilik degerleri kullanilarak her
modelin performansi bulunmustur. Modelleme asamasinin sonucunda, yazar tanima igin,
genel olarak tiim veri setleri arasinda, en yiiksek basarmin alindig1 en iyi model, % 95,81
dogruluk basar1 degeriyle, AI-TNKU-7 veri seti i¢cin, CNN algoritmasinin siniflandirici olarak
kullani1ldig1 model olarak bulunmustur. Tiir tanima iginse, en yiiksek basarinin alindigi en iyi
model, GI-TNKU-6 veri seti i¢cin LSTM algoritmasinin siiflandirici olarak kullanildigi ve
%96,73 dogruluk basar1 degerinin alindig1 model olmustur. Cinsiyet tanima i¢in de, en yliksek
basarmin alindig1 en iyi model, %88,68 dogruluk basari degeriyle LSTM algoritmasinin
siiflandirict olarak kullanildigi model olarak bulunmustur.

Anahtar kelimeler: Metin Smiflandirma, Yazar Tanima, Tir Tanima, Cinsiyet Tanima,
Makine Ogrenmesi, Derin Ogrenme.
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ABSTRACT

MSc. Thesis
AUTHOR, GENRE AND GENDER IDENTIFICATION USING DEEP LEARNING
ALGORITHMS
Melike BEKTAS
Tekirdag Namik Kemal University
Graduate School of Natural and Applied Sciences

Department of Computer Engineering

Supervisor: Assoc. Prof. Dr. Pinar TUFEKCI

Nowadays, the increasing amount of data has brought the need to classify these data.
Classification is the process of categorizing similar data. In this study, it is aimed to make a
modeling study in which Turkish news texts are selected as data and that these data can be
classified according to author, genre and gender, machine learning and deep learning
algorithms are used as classifiers. For this purpose, firstly, a total of 14 new data sets with
large-scale and multiple classes, which can be used in author identification, genre
identification and gender identification processes, containing columnists of a newspaper, were
created. These data sets, which are 7 for author identification, 6 for genre identification and 1
for gender identification, have been made ready for the modeling phase, where the classifiers
for identification are applied and the highest accuracy successes are investigated by passing
through natural language processing steps specific to Turkish language. In the modeling
phase, Multinominal Naive Bayes (MNB) and Random Forest (RF) algorithms, which are
machine learning algorithms for the solution of author identification, genre identification and
gender identification problems in Turkish texts, and Convolutional Neural Networks (CNN)
and Long Short Term Memory (LSTM) from deep learning algorithms have been applied to
data sets as classifiers. In addition, hyperparameter values with the highest performance from
these classifiers have been tried to be found as a result of long experimental studies. As a
result of modeling, using the accuracy, precision and recall values of the best models for each
data set, the performance of each model was found. As a result of the modeling stage for
author identification, it was seen that the CNN algorithm achieved the highest %
95.81accuracy in the AI-TNKU-7 data set compared to other algorithms used. As a result of
the modeling for genre identification, an accuracy of % 96.73 was achieved with the LSTM
algorithm in the GI-TNKU-6 data set. It has been observed that the success of deep learning
algorithms is higher than machine learning algorithms in other data sets used in genre
identification. As a result of the modeling phase for gender identification, the LSTM
algorithm performed better than other classifiers and an accuracy success of % 88.68 was
achieved.

Key words: Text Classification, Author Identification, Genre Identification, Gender
Identification, Machine Learning, Deep Learning.

2020, 64 pages
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1. GIRIS

Metin tabanli veriler her gecen giin artmaktadir. Bu veriler gazetelerde, dergilerde,
kitaplarda, kisa mesajlarda, maillerde, sosyal medya platformlarinda, tabelalarda, reklam
panolarinda vb. yerlerde karsimiza ¢ikmaktadir. Artan veri miktari ile birlikte bu verilerin
benzer olanlarinin bir yerde toplanmasi ve siniflandirilmasi ihtiyaci ortaya ¢ikmistir. Metin
siiflandirma, bir metnin daha 6nceden belirlenmis olan siniflardan hangisine ait oldugunu

tespit etme islemidir.

Metin siniflandirmanin temel amaci, tasnif edilmemis metin yiginlarinin bir bilgisayar
programi araciligt ile smiflandirilmasidir (Aytekin vd., 2018). Bu sayede metin tabanli

verilerin, daha kolay bir sekilde yonetilmesi miimkiin olacaktir.

Metin siniflandirmanin giinliik hayattaki uygulamalari: Bir metnin kim tarafindan
yazildiginin tespit edilmesi; bir metni yazan kisinin cinsiyetinin, yasinin veya mutlu, iizgiin,
kizgin vb. duygulardan hangi duyguyla 0 metni yazdigimin belirlenmesi; bir metnin hangi tiire
ait oldugunun tahmin edilmesi; bir e-ticaret sitesinde bir {irlin i¢in yapilan olumlu ve olumsuz

yorumlarin ayristirilmasi veya en begenilen tirlinlerin tespit edilmesi seklinde olmaktadir.

Bilgisayar kullanilarak yapilan metin siniflandirma uygulamalarinin tarihgesi 1960’11
yillarda baslamakla beraber ¢alismalarin yogunluk kazanmasi ancak 80’lerin sonu ve 90’larin
basinda olmustur (Tantug, 2014). 1970°1i yillarda yapilan ¢alismalara bakildiginda, metin
siniflandirma isleminin dokiimanlarin otomatik olarak dizinlemesi olarak karsimiza c¢iktigi
goriilmektedir. Calismalarda belirli bir konu i¢in 6zel sozliikkler olusturulmus, bu soézliiklerin
icerisindeki kelimeler smif etiketi gibi diisiiniilerek dokiimanlarin smiflandirma islemleri
gerceklestirilmistir (Levent ve Diri, 2014). Ayn1 zamanda ilk yillardaki ¢aligmalarda uzman
sistemler yaklasgimimin kullanildigi ve siniflandirmanin nasil yapilacagini bilen bir uzmanin
aldig1 kararlarin benzetiminin yapildigi kural tabanli sistemlerin tasarlandigi goriilmiistiir
(Tantug, 2014). Gliniimiizde ise metin simiflandirma islemleri, genellikle makine 6grenmesi

ve derin 6grenme algoritmalar1 kullanilarak gerceklestirilmektedir.

Makine Ogrenmesinin bir alt dali olan derin 6grenme, yapay sinir aglarindan, ¢ok
katmanli sinir aglarma yani derin yapay sinir aglarina gecis ile birlikte literatiire girmistir
(Seker vd., 2017). Derin 6grenmenin gelismesinde, gliniimiizde artan veri miktari, kullanilan

GPU’lar ile birlikte bilgisayarlardaki islem giiclinlin artmasi, algoritmalardaki iyilestirmeler



ve derin 0grenme kiitiiphanelerinin ve frameworklerinin etkisi olmustur (Chollet, 2019).
Derin 6grenme, nesne tanima uygulamalarinda, otonom araglarda, sesli asistanlarda ve

sentetik veri tiretimi gibi bir¢cok alanda kullanilmaktadir.

Bu calismada, metin simiflandirma islemlerinden, yazar, tiir ve cinsiyet tanima
islemleri gerceklestirilecektir. Yazar tanima, bir metnin kim tarafindan yazildiginin tespit
edilmesi islemidir. Tiir tanima, bir metnin belirlenen tiirlerden hangisine ait oldugunun tespit
edilmesi islemidir. Cinsiyet tanima ise bir metnin yazarinin cinsiyetinin kadin m1 ya da erkek

mi oldugunun tahmin edilmesi islemidir.

Yazar tanima islemi, bir metnin yazarmin belli olmadigi durumlarda, bir metin
tizerinde birden fazla kisinin hak talep ettigi ve kendisinin yazdigini iddia ettigi durumlarda,
adli uygulamalarda, kimlik tespitinde, kiitiiphane uygulamalarinda, terér ile miicadele

sorusturmalarina yardimci olmak amaci ile farkli alanlarda kullanilabilir (Stamatatos, 2008).

Tiir tanima islemi, birgok metin tabanli uygulama igin faydali olabilir. Ornegin, bir
belgenin tiirli 6nceden biliniyorsa, bilgi erisim sonuglart kullaniciya daha dogru bir sekilde
sunulabilir (Lee ve Myaeng, 2004). Bir web ortaminda aranilan bir dokiimanin, tiiriine gére
dogru ve kolay bir sekilde bulunabilmesi veya dokuman siniflandirma islemi yapan gevrimigi
bir kiitiiphane otomasyonunda, hem bir dokiimanin hizli bir sekilde bulunabilmesine hem de

yeni gelen dokiimanlarin dogru bir sekilde tasnif edilebilmesine olanak saglayabilir.

Bir metnin yazarinin demografik 6zelliklerinin otomatik olarak belirlenmesi ticari, adli
tip ve pazarlama alanlarindaki uygulamalarda giderek 6nem kazanmaya baglamustir.
Kullanicilarin yas, cinsiyet, meslek, egitim durumu gibi bilgileri demografik 6zelliklerinden
bazilaridir. Ornegin, bir bireyin saldirgan bir kisilie sahip olmasi metin belgesindeki
mesajdan tespit edilebilir. Sirketler iiriinlerini begenen veya begenmeyen kullanicilari blog
yazilarindan ve kullanicilarin ¢evrimigi {iriin incelemelerini analiz kaynagi olarak kullanarak
demografik ozelliklerini 6grenmek isteyebilirler (Sboev vd., 2016). En 6nemli demografik
ozelliklerden olan cinsiyet bilgisinin, bir metin iizerinden giderek belirlenmesi, cinsiyet

tanima olarak tanimlanir.

Bu tez ¢aligmasi kapsaminda amacimiz, yeni olusturdugumuz biiyiik 6lgekli ve ¢oklu
smifli veri setlerini kullanarak, Tiirk¢e metinlerde yazar tanima, tiir tanima ve cinsiyet tanima
problemlerinin ¢6ziimiine yonelik derin 6grenme ve makine Ogrenmesi algoritmalarinin

kullanildigt modeller olusturmaktir. Bu amagla, makine 6grenmesi algoritmalarindan
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Multinominal Naive Bayes (MNB) ve Random Forest (RF) algoritmalari; derin 6grenme
algoritmalarindan da Convolutional Neural Networks (CNN) ve Long Short Term Memory

(LSTM) algoritmalari kullanilmstir.

Bu ¢alismanin ikinci boliimiinde yazar, tiir ve cinsiyet siniflandirma ile ilgili kaynak
Ozetleri, liclincli boliimiinde ¢alismada kullanilan veri setleri, bu veri setlerinin olusturulmasi,
metin 6n islemleri, siniflandirma algoritmalari, degerlendirme oSlgiitleri, ¢alismada kullanilan
kiitiiphaneler, dordiincti boliimiinde arastirma bulgular1 ve besinci boliimiinde ise tartisma ve

sonuclar ele alinmstir.



2. KAYNAK OZETLERI

Bu boliimde, Tiirkge ve farkli diller i¢in yazar, tiir ve cinsiyet tanima ile ilgili yapilmig

olan literatiir calismalarina yer verilmistir.

Amasyali ve Diri (2006), calismalarinda Tiirkge haber metinlerini yazar, tiir ve
cinsiyet bakimindan simiflandirmislardir. Calismada kullanilan veri setleri toplamda 630
metinden ve yazar tanima igin 18, tiir tanima igin 3, cinsiyet tanima igin de 2 siniftan
olusmaktadir. N-gram yontemini ve simiflandirici olarak Naive Bayes (NB), Support Vector
Machines (SVM), RF ve C4.5 karar agaci algoritmalarmi kullanmislardir. Yazar tanima
islemi i¢in, NB algoritmasi ile %83,3 dogruluk, tiir tanima islemi i¢cin SVM algoritmasi ile
%93,6 dogruluk, cinsiyet tanima islemi i¢in de SVM algoritmasi ile %96,3 dogruluk basari

degerlerini elde etmislerdir.

Kaban ve Diri (2008), calismalarinda yapay bagisiklik sistemleri ile Tiirk¢e metinlerde
tiir ve yazar tanima iglemlerini gergeklestirmislerdir. Veri seti olarak haber web sitelerinden
olusturduklar1 18 smiftan olusan 630 haber metnini yazar tanima iglemi i¢in, 5 siiftan olusan
250 haber metnini ise tiir tanima islemi i¢in kullanmislardir. Yazar tanima igin, yapay
bagisiklik sistemleri ile %99,6 dogruluk, tir tanima i¢cin de SVM algoritmasi ile %98,2

dogruluk bagar1 degerleri elde etmislerdir.

Yasdi ve Diri (2012), calismalarinda farkli soyut Ozellik ¢ikarimi yontemlerini
kullanarak, Tiirkce ve Ingilizce metinleri, yazar, tiir ve cinsiyet bakimindan
siniflandirmiglardir. Yazar tanima islemi i¢in 10 smiftan ve her sinifa ait 10 metinden olusan
toplam 100, tiir tanima islemi i¢in 4 smiftan ve her sinifa ait 50 metinden olusan toplam 200
ve cinsiyet tanima islemi i¢in de 2 siniftan ve her sinifa ait 100 metinden olusan toplam 200
metin kullanmislardir. Calisma sonucunda, yazar tanima i¢in k-Nearest Neighbor (KNN)
algoritmasi ile %99 dogruluk, tiir tanima i¢in KNN algoritmasi ile %97,5 dogruluk ve cinsiyet

tanima i¢in de SVM algoritmasi ile %94,5 dogruluk basar1 degerlerini elde etmislerdir.

Tiifekci ve Uzun (2013), galismalarinda farkli terim agirliklandirma yontemlerini
kullanarak yazar tanima problemini ¢6zmeyi amaglamiglardir. Calismalarinda 14 farkli terim
agirliklandirma yonteminin, simiflandirma basarisina etkilerini incelemislerdir. VK-1, VK-2
ve VK-3 olmak iizere sirastyla 10 siniftan olusan 430 haber metinli, 69 siniftan olusan 910

haber metinli ve 18 siniftan olusan 630 haber metinli veri setlerini kullanmislardir.



Siniflandirma islemi icin SVM, MNB, RF ve C4.5 karar agac1 algoritmalarini kullanmislardir.
Calisma sonucunda, en iyi sonucu SVM algoritmasindan, ortalama %98,75 dogruluk basarisi

ile elde etmislerdir.

Sahin vd. (2017), calismalarinda 3 smiftan olusan 1.255 siir metnini yazar bakimindan
simiflandirmiglardir.  Calisma sonucunda, Sequential Minimal Optimization (SMO)

algoritmasi ile %70 dogruluk basar1 degeri elde etmislerdir.

Stamatos (2008), calismasinda 10 smiftan ve toplamda 1.000 metinden olusan
Ingilizce ve Arapga metinlerde yazar tanima islemini gerceklestirmistir. Arapga metinlerden
olusan veri setinde %93,6 dogruluk, Ingilizce metinlerden olusan veri setinde ise %79,4

dogruluk basarisi degerleri elde etmistir.

Diri ve Dogan (2010), ¢aligmalarinda N-gram yontemini kullanarak Tiirk¢e metinleri
yazar, tlir ve cinsiyet bakimindan siniflandirmislardir. Yazar tanima islemi i¢in 20 yazardan
olusan toplam 800 metin, tiir tanima islemi i¢in 6 siniftan olusan toplam 480 metin, cinsiyet
tanima islemi igin ise 2 siniftan olusan toplam 800 metin kullanmiglardir. SVM algoritmasi ile
yazar tanima isleminde %89,5 dogruluk, tiir tanima isleminde %92,1 dogruluk, cinsiyet

tanima igleminde ise %91,1 dogruluk basar1 degerleri elde etmislerdir.

Solar-Company ve Wanner (2018), calismalarinda hem yazar tanima hem de cinsiyet
tanima islemini gerceklestirmislerdir. Kullanmis olduklart ilk veri setini 23 kdse yazarinin
toplamda 4.284 Ingilizce haber metininden, ikinci veri setini ise 16 yazarm toplamda 1.570
Ingilizce kitap boliimiinden olusturmuslardir. Her iki veri setini de cinsiyet Ve yazar tanima
isleminde kullanmak igin etiketlemislerdir. Farkli 6zellik segimlerinin basarisini libSVM
algoritmasini kullanarak kiyaslamiglardir. Calisma sonucunda ilk veri setinde yazar tanima
islemi igin %78,16 dogruluk, cinsiyet tanima islemi igin %89,97 dogruluk, ikinci veri setinde
yazar tanima islemi i¢in %91,78 dogruluk, cinsiyet tanima islemi i¢in %95,03 dogruluk

basarisina ulastiklarini bildirmislerdir.

Ac1 ve Cirak (2019), ¢alismalarinda kiiltiir sanat, spor, teknoloji, ekonomi, saglik ve
siyaset siniflarint iceren Turkish Text Classification 3600 (TTC-3600) veri setini kullanarak
Tiirk¢e haber metinlerini smiflandirmislardir. Calismalarinda iki farkli CNN modeli
kullanmiglardir. Her iki modeli de hem ham veri ile hem de Zemberek yazilimini kullanarak
kelime kokleri bulunmus hali ile egitip test etmislerdir. Egitilmis olan bu iki modelin

basarisin1 ayni veri seti iizerinde yapilmis olan diger bir ¢alisma ile kiyaslamiglardir. Calisma
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sonucunda, CNN algoritmasinin %93,3 dogruluk ile makine Ogrenmesi algoritmalarina

kiyasla daha bagaril1 bir sekilde siniflandirma yaptig: ifade edilmistir.

Nergiz vd. (2019), tarafindan yapilan calismada, Tiirkge haber metinleri, LSTM
algoritmasi kullanilarak siniflandirilmistir. Calismada spor, teknoloji, politika, kiiltiir sanat,
bilim teknoloji, saglik ve magazin olmak {izere 7 smif ve her bir sinifta 360.000 haber metni
olan, toplamda 2.520.000 haber metninden olusan bir veri seti kullanilmistir. Veri seti
tizerinde smiflandirma asamasina gegmeden Once, Fasttext, word2vec ve doc2vec modelleri
kullanilarak 3 farkli kelime vektorii elde edilmis ve bu modellerin basar1 oranlari
kiyaslanmistir. Calisma sonucunda, Fasttext kelime vektorii yonteminin kullanildigt model ile

%96,18 dogruluk basarisi elde edildigi gorilmiistiir.

Vijayakumar vd. (2019), calismalarinda Ingilizce cevrimici restoran ve otel
yorumlarindan olusan Yelp veri setini kullanarak yazar tanima islemini gergeklestirmislerdir.
Siniflandirma islemi icin MNB, Maximum Entropy (ME) ve SVM algoritmalarinin basarisini
dogal dil isleme tekniklerini de uygulayarak test etmislerdir. Calisma sonucunda, SVM

algoritmasindan en yiiksek %90,5 dogruluk basarisi elde etiklerini bildirmislerdir.

Tiifekei vd. (2012), ¢alismalarinda Tiirkge dil bilgisi 6zelliklerini kullanarak, haber
metinlerini ekonomi, saglik, magazin, siyaset ve spor olmak {iizere 5 kategoriye gore
siiflandirmislardir. Kullanilan iki veri setinin, ilkinde 500 egitim, 250 test verisi, ikinci veri
setinde ise 750 egitim, 400 test verisi yer almigtir. Calismada, 6zellik vektoriiniin boyutunun
basaridan 6diin vermeden nasil azaltilabilecegi iizerinde durulmustur. Siniflandirict olarak
kullanilan SVM, NB, RF, C4.5 karar agaci algoritmalarindan, NB algoritmasinin %92,73

dogruluk basarisi ile siniflandirma islemini en yiiksek dogrulukla yaptig: tespit edilmistir.

Wongso vd. (2017), calismalarinda Endonezya dilinden olusturulmus veri setini
kullanarak haber metinlerini tiir bakimindan smiflandirmislardir. Calismada 5 siniftan olusan
ve her bir sinifta 1.000 metin olmak {izere toplam 5.000 adet haber metninden olusan bir veri
seti kullanmiglardir. Veri setindeki haber metinlerini, ekonomi, saglik, spor, politika ve
teknoloji olarak kategorize etmislerdir. Veri seti olusturulduktan sonra siniflandirma islemine
gegmeden Once metinler, metin 6n isleme asamalarindan gegirilmistir. Siniflandirma islemi
icin makine Ogrenmesi algoritmalarindan NB ve SVM algoritmalart kullanilarak bu

algoritmalarin basarilar1 kiyaslanmigtir. Calisma sonucunda, en iyi algoritma olarak NB



algoritmasimnin  %98,4 dogruluk basarist ile siniflandirma islemini gerceklestirdigi

goriilmiistiir.

Sboev vd. (2016), calismalarinda metin verilerinden cinsiyet tanima islemini
gerceklestirmiglerdir.  Calismada kullanilan veri seti Rusca diline ait 1.867 metinden
olusturulmustur. Siniflandirma iglemi i¢in, hem makine 6grenmesi hem de derin 6grenme
algoritmalarini kullanmiglardir. Derin 6grenme algoritmalarindan CNN, LSTM ile birlikte
tiimlesik olarak kullanilmistir. Makine 6grenmesi algoritmalarindan ise SVM, RF ve Extra
Trees algoritmalar1 kullanilmistir. Calismanin sonucunda en basarili siniflandirma iglemini
gerceklestiren algoritmanin, CNN ile LSTM’nin birlikte kullanildigi model oldugu tespit

edilmistir.

Sboev vd. (2018), calismalarinda Rusga metinlerden cinsiyet tanima islemini
gerceklestirmislerdir. Gradient Boosting (GB) algoritmasini kullanarak %64 smiflandirma

basarisina ulastiklarini bildirmislerdir.

Sboev vd. (2018), caligmalarinda Rusca metinlerde cinsiyet tanima iglemini CNN

algoritmasini kullanarak %86 basari ile ger¢eklestirmiglerdir.

Cheng vd. (2011), calismalarinda Ingilizce metinlerden olusan Enron ve Reuters veri
setlerini kullanarak cinsiyet tanima islemini ger¢eklestirmislerdir. Calismalarinda SVM,
AdaBoost ve Logistic Regression (LR) algoritmalarini kullanmiglardir. Calisma sonucunda,
SVM algoritmasiin %85,13 dogruluk basarisi ile diger algoritmalara gore daha basarili bir

sekilde siniflandirma islemini gerceklestirdigi goriilmiistiir.

Hussein vd. (2019), calismalarinda kadin ve erkek olarak etiketlenmis ve her sinifta
70.000 adet Misir lehgesine ait Arapga twitter verilerinden olusturduklart EDGAD adli veri
setini kullanarak cinsiyet tanima problemini ¢6zmeye ¢alismislardir. Calismada kullandiklar
veri setini her bir sinif i¢in de 70 agik hesaptan 1.000’er tweet olacak sekilde toplamislardir.
Calismada makine Ogrenmesi algoritmalarindan RF, Bernoulli Naive Bayes (BNB),
Stochastic Gradient Descent (SGD) ve LR algoritmasini kullanarak smiflandirma islemini
gerceklestirmiglerdir. Calisma sonucunda, LR algoritmasinin %87,6 en yiiksek dogruluk

basarist ile siniflandirma islemini gerceklestirdigi goriilmiistiir.

Alsmearat vd. (2017), ¢alismalarinda Arapc¢a haber metinlerini cinsiyet bakimindan

siiflandirmislardir. Veri setini 1.120 kadin, 1.057 erkek olmak iizere toplamda 2.177 haber



metninden olusturmuslardir. Ozellik ¢ikarimi icin Stylometic Features ve Bag of Words
(BOW) yaklasimini kullanmiglar ve bu yaklasimlarin makine o6grenmesi siniflandirma
basarisina  etkilerini  karsilastirmislardir. Calisma sonucunda, Stylometic  Features
yaklasiminda JRip algoritmasiyla en yiiksek dogruluk basarisi %80,4 olarak, BOW
yaklagiminda ise SVM algoritmasiyla birlikte en yiiksek dogruluk basaris1 %73,9 olarak elde
ettiklerini bildirmislerdir.

Goenawan vd. (2019), calismalarinda instagram yorumlarimi Kkullanarak cinsiyet
tahmini yapmuslardir. Kullandiklar1 veri setini 881 kadin, 488 erkek olmak {izere toplamda
1.369 acik hesaptan, 64.000 yorum toplayarak olusturmuslar ve bu yorumlarin 40.000 tanesini
etiketlemislerdir. Calismada NB, SVM ve karar agact tabanli XGBoost, AdaBoost
algoritmalarimi kullanmiglardir. Calisma sonucunda, NB algoritmasinin %78,64 dogruluk ile
kullanilan diger algoritmalara kiyasla daha basarili bir sekilde siniflandirma islemini

gerceklestirdigi gorilmiistiir.

Ritesh (2018), ¢alismasinda Wikipedia ve bebek isimleri web sitelerinden toplayarak
olusturdugu veri setini kullanarak isimden cinsiyet tahmini yapmistir. Veri setini Hindistan,
Japonya, Sri Lanka ve Bati iilkelerindeki 18.435 isimden olusturmustur. Calismasinda LSTM,
CNN ve CNN algoritmasinin 6zel bir modeli olan LeNet modelini farkli kelime temsili
yontemlerini de kullanarak kiyaslamistir. Calisma sonucunda LSTM algoritmasinin %84,30
dogruluk ile CNN ve LeNet algoritmasima goére daha basarili bir sekilde cinsiyet tanima

problemini ¢ozdiigi goriilmustiir.

Abdallah vd. (2020), calismalarinda WEKA programini kullanarak metin verilerinden,
cinsiyet ve yas tahmini yapmislardir. Siiflandirma islemi i¢in SVM, NB ve Decision Tree
(DT) algoritmalarimi1 kullanmiglardir. Calisma sonucunda, cinsiyet tahmini igin SVM
algoritmasinda %82,81 dogruluk basarisina, yas tahmini problemi i¢in de yine SVM

algoritmasinda %83,2 dogruluk basarisina ulastiklarini bildirmislerdir.



3. MATARYEL VE YONTEM

Bu boliimde, ¢alismada yeni olusturulan veri setlerinin tanitimina, veri setlerine
uygulanan 6n islemlere ve her bir veri seti i¢in, uygulanan siniflandirma algoritmalari ile

olusturulan modellere ve bu modellerin sonuglarinin degerlendirilmesine yer verilmistir.

3.1.  Veri Setlerinin Olusturulmasi

Bu c¢aligmada, yazar, tiir ve cinsiyet tanima islemleri igin, bir gazetenin
(https://www.hurriyet.com.tr/yazarlar/tum-yazarlar/) bazi1 kose yazarlarina ait, 08.11.1997
tarithinden 24.04.2019 tarihine kadar olan arsivlerindeki kdse yazis1 metinlerinden olusan,
biiyiik 6lgekli ve ¢oklu smifli, yeni veri setleri olusturulmustur. Bu veri setlerindeki metinler,
Python dilinde yazilmis olan bir web crawler kullanilarak g¢ekilmistir (Uzun, 2020). Veri
cikarma stirecinde, ilgili web sayfasinda yer alan kise yazarlarindan bazilari secilmis ve her
yazar igin bir JSON kurali olusturulmustur. Crawler programinda yazarin JSON formath
kuralt calistirildiginda yazarin adi ve soyadindan olusan bir dosya program tarafindan
otomatik olarak olusturulmus ve haberin bulundugu sayfa bir html belgesi olarak haber metni
ise .txt uzantili bir metin belgesi olarak yazarin adi ile olusturulan dosyaya kaydedilmistir.
Her bir .txt uzantili dosyada haberin basligi, haberin yaym tarihi ve haber metni verileri

tutulmustur.

3.2.  Veri Setleri

Crawler ile gekilen ham haber metinleri, yazar tanima, tiir tanima ve cinsiyet tanima
problemleri i¢in uygun sekilde etiketlenerek, 7 tane yazar tanima veri seti, 6 tane tiir tanima
veri seti ve 1 tane de cinsiyet tanima veri seti olmak iizere toplam 14 tane yeni veri seti

olusturulmustur.

3.2.1. Yazar Tanima Veri Setleri

Yazar tanima i¢in olusturulan, AI-TNKU-1, 2, 3, 4, 5, 6 ve 7 olarak adlandirdigimiz
coklu sinif sayisina sahip, biiylik Slgekli veri setlerine ait sinif ve metin sayilar1 bilgileri

Cizelge 3.1°de gosterilmistir.



Cizelge 3.1. Yazar Tanima Veri Setlerinin Ayrintilar

Veri Setleri Sinif/Yazar Sayisi H?\l;[ziil;lssl:;fzillki Toplam Metin Sayisi
Al-TNKU-1 68 100 6.800
Al-TNKU-2 50 200 10.000
Al-TNKU-3 38 300 11.400
Al-TNKU-4 33 400 13.200
Al-TNKU-5 27 500 13.500
Al-TNKU-6 16 1.000 16.000
Al-TNKU-7 9 2.000 18.000

3.2.2. Tiur Tanima Veri Setleri

Tiir tanima i¢in olusturulan, GI-TNKU-1, 2, 3, 4, 5 ve 6 olarak adlandirdigimiz ¢oklu
sinif sayisina sahip, biiyiik 6l¢ekli 6 tane yeni veri setine ait sinif ve metin sayilari bilgileri

Cizelge 3.2°de belirtilmistir.

10



Cizelge 3.2. Tiir Tanima Veri Setlerinin Ayrintilar

Sumf Smif (Tiir) Adi Her Bir Toplam
Veri Setleri ot Simiftaki Metin Metin
Sayisi
Sayisi Sayis1
Ekonomi / Genel / Genel & Siyaset /
GI-TNKU-1 7 Magazin / Siyaset / Genel Sosyal 3.188 22.316
Hayat / Giinliik Sosyal Hayat
Ekonomi / Genel / Genel & Siyaset /
GI-TNKU-2 6 Magazin / Siyaset / Giinliik Sosyal 3.343 20.058
Hayat
Ekonomi / Genel & Siyaset /
GI-TNKU-3 5 Magazin / Siyaset / Giinliik Sosyal 3.848 19.240
Hayat
GI-TNKU-4 4 Ekonomi {.ngel &Siyaset / Siyaset / 4064 16.956
Giinliik Sosyal Hayat
GI-TNKU-5 3 Genel &Siyaset / Siyaset / Glinliik 4760 14,980
Sosyal Hayat
GI-TNKU-6 9 Genel &Siyaset / Giinliik Sosyal 5831 11.662

Hayat

3.2.3. Cinsiyet Tamima Veri Setleri

Cinsiyet tanima icin ise IAG-TNK olarak adlandirdigimiz yeni ve biiyiik olgekli

Tiirk¢e bir veri seti olusturulmustur. Veri setine ait sinif ve metin sayilar1 bilgileri Cizelge

3.3’de belirtilmistir.

Cizelge 3.3. IAG-TNK Veri Seti Ayrintilart

Sinif Metin Sayisi Kelime Sayisi Yazar Sayisi

Kadmn 21.646 11.049.268 32

Erkek 21.646 11.146.652 38
Toplam 43.292 22.195.920 70
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3.3.  Veri Seti On islemleri

Tiirkge, Ingilizce gibi dogal dillerde yazilmis metinlerin, bilgisayarlar tarafindan
anlasilir hale gelmesi igin bu metinlerin dogal dil isleme adimlarindan yani bazi ©n
islemlerden gecirilmesi gerekmektedir. Bu 6n islemler, hem metin siniflandirma basarisinin
artmasina hem de hesaplama islemlerinin azalmasini saglamaktadir. Bu ¢alismada da, yazar,
tiir ve cinsiyet tanima islemlerinde kullanilan her bir veri setine, bu 6n islemler uygulanmis
olup, sonrasinda siniflandirma islemine gegilmistir. Asagidaki alt basliklarda, bu ¢alismada

uygulanan metin 6n islem adimlarindan bahsedilmistir.

3.3.1. Dizgelere Ayirma

Dizgelere ayirma islemi, metinlerin anlamli kiigiik parcalara ayrilmasi islemidir.
Metinleri, cimlelere ya da kelimelere ayirarak bu 6n islem asamasi gerceklestirilebilir. Bu
caligmada, metinler, kelimelere ayrilmistir ve diger on islem asamalari bu asamadan sonra

gerceklestirilmistir.

3.3.2. Metnin Kiiciik Harflere Doniistiiriilmesi

Siniflandirma isleminde daha basarili bir performans elde etmek igin, metinlerde
gecen tiim biiyiik harfler kiiciik harflere cevrilir. Ornegin ‘Tiirkiye’ ve ‘tiirkiye’ kelimeleri
bilgisayar tarafindan iki farkli kelime olarak algilanmaktadir. Bu sorunu ortadan kaldirmak

icin bu islem uygulanmaktadir. Cizelge 3.4’de kiiciik harfe ¢evirme islemi goriilmektedir.

Cizelge 3.4. Kiigiik Harfe Cevirme Islemi

Orijinal Metin Kiiciik Harfe Cevrilmis Hali
Bilgisayar Miihendisligi bilgisayar miithendisligi
BiLgiSayar MiiHenDisLigi bilgisayar miithendisligi
BILGISAYAR MUHENDISLIGI bilgisayar miihendisligi

3.3.3. Durak Kelimelerinin Kaldirilmasi

Durak kelimeleri, dilde yaygmn olarak kullanilan ve ¢ogu metinde gecen, anlam
tasimayan kelimelerdir. Bu kelimeler, dilden dile farklilik gostermektedir. Bu kelimelerin,
metin igerisinden kaldirilmalari, siniflandirma basarisini olumlu yonde etkiledigi i¢in bu 6n

islem uygulanmaktadir. Bu ¢aligmada, 124 tane Tiirk¢e durak kelimesi metinlerin igerisinden
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cikarilmigtir. NLTK Kiitiiphanesinde bulunmayan eksik durak kelimeleri ise bir web
sitesinden alinmis ve durak kelimeleri listesine eklenmistir (Tilirk¢edgretimi, 2009). Cizelge

3.5°de Tiirkce ve Ingilizce igin baz1 durak kelimeleri belirtilmistir.

Cizelge 3.5. Tiirk¢e Ve Ingilizce Igin Bazi Durak Kelimeleri

Dil Durak Kelimeleri

Tiirkge acaba, bazi, ¢cok, daha, en, fakat gibi, hatta, i¢in, kadar, m1, nasil, oysa,
once, sen, sayet, tamam, iizere, veya, yani, zaten, ...

Ingilizce about, at, because, that, were, here, from, do, under, over, what, and, are,
before, so, such, it, more, other, could, to, very, you, into, no, ...

3.3.4. Sayilarin ve Noktalama isaretlerinin Kaldirilmasi

Bu asamada, metinlerde yer alan siniflandirmaya etki etmeyen sayi ve rakamlar,
noktalama isaretleri ve bazi ilgisiz karakterler (%, &, +, #, £, ~, >$, @, €, =, *, } vb.)

metinlerden ¢ikarilmastir.

3.3.5. Kelime Koklerinin Bulunmasi

Kelime koklerinin bulunmasi, kelimelerin almis olduklar1 eklerden ayrilmasi islemidir.
Bu calismada, kelime koklerinin bulunmasi i¢in agik kaynak kodlu Java dilinde yazilmis olan
Zemberek Kiitiiphanesi kullanilmigtir (Akin ve Akin, 2007). Cizelge 3.6’da Zemberek

Kiitliphanesi kullanilarak elde edilmis bazi1 kelime kokleri belirtilmistir.

Cizelge 3.6. Zemberek Kiitiiphanesi Kullanilarak Elde Edilmis Baz1 Kelime Kokleri

Orijinal Kelime Kelimenin Kokii
kahvenin kahve
sektoriinii sektor
markasina marka

3.3.6. Veri Setinin Boliinmesi

Yazar, tiir ve cinsiyet tanima i¢in kullanilacak veri setlerine, 10 Fold Cross-Validation
uygulanmistir. 10 Fold Cross-Validation ile veri seti, rastgele olarak 10 esit par¢aya boliinir,

daha sonra 10 farkli asamada sirasiyla bu parcalardan biri test veri seti, diger 9 par¢a da
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egitim veri seti olarak kullanilir. Boylece, her bir alt kiime en az bir kez test amaciyla
kullanilmis olur (Kalayci, 2018). Siniflandirma iglemi de ayrilan her bir egitim ve test verisi
icin 10 kez tekrarlanir. Sekil 3.1’de 10 Fold Cross-Validation kullanilarak veri setlerinin

boliinmesi islemi yer almaktadir.

1. Fold ‘ Test Seti | Egitim Seti ‘ Egitim Seti | Egitim Seti ‘ Egitim Seti ‘ Egitim Seti | Egitim Seti ‘ Egitim Seti ‘ Egitim Seti ‘ Egitim Seti ‘

2. Fold ‘ Egitim Seti | Test Seti ‘ Egitim Seti | Egitim Seti ‘ Egitim Seti ‘ Egitim Seti | Egitim Seti ‘ Egitim Seti ‘ Egitim Seti ‘ Egitim Seti ‘

3. Fold ‘ Egitim Seti | Egitim Seti ‘ Test Seti | Egitim Seti ‘ Egitim Seti ’ Egitim Seti | Egitim Seti ’ Egitim Seti ‘ Egitim Seti ’ Egitim Seti ‘

4.Fold | Egitim Seti | Egitim Seti | EgitimSeti | TestSeti | Egitim Seti | Egitim Set | Egitim Set | Egitim Seri | Egitim Seti | Egitim Seti |

5. Fold ‘ Egitim Seti | Egitim Seti ‘ Egitim Seti | Egitim Seti ‘ Test Seti ‘ Egitim Seti | Egitim Seti ‘ Egitim Seti ‘ Egitim Seti ‘ Egitim Seti ‘

6. Fold | Egitim Seti | Egitim Seti | Egitim Seti | Egitim Set | Egitim Seti | TestSeti | Egitim Ser | Egitim Seri | Egitim Seti | Egitim Seti |

7. Fold ‘ Egitim Seti | Egitim Seti I Egitim Seti | Egitim Seti I Egitim Seti I Egitim Seti | Test Seti I Egitim Seti I Egitim Seti I Egitim Seti ‘

8. Fold ‘ Egitim Seti | Egitim Seti ‘ Egitim Seti | Egitim Seti ‘ Egitim Seti ‘ Egitim Seti | Egitim Seti ‘ Test Seti ‘ Egitim Seti ‘ Egitim Seti ‘

9. Fold ‘ Egitim Seti | Egitim Seti I Egitim Seti | Egitim Seti I Egitim Seti I Egitim Seti | Egitim Seti I Egitim Seti I Test Seti I Egitim Seti ‘

10. Fold ‘ Egitim Seti | Egitim Seti ‘ Egitim Seti | Egitim Seti ‘ Egitim Seti ’ Egitim Seti | Egitim Seti ’ Egitim Seti ‘ Egitim Seti ’ Test Seti ‘

Sekil 3.1. 10 Fold Cross-Validation ile Test Asamalari
3.3.7. Veri Setlerinin Sayisallastirilmasi

Veri setlerinin, makine Ogrenmesi ve derin Ogrenme algoritmalari kullanilarak
siiflandirilabilmesi i¢in metinlerin, sayisallastirilmasi gereklidir. Bu amagla, bu calismada
makine Ogrenmesi modellerinde TF-IDF terim agirliklandirma yontemi, derin 6grenme

modellerinde ise embedding katman ile bu islem gergeklestirilmistir.

3.3.7.1. TF-IDF Agirhiklandirma Yoéntemi

TF-IDF degeri TF ve IDF agirliklandirma yontemlerinin ¢arpilmasi ile bulunmaktadir.
TF, yani terim frekansi degeri, bir kelimenin bir metin igerisinde ge¢me sikligidir. Terim
agirliklandirma yontemlerinin en sik kullanilan baglica bilesenlerinden birisidir (Tiifekei ve
Uzun, 2013). IDF, ters dokiiman frekansi degeri ise toplam dokiiman sayisinin kelimenin
gectigi dokiiman sayisina boliimiiniin logaritmasidir. TF, IDF ve TF-IDF degerleri sirasi ile

Denklem 3.1, Denklem 3.2 ve Denklem 3.3’deki formiiller kullanilarak hesaplanmaktadir.
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D
IDF = (logﬁ) (3.2)

TF — IDF = TF X IDF (3.3)

tfij bir t teriminin d; dokmani igerisinde ge¢me sikligini belirtir. D bir veri kiimesindeki
toplam dokiimanlarin sayisi, dfi ise bir veri kiimesindeki ti terimini igeren dokiimanlarin
sayisidir (Soucy ve Mineau, 2005). Bu ¢alismada, makine 6grenmesi algoritmalari (NB ve
RF) ile smiflandirma islemi yaptigimizda, metinler, TF-IDF agirliklandirma yontemi

kullanilarak sayisal degerlere doniistiiriilmiistiir.

3.3.7.2. Embedding Katmam

Embedding katmani, derin 6grenme modellerinde veri setinin sayisallastirilip vektor haline
dontistiiriilmesi amaciyla kullanilmistir. Embedding islemi, kelimeye vektor iliskilendirmenin
bir yontemidir. Bir embedding katmani olusturdugumuzda, agirliklarin degerleri diger
katmanlarda oldugu gibi rastgele belirlenir. Egitim boyunca geri yayilim ile gradyan
degerlerine gore giincellenir ve devaminda gelen modelin yapisina uygun hale getirilir

(Chollet, 2019).

3.4.  Smiflandirma Algoritmalari

3.4.1. Multinominal Naive Bayes

Naive Bayes algoritmasi, Bayes teoremi iizerine insa edilmis bir smiflandirma
algoritmasidir. Bu teorem kosullu olasiliklarin iligkilerini istatistiksel olarak hesaplamaya

dayanmaktadir. Bayes teoremi Denklem 3.4’de formiil kullanilarak hesaplanmaktadir.

P(features | L)P(L) (3.4)
P(features)

P(L |features) =
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Klasik Naive Bayes, belirli bir belgenin kategorisini hesaplamak i¢in kelimelerin ve
kategorilerin ortak olasiliklarin1 kullanan olasiliksal bir siniflandiricidir (Metsis vd., 2006).
Naive Bayes smiflandiricilarinin farkl tiirleri vardir: Gaussian Naive Bayes ve Multinominal
Naive Bayes (MNB) (VanderPlas, 2016). Bu calismada, her bir veri seti i¢in MNB

siiflandiricisinin kullanildigt modeller olusturulmustur.

MNB genellikle, ozelliklerin smiflandirilacak belgelerdeki kelime sayilar1 veya
sikliklari ile ilgili oldugu metin simiflandirmasinda kullanilir. Veri seti, 6zelliklerin basit
bircok terimli dagilimdan iiretildigi varsayildigi bu smiflandirictya uygulanir. Cok terimli
dagilim, bir dizi kategori arasinda sayilari gozlemleme olasiligini tanimlar ve bu nedenle
MNB, sayilar1 veya sayim oranlarini temsil eden Ozellikler i¢in en uygun olanidir
(VanderPlas, 2016). En uygun multinom dagilimli veri dagilimi, bu ¢aligmanin ilk modeli

olarak modellenmistir.

3.4.2. Random Forest

Random Forest algoritmasi, hem siniflandirma hem de regresyon i¢in kullanilabilen
toplumsal 6grenme yoOntemlerine ait gozetimli bir makine Ogrenmesi algoritmasidir. RF,
adindan da anlasilacag: gibi, topluluk olarak calisan bir¢cok bireysel karar agacindan olusur.
RF ig¢indeki her karar agaci bir sinif tahmini verir ve en yiiksek puan alan sinif, modelimizin

tahminidir. RF algoritmasinin isleyisi, asagidaki adimlarla anlatilmaktadir (Breiman, 2001):
Adim 1: Ilk olarak, belirli bir veri kiimesinden rastgele drnekler secilerek baslanilir.

Adimm 2: Daha sonra, bu algoritma her durum i¢in bir karar agaci olusturur, her karar

agacindan tahmin sonucunu alir.
Adim 3: Bu adimda, tahmin edilen her sonug i¢in oylama yapilir.

Adim 4: Son olarak, nihai tahmin sonucu olarak en ¢ok oylanan tahmin sonucu segilir.

3.4.3. Convolutional Neural Network

CNN algoritmasi, konvoliisyon ve havuzlama gibi iglemleri igerisinde barindiran bir
yapay sinir ag1 modelidir. Goriintli tabanli veriler lizerinde basarisin1 kanitlamis bir

algoritmadir. Bununla birlikte 1D konvoliisyonel sinir aglar1 dogal dil isleme uygulamalarinda
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da basarili sonuglar vermektedir. Sekil 3.2’de CNN algoritmasinin temel yapisi yer

almaktadir.

Convolutions Max-poaling Conwv. and Pool. layers Fully-connected

Sekil 3.2. CNN Algoritmasinin Temel Yapisi (Zhang vd., 2015)

CNN algoritmasinda, konvolisyon islemi ozellikleri belirlemek amaciyla, pooling
yani havuzlama islemi agirlik sayilarinin diistiriilmesi ve uygunlugun kontrol edilmesi, flatten
katman ise klasik sinir ag1 i¢in verileri uygun hale getirmek amaciyla kullanilmaktadir (Cevik

ve Kilimci, 2019).

3.4.4. Long Short Term Memory

LSTM, sirali verilerdeki siniflandirma ve regresyon sorunlarini ¢dzmek i¢in 1997
yilinda Sepp Hochreiter ve Jiirgen Schmidhuber tarafindan tasarlanmis bir derin 6grenme
algoritmasidir. LSTM, bir tiir tekrarlayan sinir agidir ve derin 6grenmede dizi yapisindaki
verileri, 6grenmek i¢in kullanilir. Bir LSTM aginin, bir paragraftaki ciimlelerde oldugu gibi,

geride kalan katmanlardan gelen bilgileri hatirlama yetenegi vardir (Elnagar vd., 2020).

Bir LSTM katmani, bellek bloklar1 olarak bilinen, tekrarlayan sekilde baglanmig bir
dizi bloktan olusur. Bloklar, dijital bir bilgisayardaki bellek yongalarinin farklilastirilabilir bir
versiyonu olarak diisliniilebilir (Graves ve Schmidhuber, 2005). Bu bloklar Sekil 3.3’de
gosterilen giris kapisi, unutma kapisi, kontrol kapisi ve ¢ikis kapisi gibi dort kapidan

olusmaktadir.
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Sekil 3.3. LSTM'in Temel Yapist (Sun vd., 2018)

Giris kapis1 su sekilde tanimlanmaktadir:

ip = o(W; X [heq, Xc] + by) (3.5)

Hangi bilgilerin bir sonraki hiicreye aktarilacagina karar verir. Thmal edilecek olan 6nceki
hafizanin girdisinden gelen bilgiye unutma kapisi tarafindan karar verilir ve su sekilde

tanimlanmaktadir:

fe = o(We X [he_q,x¢] + by) (3.6)

Hiicrenin gilincellenmesi kontrol kapisi tarafindan kontrol edilir ve asagidaki denklemlerle

tanimlanmaktadir:

Ct == tanh(Wc X [ht—llxt] + bC) (3 7)

Ce = fox Cooq + e+ G

Gizli katman (h; - 1) ¢ikt1 katmani tarafindan giincellenir ve bu da ¢iktiyr asagidaki gibi

giincellemekten sorumludur:

or = o(W, X [heq,x¢] +by) (3.8)
hy = o * tanh(Cy)
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Yukaridaki denklemlerde tanh, degerleri -1 ila 1 araligina oOlgeklemek icin kullanilir, o

sigmoid olarak alinan aktivasyon fonksiyonudur ve W, karsilik gelen agirlik matrisleridir.

Bir LSTM'in hiicre durumu, bilginin bir hiicreden digerine kesintisiz olarak
aktarildig1 kanaldir. LSTM hiicreleri art arda siralandiginda hiicreler arast bilgi akist bu
yollarla saglanir (Tai vd., 2015).

3.5. Degerlendirme Olciitleri

Bu calismada, her bir modelin basarisin1 degerlendirmek i¢in dogruluk (accuracy),
kesinlik (precision) ve duyarlilik (recall) metrikleri kullanilmustir.

3.5.1. Dogruluk

Dogruluk, siniflandirma algoritmalarinin basarisint  6lgmede en c¢ok kullanilan
degerlendirme olgiitlerinden birisidir. Genel olarak, degerlendirilen toplam &rnek sayisina
gore dogru tahminlerin oranin1 6lger (Hossin vd., 2015). Dogruluk degeri Denklem 3.9

kullanilarak hesaplanir.

Dosruluk — TP + TN (3.9)
0BT = TP Y TN + FN + FP
3.5.2. Kaesinlik

Kesinlik, sinifi 1 olarak tahmin edilmis (TP) 6rnek sayisinin, smifi 1 olarak tahmin
edilmis tim Ornek sayisina (TP+FP) oramidir (Nizam ve Akin, 2014). Kesinlik degeri
Denklem 3.10 kullanilarak hesaplanir.

TP (3.10)

Kesinlik = TP+ TP

3.5.3. Duyarhhk

Duyarlilik, dogru siniflandirilmis pozitif 6rnek (TP) sayisinin, toplam pozitif 6rnek
sayisina (TP+FN) oranidir (Nizam ve Akin, 2014). Duyarlilik degeri Denklem 3.11

kullanilarak hesaplanir.
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TP (3.11)

Duyarlilik = TP TFN

3.6. Cahsmada Kullanilan Kiitiiphaneler

Calismadaki kodlar, Python programlama dilinin 3. versiyonu kullanilarak
gelistirilmistir. Metin 6n islemleri i¢in a¢ik kaynak kodlu NLTK Kiitiiphanesi, kelime
koklerinin bulunmasi islemi igin Java programlama dili kullanilarak gelistirilmis Zemberek
Kiitiiphanesi, Zemberek Kiitiiphanesinin kodlarin1 Python programlama dilinde agabilmek
i¢in Jpype Kiitiiphanesi kullanilmistir (Loper ve Bird, 2002). Siniflandirma algoritmalarindan
MNB ve RF algoritmalari i¢in Scikit-learn Kiitiiphanesi; CNN ve LSTM algoritmalart igin ise
Keras Kiitiiphanesi kullanilmigtir (Chollet, 2019). Derin 6grenme algoritmalarindaki matris
islemleri i¢in Numpy Kiitiiphanesi, .txt formatl: veri setinin okunmasi i¢in Glob Kiitiiphanesi
projeye eklenmistir (Oliphant, 2006). Modellerin sonuglarinin gorsellestirilebilmesi igin
Matplotlib ve Seaborn Kiitiiphaneleri eklenmistir (Hunter, 2007). Kodlar 25 gigabayta kadar
ticretsiz GPU destegi sunan Google Colob platformu kullanilarak ¢alistirilmistir (Bisong,
2019). Cizelge 3.7°de c¢alismada kullanilan kiitiiphaneler ve bu kiitiphanelerin hangi

asamalarda kullanildig1 belirtilmistir.

Cizelge 3.7. Calismada Kullanilan Kiitiiphaneler

Glob Veri setinin okunmasi Asama
NLTK Metin 6n iglemleri
re Noktalama isaretleri ve sayilarin atilmasi
Zemberek Kelime koklerinin bulunmasi Dogal dil isleme
agsamalar1
Jpype Zemberek Kiitiiphanesi kodlarinin ¢aligtirilmasi
Numpy Matris islemleri
Scikit-learn MNB, RF algoritmalarinin ¢aligtirilmasi
: Modelleme
Keras CNN, LSTM algoritmalarinin ¢alistirilmast
Matplotlib Gorsellestirme Modelin
Seaborn Gorsellestirme degerlendirilmesi
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4. ARASTIRMA BULGULARI

Bu boliimde, Tiirkge i¢in yazar, tlir ve cinsiyet tanima problemlerinin ¢dziimiine
yonelik, her bir veri seti i¢in, ayr1 olarak yapilan modelleme ¢alismalar1 anlatilmistir. Bu
modelleme ¢alismalari, makine 6grenmesi modelleri ve derin 6grenme modelleri olmak iizere

2 alt baslik altinda detaylartyla verilmistir.

4.1. Makine Ogrenmesi Modelleri

Yazar, tir ve cinsiyet tanima igin olusturulan veri setlerine, dogal dil isleme
asamalarindan sonra, makine 6grenmesi algoritmalarindan MNB ve RF smiflandiricilart
uygulanmistir. Makine Ogrenmesi algoritmalarinda, Sklearn Kiitiiphanesi ig¢inde yer alan
Pipeline, yani boru hatti metodu kullanilmistir. Pipeline metodu igerisinde TfidfVectorizer ile
metin verileri say1 vektorlerine doniistiiriilmiis ve bu adim sonucunda elde edilmis olan vektor
ciktilar1 MultinomialNB ve RandomForestClassifier smiflandiricilarinin  girdisi olarak
kullanilarak siniflandirma islemi gerceklestirilmistir. Calismada kullanilan tiim veri setlerinde
bu islem adimlar gergeklestirilmistir. Sekil 4.1’de MNB ve RF algoritmalarinin kod

bloklarina yer verilmistir.

from sklearn.pipeline import Pipeline
from sklearn.feature_extraction.text import TfidfVectorizer
from sklearn.naive_bayes import MultinomialNB

model = Pipeline([
('vect’,TfidfVectorizer(lowercase=False, use_idf=True)),
('multinomial_bayes', MultinomialNB())

D

from sklearn.pipeline import Pipeline
from sklearn.feature_extraction.text import TfidfVectorizer
from sklearn.ensemble import RandomForestClassifier

random_forest = Pipeline([
('vect',TfidfVectorizer(lowercase=False, use_idf=True)),

('RandomForestClassifier’, RandomForestClassifier(n_estimators=100))

D)

Sekil 4.1. MNB ve RF Algoritmalarinin Kod Bloklari
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Yazar, tiir ve cinsiyet tanima iglemleri i¢in, tiim veri setlerinin her birinin MNB ve RF

modelleri sonuglarina Cizelge 4.1°de yer verilmistir.

Cizelge 4.1. Tiim Veri Setleri i¢in Makine Ogrenmesi Modellerinin Sonuglari

. Dogruluk Kesinlik Duyarhhk

Metin ; )
Simfland Veri Seti Model

Initiandirma Egitim | Test | Egitim | Test | Egitim | Test

MNB | 87.00 | 68.47 | 9059 | 76.32 | 87.00 | 68.47

AIFTNKU-L = e 1100.0 [ 76.80 | 1000 | 76.74 | 100.0 | 76.80

MNB | 87.70 | 75.64 | 90.29 | 81.52 | 87.70 | 75.64

Al-TNKU-2 RF 100.0 | 80.60 | 100.0 | 80.62 | 100.0 | 80.60

MNB | 89.42 | 80.09 | 91.28 | 84.98 | 89.42 | 80.09

Al-TNKU-3 RF 100.0 | 83.93 | 100.0 | 84.39 | 100.0 | 83.93

Yazar ALTNKU.4 | _MNB | 89.50 | 81.15 | 01.27 | 85.35 [ 89.59 | 81.15

Tanima RF | 100.0 | 85.17 | 100.0 | 85.47 | 100.0 | 85.17

MNB | 91.92 | 85.47 | 92.98 | 88.11 | 91.92 | 85.47

AI-TNKU-S o E1100.0 | 88.83 | 100.0 | 89.16 | 100.0 | 83.88

MNB | 93.05 | 88.41 | 9358 | 89.44 | 93.05 | 88.41

AIFTNKU-6 211600 [ 90.41 | 100.0 | 90.39 | 100.0 | 90.41

MNB | 95.65 | 92.87 | 95.93 | 9359 | 95.65 | 92.87

AlTNKU-7 R 171000 | 95.72 | 1000 | 95.85 | 100.0 | 95.72

MNB | 82.75 | 75.96 | 84.11 | 77.92 | 82.75 | 75.96

GI-TNKU-1 = o E17100.0 | 83.04 | 100.0 | 8354 | 100.0 | 83.04

MNB | 85.05 | 79.02 | 85.87 | 80.42 | 85.05 | 79.01

GI-TNKU-2 = 2E1"100.0 [ 84.52 | 100.0 | 84.96 | 100.0 | 84.52

MNB | 88.81 | 84.79 | 89.30 | 85.69 | 88.81 | 84.79

Tiir GI-TNKU-3 = oE17100.0 [ 89.18 | 100.0 | 89.45 | 100.0 | 89.18

Tamma GLTNKU.4 |_MNB | 8852 | 84.97 [ 89.11 | 8509 | 8852 | 84.96

RF | 100.0 | 88.34 | 100.0 | 88.87 | 100.0 | 88.33

MNB | 90.63 | 86.64 | 90.78 | 86.90 | 90.63 | 86.64

GI-TNKU-5 RF 100.0 | 92.47 | 100.0 | 92.60 | 100.0 | 92.47

MNB | 93.45 | 90.72 | 9356 | 90.60 | 93.36 | 90.12

GI-TNKU-6 —2F17700.0 [ 95.93 | 100.0 | 95.95 | 100.0 | 95.93

Cinsiyet AG.TNKU |_MNB [ 85.00 [ 82.03 [ 85.10 |82.98 | 85.09 | 82.93

Tamma RF | 99.99 | 84.95 | 99.99 | 85.25 | 99.99 | 85.18

4.2.  Derin Ogrenme Modelleri

Yazar, tir ve cinsiyet tanima igin olusturulan veri setlerine, dogal dil isleme
asamalarindan gectikten sonra, derin Ogrenme algoritmalarindan CNN ve LSTM

algoritmalarina uygulanarak, en iyi modeller yapilan uzun deneysel ¢alismalar sonucunda
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bulunmustur. Burada, deneysel g¢alismalar sonucunda bulunan en iyi modellere ait hiper
parametre degerleri ve mimari bilgilerine yer verilmistir. Derin 6grenme modelleri
olusturulurken Keras Kiitiiphanesi kullanilmistir. Modeller temel olarak; katmanlarin
eklenmesi, modelde kullanilacak hiper parametrelerin belirlenmesi ve modelin egitilmesi

seklinde olusturulmustur.

Hiper parametreler, uygulanan modelin veriden Ogrenerek ya da tahmin ederek
degistiremedigi, modeli tasarlayan kisi tarafindan belirlenen parametrelerdir (Tanyildiz1 ve
Demirtas, 2019). Bu c¢alismada embedding katmaninda; max len, max words,
embedding_dim hiper parametreleri, modeller olusturulurken; noron sayisi, kernel boyutu,
aktivasyon fonksiyonu, katman sayisi, dropout Kkatsayist hiper parametreleri model
calistirilirken ise; epoch, batch_size, optimizer ve loss fonksiyonu hiper parametrelerinin

modelin basarisini arttiran uygun degerleri deneysel calismalar sonucunda elde edilmistir.

Derin 6grenme modellerinde, hem CNN modelinde hem de LSTM modelinde,
sirastyla  Sequential ve Embedding katmanlari ile model olusturulmaya baslanmistir.
Modellerin embedding katmanlarinda, maksimum uzunluk boyutu (max len) parametresi,
maksimum kelime sayis1 (max_words) parametresi ve embedding boyutu (embedding_dim)
parametresi igin, her bir veri setine 6zel yapilan deneysel modelleme ¢alismalar1 sonucunda

Cizelge 4.2°de belirtilen degerler bulunmustur.

Cizelge 4.2. Derin Ogrenme Modellerinin (CNN ve LSTM) Embedding Katmaninda
Kullanilan Parametreler

Metin Veri Seti max_len max_words | embedding_dim
Siiflandirma

Al-TNKU-1
Al-TNKU-2
Al-TNKU-3
Yazar Tanima Al-TNKU-4

AI-TNKU-5 2.000 150.000 400
Al-TNKU-6

AITNKU-7 1.000 100.000 400
GI-TNKU-1
GI-TNKU-2
. GI-TNKU-3
Tur Tanima GI-TNKU- 1.000 100.000 300
GI-TNKU-5
GI-TNKU-6
Cinsiyet Tanima IAG-TNKU 1.000 100.000 300

2.000 100.000 300
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4.2.1. CNN Modelleri

Bu boliimde, olusturulan yazar, tiir ve cinsiyet tanima veri setleri iizerinde, CNN
algoritmasinin kullanildig1 en iyi modellerden bahsedilmistir. CNN modelinde, Sequential ve
Embedding katmanlarinin ardindan, her veri setine 6zel Konvoliisyon, Pooling ve Dense
katmanlar1 gelmektedir. Asagida, her bir veri setine CNN algoritmasinin uygulanmasi sonucu,
en iyi hiper parametrelerin bulunmasiyla olusturulan en iyi CNN modellerinin 6zet mimarileri

verilmistir:
1. AI-TNKU-1 Veri Seti icin CNN Modeli

Yazar tanima i¢in olusturulan AI-TNKU-1 adli veri setinin, modelleme sonucunda
bulunan en iyi CNN modelinde, Sequential ve Embedding katmanlarinin ardindan, metin
verileri ile g¢alisildigl i¢in 16 ndrondan olusan convlD katmanmi ve aktivasyon fonksiyonu
olarak ReLu eklenmistir. Konvoliisyon katmaninda kernel boyutu olarak 3x3 secilmistir.
Sonrasinda art arda 2 tane MaxPoolinglD ve 2 tane 256 ndérondan olusan Dense katmani
modele eklenmistir. Dense katmanlarinda aktivasyon fonksiyonu olarak ReLu kullanilmistir.
Flatten katmani eklenmistir. Cikis katmani olan Dense katmanina 68 noron eklenmis ve
aktivasyon fonksiyonu olarak softmax kullanilarak model tamamlanmustir. Sekil 4.2°de,
modelleme calismalar1 sonucunda, AI-TNKU-1 veri seti i¢in bulunmus olan en iyi CNN
modelinin 6zet mimarisi yer almaktadir. Bu modelde optimizer olarak adam, batch_size
parametresi olarak 64, loss fonksiyonu olarak categorical crossentropy segilmistir ve model

10 Fold Cross-Validation uygulanarak 6 epoch ¢alistirilmustir.

Layer (type) Output Shape Param #
embedding 10 (Embedding)  (None, 2000, 360) 45000000
convld_1@ (ConvlD) (None, 1998, 16) 14416
max_poolingld 19 (MaxPooling (Nene, 999, 16) a
max_poolingld 2@ (MaxPooling (None, 499, 16) a

dense_28 (Dense) (None, 499, 256) 4352
dense_29 (Dense) (None, 499, 256) 65792
flatten_18 (Flatten) (None, 127744) a

dense_38 (Dense) (None, 68) 8686668

Total params: 53,771,228
Trainable params: 53,771,228
Mon-trainable params: @

Sekil 4.2. AI-TNKU-1 Veri Seti igin En Iyi CNN Modelinin Ozet Mimarisi
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2. AI-TNKU-2 Veri Seti icin CNN Modeli

Yazar tanima i¢in olusturulan AI-TNKU-2 adli veri setinin, modelleme sonucunda
bulunan en iyi CNN modelinde, Sequential ve Embedding katmanlarinin ardindan, 32 noron,
kernel boyutu olarak 3x3’liik matrisin ve aktivasyon fonksiyonu olarak ReLu’nun kullanildig1
ConvlD katmani eklenmistir. Daha sonra modele 2 tane MaxPoolinglD katmani, 256
noérondan olusan Dense, Flatten ve 128 nérondan olusan Dense katmanlari eklenmistir. Dense
katmanlarinda aktivasyon fonksiyonu olarak ReLu tercih edilmistir. Cikis katmani olan Dense
katmaninda 50 ndron ve aktivasyon fonksiyonu olarak softmax kullanilmistir. Sekil 4.3°de,
modelleme c¢alismalar1 sonucunda, AI-TNKU-2 veri seti i¢in bulunmus olan en iyi CNN
modelinin 6zet mimarisi yer almaktadir. Bu modelde optimizer olarak adam, batch_size
parametresi olarak 64, loss fonksiyonu olarak categorical crossentropy secilmistir ve model

10 Fold Cross-Validation uygulanarak 5 epoch ¢alistirilmustir.

Layer (type) Qutput Shape Param #
enbedding 10 (Embedding)  (None, 2000, 300) 45000000
convld_1@ (ConvlD) (None, 1293, 32) 28832
max_poolingld_19 (MaxPooling (Mone, 989, 32) a8
max_poolingld 2@ (MaxPooling (Mone, 489, 32) a

dense_28 (Dense) (None, 499, 258) 3443
flatten 18 (Flatten) (Mone, 127744) a

dense_29 (Dense) (None, 128) 16351368
dense 38 (Dense) (Mone, 58) 6458

Total params: 61,395,898
Trainable params: 61,395,898
Mon-trainable params: @

Sekil 4.3. AI-TNKU-2 Veri Seti igin En Iyi CNN Modelinin Ozet Mimarisi

3. AI-TNKU-3 Veri Seti icin CNN Modeli

Yazar tanima i¢in olusturulan AI-TNKU-3 adli veri setinin, modelleme sonucunda
bulunan en iyi CNN modelinde, Sequential ve Embedding katmanlarinin ardindan, 64 noron,
3x3 matris boyutunda kernel ve aktivasyon fonksiyonu olarak ReLu’nun tercih edildigi
Convl1D katmani, sonrasinda 2 tane MaxPoolingl D katmanlar1 ve 256 nérondan olusan ve

yine bu katmanda aktivasyon fonksiyonu olarak ReLu’nun kullanildig1 Dense katmani1 modele
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eklenmistir. Sonrasinda Flatten katmani1 ve 38 norondan olusan ve aktivasyon fonksiyonu
olarak softmax fonksiyonunun kullanildigi ¢ikis katmani olan Dense katmani eklenerek model
tamamlanmistir. Sekil 4.4’de, modelleme ¢alismalar1 sonucunda, AI-TNKU-3 veri seti i¢in
bulunmus olan en iyi CNN modelinin 6zet mimarisi yer almaktadir. Bu modelde optimizer
olarak adam, batch_size parametresi olarak 64, loss fonksiyonu olarak
categorical_crossentropy se¢ilmistir ve model 10 Fold Cross-Validation uygulanarak 5 epoch

calistirilmistir.

Layer (type) Qutput Shape Param #
enmbedding 10 (Embedding)  (None, 2000, 300) 45000000
convld_1@ (ConvlD) (None, 1998, &4) £7664
max_poolingld 19 (MaxPooling (Mone, 959, &64) 8
max_poolingld 2@ (MaxPooling (MNone, 499, &4) 8

dense 12 (Dense) (None, 499, 258) 16648
flatten_18 (Flatten) (None, 127744} 8

dense 28 (Dense) (None, 28) 4854319

Total params: 49,928,614
Trainable params: 49,928,614
Non-trainable params: @

Sekil 4.4. AI-TNKU-3 Veri Seti igin En Iyi CNN Modelinin Ozet Mimarisi

4. Al-TNKU-4 Veri Seti icin CNN Modeli

Yazar tanima i¢in olusturulan AI-TNKU-4 adli veri setinin, modelleme sonucunda
bulunan en iyi CNN modelinde, Sequential ve Embedding katmanlarinin ardindan, 16 néron,
3x3 matris boyutunda kernel ve aktivasyon fonksiyonu olarak ReLu’nun tercih edildigi
Convl1D katmani, sonrasinda 2 tane MaxPoolingl D katmanlar1 ve 512 nérondan olusan ve
yine bu katmanda aktivasyon fonksiyonu olarak ReLu’nun kullanildig1 Dense katmani modele
eklenmistir. Sonrasinda Flatten katmani1 ve 33 norondan olusan ve aktivasyon fonksiyonu
olarak softmax fonksiyonunun kullanildigi ¢ikis katmani olan Dense katmani eklenerek model
tamamlanmastir. Sekil 4.5°de, modelleme c¢alismalar1 sonucunda, AI-TNKU-4 veri seti i¢in
bulunmus olan en iyi CNN modelinin 6zet mimarisi yer almaktadir. Bu modelde optimizer

olarak adam, Dbatch_size parametresi olarak 64, loss fonksiyonu olarak
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categorical_crossentropy segilmistir ve model 10 Fold Cross-Validation uygulanarak 5 epoch

calistirilmustir.

Layer (type) OQutput Shape Param #
enbedding 10 (Embedding)  (Nome, 2000, 300) 45000000
convld 18 (ConvlD) (None, 1598, 18) 14416
max_poolingld_19 (MaxPooling (Mone, 959, 18) a
max_poolingld 2@ (MaxPooling (None, 499, 18) a

dense_19 (Dense) (None, 459, 512) 3784
flatten_ 18 (Flatten) (None, 255488) a

dense 28 (Dense) (None, 33) 8431137

Total params: 53,454,257
Trainable params: 53,454,257
Mon-trainable params: @

Sekil 4.5. AI-TNKU-4 Veri Seti igin En Iyi CNN Modelinin Ozet Mimarisi

5. AI-TNKU-5 Veri Seti icin CNN Modeli

Yazar tanima i¢in olusturulan AI-TNKU-5 adli veri setinin, modelleme sonucunda
bulunan en iyi CNN modelinde, Sequential ve Embedding katmanlarinin ardindan, 32 néron,
3x3 matris boyutunda kernel ve aktivasyon fonksiyonu olarak ReLu’nun tercih edildigi
Conv1D katmani, sonrasinda 2 tane MaxPoolinglD katmanlar1 ve Flatten katman1 modele
eklenmistir. Modelin devaminda art arda 2 tane Dense katmani kullanilmistir. Bu Dense
katmanlarinin ilkinde 256 ndron ve aktivasyon fonksiyonu olarak ReLu digerinde ise veri seti
27 smiftan olustugu icin 27 noéron ve aktivasyon fonksiyonu olarak softmax kullanilarak
model tamamlanmustir. Sekil 4.6’da, modelleme ¢alismalar1 sonucunda, AI-TNKU-5 veri seti
icin bulunmus olan en iyi CNN modelinin 6zet mimarisi yer almaktadir. Bu modelde
optimizer olarak adam, batch_size parametresi olarak 64, loss fonksiyonu olarak
categorical crossentropy secilmistir ve model 10 Fold Cross-Validation uygulanarak 4 epoch

calistirilmistir.
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Layer (type) Output Shape Param #

embedding 18 (Embedding) (None, 208@, 488) Elalallstalel
convld_1e {(ConwvlD) (None, 1208, 32) 38432
max_poolingld 19 (MaxPooling (None, 999, 32) a8
max_poolingld 2@ (MaxPooling (None, 489, 32) a8
flatten_18 (Flatten) (None, 15968) %]

dense 1% (Dense) (None, 256) 4588064
dense_28 (Dense) (None, 27) 60390

Total params: 64,133,435
Trainable params: 64,133,435
Mon-trainable params: @

Sekil 4.6. AI-TNKU-5 Veri Seti icin En Iyi CNN Modelinin Ozet Mimarisi

6. AI-TNKU-6 Veri Seti icin CNN Modeli

Yazar tanima i¢in olusturulan AI-TNKU-6 adli veri setinin, modelleme sonucunda
bulunan en iyi CNN modelinde, Sequential ve Embedding katmanlarinin ardindan, 32 néron,
3%3 matris boyutunda kernel ve aktivasyon fonksiyonu olarak ReLu’nun tercih edildigi
Conv1D katmani, sonrasinda 2 tane MaxPoolinglD katmanlar1 ve Flatten katmani modele
eklenmistir. Modelin devaminda art arda 2 tane Dense katmani kullanilmistir. Bu Dense
katmanlarinin ilkinde 512 n6ron ve aktivasyon fonksiyonu olarak ReLu digerinde ise veri seti
16 siniftan olustugu icin 16 néron ve aktivasyon fonksiyonu olarak softmax kullanilarak
model tamamlanmstir. Sekil 4.7°de, modelleme ¢alismalar1 sonucunda, AlI-TNKU-6 veri seti
icin bulunmus olan en iyi CNN modelinin 6zet mimarisi yer almaktadir. Bu modelde
optimizer olarak adam, batch_size parametresi olarak 64, loss fonksiyonu olarak
categorical_crossentropy segilmistir ve model 10 Fold Cross-Validation uygulanarak 4 epoch

calistirilmistir.
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Layer (type) Qutput Shape Param #

embedding 18 (Embedding) (None, 108a&, 488) 48800028
convld 18 (ConvlD) (None, 998, 32) 33432
max_poolingld_19 (MaxPooling (None, 499, 32) &
max_poolingld_2@ (MaxPooling (MNone, 249, 32) =
flatten 1@ (Flatten) (None, 7968) a

dense 19 (Dense) (None, 512) 4888128
dense_28 (Dense) (None, 16) 8208

Total params: 44,126,768
Trainable params: 44,126,788
Mon-trainable params: 8

Sekil 4.7. AI-TNKU-6 Veri Seti igin En Iyi CNN Modelinin Ozet Mimarisi

7. AlI-TNKU-7 Veri Seti icin CNN Modeli

Yazar tanima i¢in olusturulan AI-TNKU-7 adli veri setinin, modelleme sonucunda
bulunan en iyi CNN modelinde, Sequential ve Embedding katmanlarinin ardindan, 64 noron,
3%3 matris boyutunda kernel ve aktivasyon fonksiyonu olarak ReLu’nun tercih edildigi
Conv1D katmani, sonrasinda MaxPooling1D katman1 ve Flatten katmani modele eklenmistir.
Modelin devaminda art arda 2 tane Dense katmani kullanilmistir. Bu Dense katmanlarinin
ilkinde 512 néron ve aktivasyon fonksiyonu olarak ReLu digerinde ise veri seti 9 siniftan
olustugu i¢in 9 ndron ve aktivasyon fonksiyonu olarak softmax kullanilarak model
tamamlanmistir. Sekil 4.8’de, modelleme ¢alismalar1 sonucunda, AI-TNKU-7 veri seti i¢in
bulunmus olan en iyi CNN modelinin 6zet mimarisi yer almaktadir. Bu modelde optimizer
olarak adam, batch_size parametresi olarak 64, loss fonksiyonu olarak
categorical_crossentropy secilmis ve model 10 Fold Cross-Validation uygulanarak 3 epoch

calistirllmistir.
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Layer (type) Dutput Shape Param #

embedding_18 (Embedding) (None, 18@a, 488) 48806628
convld_1e (ConvlD) (None, 998, 64) 76864
max_poolingld 18 (MaxPooling (Mone, 499, 64) 8
flatten_1& (Flatten) (Mone, 31938&) a
dense_18 (Dense) (Mone, 512) 16351744
dense 28 (Dense) (Mone, 9) 4617

Total params: 56,433,225
Trainable params: 56,433,225
Mon-trainable params: @

Sekil 4.8. AI-TNKU-7 Veri Seti i¢in En lyi CNN Modelinin Ozet Mimarisi

8. GI-TNKU-1 Veri Seti icin CNN Modeli

Tiir tanima i¢in olusturulan GI-TNKU-1 adli veri setinin, modelleme sonucunda
bulunan en iyi CNN modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
32 noron, 3x3 matris boyutunda kernel ve aktivasyon fonksiyonu olarak ReLu’nun
kullanildigi ConvlD katmani, MaxPoolinglD katmani ve Flatten katmani eklenmistir.
Modelin devaminda 512 ndron ve aktivasyon fonksiyonu olarak ReLu’nun tercih edildigi
Dense katmani, 0.1 katsayisinin kullanildigr Dropout katmani eklenmistir. Cikis katmani olan
Dense katmaninda ise veri seti 7 siniftan olustugu i¢in 7 ndron ve aktivasyon fonksiyonu
olarak softmax kullanilarak model tamamlanmistir. Sekil 4.9°da, modelleme ¢alismalari
sonucunda, GI-TNKU-1 veri seti i¢in bulunmus olan en iyi CNN modelinin 6zet mimarisi yer
almaktadir. Bu modelde optimizer olarak adam, batch_size parametresi olarak 64, loss
fonksiyonu olarak categorical crossentropy secilmis ve model 10 Fold Cross-Validation
uygulanarak 3 epoch galistirtlmistir.
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Layer (type) Output Shape Param #

embedding_18 (Embedding) (Mone, 1lega, 388) EYslelelele ol
convld 18 (ConvlD) {None, 998, 32) 28832
max_poolingld 18 (MaxPooling (Mone, 4%9, 32) 8
flatten_18 (Flatten) {None, 15968) s
dense_1% (Dense) {Mone, 512) 8176128
dropout_18 (Dropout) {Mone, 512) %
dense_28 (Dense) {Mone, 7) 3591

Total params: 38,288,551
Trainable params: 38,288,551
HMon-trainable params: @

Sekil 4.9. GI-TNKU-1 Veri Seti icin En Iyi CNN Modelinin Ozet Mimarisi

9. GI-TNKU-2 Veri Seti icin CNN Modeli

Tir tanima igin olusturulan GI-TNKU-2 adli veri setinin, modelleme sonucunda
bulunan en iyi CNN modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
32 noron, 3x3 matris boyutunda kernel ve aktivasyon fonksiyonu olarak ReLu’nun
kullanildigr ConvlD katmani ve MaxPoolinglD katmani eklenmistir. Modelin devaminda
tekrardan 64 ndron ve 3x3 matris boyutunda kernel ve aktivasyon fonksiyonu olarak
ReLu’nun kullanildigi ConvlD katmani ve MaxPoolinglD katmani modele eklenmistir.
Ardindan Flatten ve 512 noron ve aktivasyon fonksiyonu olarak ReLu’nun tercih edildigi
Dense katmani kullanilmistir. Cikis katmani olan Dense katmaninda ise veri seti 6 siniftan
olustugu i¢in 6 noron ve aktivasyon fonksiyonu olarak softmax kullanilarak model
tamamlanmistir. Sekil 4.10°da, GI-TNKU-2 veri seti i¢cin bulunmug olan en iyi CNN
modelinin 6zet mimarisi yer almaktadir. Bu modelde optimizer olarak adam, batch_size
parametresi olarak 64, loss fonksiyonu olarak categorical crossentropy se¢ilmis ve model 10

Fold Cross-Validation uygulanarak 3 epoch galistirilmistir.
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Layer (type) Qutput Shape Param #

embedding_18 (Embedding) {None, 1888, 388) Ef=felelatelele)
convld 19 (ConvlD) (MNone, 928, 32) 28832
max_poolingld 19 (MaxPooling (None, 499, 32) 8
convld 2@ (ConvlD) (None, 497, &4) 5288
max_poolingld 2@ (MaxPooling (None, 248, 64) 8
tlatten_16 (Flatten) {None, 15872) 8
dense_19 (Dense) {None, 512) 8126976
dense 28 (Dense) (None, B) 3878

Total params: 38,165,894
Trainable params: 38,165,894
Non-trainable params: @

Sekil 4.10. GI-TNKU-2 Veri Seti i¢in En Iyi CNN Modelinin Ozet Mimarisi

10. GI-TNKU-3 Veri Seti icin CNN Modeli

Tir tanima igin olusturulan GI-TNKU-3 adli veri setinin, modelleme sonucunda
bulunan en iyi CNN modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
32 ndron, 5x5 matris boyutunda kernel ve aktivasyon fonksiyonu olarak ReLu’nun
kullanildigit Conv1D katmani, MaxPoolinglD katmani ve 0.2 katsayisinin belirlendigi
Dropout katmani eklenmistir. Modelin devaminda tekrardan 32 noéron ve 3x3 matris
boyutunda kernel ve aktivasyon fonksiyonu olarak ReLu’nun kullanildigi Conv1D katmani ve
MaxPoolingl D katmani modele eklenmistir. Ardindan Flatten ve 512 ndron ve aktivasyon
fonksiyonu olarak ReLu’nun tercih edildigi Dense katmani ve yine 0.2 katsayisinin
belirlendigi Dropout katmani kullanilmistir. Cikis katmani olan Dense katmaninda ise veri
seti 5 siniftan olustugu igin 5 ndron ve aktivasyon fonksiyonu olarak softmax kullanilarak
model tamamlanmistir. Sekil 4.11°de, GI-TNKU-3 veri seti i¢in bulunmus olan en iyi CNN
modelinin 6zet mimarisi yer almaktadir. Bu modelde optimizer olarak adam, batch_size
parametresi olarak 64, loss fonksiyonu olarak categorical crossentropy se¢ilmis ve model 10

Fold Cross-Validation uygulanarak 4 epoch galistirilmistir.
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Layer (type) Output Shape Param #

embedding_18 (Embedding) {(HNone, 1@@a, 388) Efslzlzlzlele]
convld_19 (ConvlD) {None, 928, 32) 48832
max_poolingld 19 (MaxPooling (Mone, 498, 32) g
dropout_19 (Dropout) {None, 498, 32) a
convld_2@ (ConvlD) {None, 498, 32) 3104
max_poolingld 28 (MaxPooling (MNone, 248, 32) g
flatten_1@ (Flatten) {None, 7936) g
dense_1% (Dense) {None, 512) 4863744
dropout_28@ (Dropout) {None, 512) g
dense_28 (Dense) {None, ) 2565

Total params: 7,117,445
Trainable params: 7,117,445
Mon-trainable params: @

Sekil 4.11. GI-TNKU-3 Veri Seti i¢in En Iyi CNN Modelinin Ozet Mimarisi

11. GI-TNKU-4 Veri Seti icin CNN Modeli

Tiir tanima i¢in olusturulan GI-TNKU-4 adli veri setinin, modelleme sonucunda
bulunan en iyi CNN modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
64 noron, 3x3 matris boyutunda kernel ve aktivasyon fonksiyonu olarak ReLu’nun
kullanildigt ConvlD katmani ve MaxPoolinglD katman1 modele eklenmistir. Modelin
devaminda tekrardan 64 ndron ve 3x3 matris boyutunda kernel ve aktivasyon fonksiyonu
olarak ReLu’nun kullanildigt ConvlD katmani ve MaxPoolinglD katmani modele
eklenmistir. Ardindan Flatten ve 512 noron ve aktivasyon fonksiyonu olarak ReLu’nun tercih
edildigi Dense katmani ve 0.2 katsayisinin belirlendigi Dropout katmani kullanilmistir. Cikis
katmani olan Dense katmaninda ise veri seti 4 siniftan olustugu i¢in 4 néron ve aktivasyon
fonksiyonu olarak softmax kullanilarak model tamamlanmustir. Sekil 4.12°de, GI-TNKU-4
veri seti i¢in bulunmus olan en iyi CNN modelinin 6zet mimarisi yer almaktadir. Bu modelde
optimizer olarak adam, batch_size parametresi olarak 64, loss fonksiyonu olarak
categorical_crossentropy seg¢ilmis ve model 10 Fold Cross-Validation uygulanarak 2 epoch

calistirilmistir.
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Layer (type) Output Shape Param #

embedding_18 (Embedding) (None, 1868, 38@) Ef=lelelatelele)
convld_19 {ConvlD) (None, 988, &4) L7664
max_poolingld_19 (MaxPooling (MNone, 499, 64) a
convld_2@ (ConvlD) (None, 497, 64) 12352
max_poolingld 28 (MaxPooling (MNone, 248, 64) &
flatten 18 (Flatten) (None, 15872) a

dense 19 (Dense) (None, 512) 8126976
dropout_18 (Dropout) (None, 512} 2
dense_28 (Dense) (None, 4) 2852

Total params: 38,199,844
Trainable params: 38,199,844
Non-trainable params: @

Sekil 4.12. GI-TNKU-4 Veri Seti i¢in En Iyi CNN Modelinin Ozet Mimarisi

12. GI-TNKU-5 Veri Seti icin CNN Modeli

Tir tanima igin olusturulan GI-TNKU-5 adli veri setinin, modelleme sonucunda
bulunan en iyi CNN modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
32 noron, 3x3 matris boyutunda kernel ve aktivasyon fonksiyonu olarak ReLu’nun
kullanildigt ConvlD katmani ve MaxPoolinglD katmani modele eklenmistir. Modelin
devaminda tekrardan 32 noron ve 3x3 matris boyutunda kernel ve aktivasyon fonksiyonu
olarak ReLu’nun kullanildigt ConvlD katmani ve MaxPoolinglD katmani modele
eklenmistir. Ardindan Flatten ve 512 noron ve aktivasyon fonksiyonu olarak ReLu’nun tercih
edildigi Dense katmani kullanilmistir. Cikis katmani1 olan Dense katmaninda ise veri seti 3
smiftan olustugu i¢in 3 néron ve aktivasyon fonksiyonu olarak softmax kullanilarak model
tamamlanmistir. Sekil 4.13°de, GI-TNKU-5 veri seti i¢in bulunmus olan en iyi CNN
modelinin 6zet mimarisi yer almaktadir. Bu modelde optimizer olarak adam, batch_size
parametresi olarak 64, loss fonksiyonu olarak categorical crossentropy segilmis ve model 10

Fold Cross-Validation uygulanarak 3 epoch galistirilmistir.
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Layer (type) Output Shape Param #

embedding 13 (Embedding) {None, 18e8, 388) Elellzlzlslte)
convld 25 (ConvlD) {None, 998, 32) 28832
max_poolingld_25 (MaxPooling (None, 499, 32) @
convld_26 (ConvlD) {None, 497, 32) 3184
max_poolingld 26 (MaxPooling (None, 248, 32) 8
flatten_13 (Flatten) {None, 7936) 8
dense_25 (Dense) {None, 512) 4863744
dense_26 (Dense) (None, 3) 1539

Total params: 34,897,219
Trainable params: 34,897,219
Mon-trainable params: @

Sekil 4.13. GI-TNKU-5 Veri Seti i¢in En Iyi CNN Modelinin Ozet Mimarisi

13. GI-TNKU-6 Veri Seti icin CNN Modeli

Tir tanima igin olusturulan GI-TNKU-6 adli veri setinin, modelleme sonucunda
bulunan en iyi CNN modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla 3
kez 64 noéron, 3x3 matris boyutunda kernel ve aktivasyon fonksiyonu olarak ReLu’nun
kullanildigit ConvlD katmani ve MaxPoolinglD katmanlart modele eklenmistir. Ardindan
tekrardan MaxPooling]lD katmani, Flatten ve 512 ndron ve aktivasyon fonksiyonu olarak
ReLu’nun tercih edildigi Dense katmani kullanilmistir. Dropout katmami 0.2 katsayisi
kullanilarak eklenmistir. Cikis katmani olan Dense katmaninda ise veri seti 2 siniftan olustugu
icin 1 ndron ve aktivasyon fonksiyonu olarak sigmoid kullanilarak model tamamlanmaistir.
Sekil 4.14’de, GI-TNKU-6 veri seti i¢in bulunmus olan en iyi CNN modelinin 6zet mimarisi
yer almaktadir. Bu modelde optimizer olarak adam, batch_size parametresi olarak 64, loss
fonksiyonu olarak binary crossentropy se¢ilmis ve model 10 Fold Cross-Validation

uygulanarak 3 epoch galistirilmistir.
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Layer (type) Output Shape Param #

embedding_1@ (Embedding) (Mone, 18e@, 388) Efalelelaelale)
convld_28 (ConvlD) (None, 998, &4) 57664
max_poolingld 37 (MaxPooling (Mone, 499, &4) 8
convld_329 (ConvlD) (Mone, 497, 64) 12352
max_poolingld 38 (MaxPooling (Mone, 248, 64) &
convld_38 (ConvlD) (Mone, 246, 64) 12352
max_poolingld 39 (MaxPooling (MNone, 123, &64) a
max_poolingld 48 (MaxPooling (MNone, 61, 64) 8
flatten 18 (Flatten) (None, 3984) a8
dense_1% (Dense) {Mone, 512) 1999368
dropout_18 (Dropout) {Mone, 512) &
dense_28 (Dense) (Mone, 1) 513

Total params: 32,882,241
Trainable params: 32,882,241
Mon-trainable params: @

Sekil 4.14. GI-TNKU-6 Veri Seti i¢in En Iyi CNN Modelinin Ozet Mimarisi

14. IAG-TNKU Veri Seti icin CNN Modeli

Cinsiyet tanima i¢in olusturulan IAG-TNKU adli veri setinin, modelleme sonucunda
bulunan en iyi CNN modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
64 noron, 3x3 matris boyutundan olusan kernel ve aktivasyon fonksiyonu olarak ReLu’nun
tercih edildigi Conv1lD katmani, MaxPoolinglD ve Flatten katmanlar1 eklenmistir. Modelin
devaminda 128 noron, aktivasyon fonksiyonu olarak ReLu’nun kullanildigi Dense, 0.2
katsayisinin tercih edildigi Dropout katmanlart kullanilmistir. Cikis katmani olan Dense
katmaninda ise veri seti 2 smiftan olustugu i¢in 1 néron ve aktivasyon fonksiyonu olarak
sigmoid fonksiyonu kullanilarak model tamamlanmistir. Sekil 4.15°de, IAG-TNKU veri seti
icin bulunmus olan en iyi CNN modelinin 6zet mimarisi yer almaktadir. Bu modelde
optimizer olarak adam, batch _size parametresi olarak 128, loss fonksiyonu olarak
binary crossentropy secilmis ve model 10 Fold Cross-Validation uygulanarak 2 epoch

calistirilmistir.
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Layer (type) Output Shape Param #

embedding_18 (Embedding) (None, 1@e@, 388) Elslalelolalels
convld_1@ (ConwvlD) (Mone, 958, 64) 57664
max_poolingld 18 (MaxPooling (Mone, 499, 64) 8
flatten_ 18 (Flatten) (Mone, 31936) 8
dense_19 (Dense) (None, 128) 4887936
dropout_18 (Dropout) (Mone, 128) 8
dense_28 (Dense) (Mone, 1) 129

Total params: 34,145,729
Trainable params: 34,145,729
MNon-trainable params: @

Sekil 4.15. IAG-TNKU Veri Seti i¢in En Iyi CNN Modelinin Ozet Mimarisi

4.2.2. LSTM Modelleri

Bu boliimde, olusturulan yazar, tiir ve cinsiyet tanima veri setleri iizerinde, LSTM
algoritmasimin kullanildigi en iyi modellerden bahsedilmistir. LSTM modelinde, Sequential
ve Embedding katmanlarinin ardindan, her veri setine 6zel LSTM, Dense, Pooling ve Flatten
katmanlar1 gelmektedir. Asagida, her bir veri setine LSTM algoritmasinin uygulanmasi
sonucu, en iyi hiper parametrelerin bulunmasiyla olusturulan en iyi LSTM modellerinin 6zet

mimarileri verilmistir:
1. AI-TNKU-1 Veri Seti icin LSTM Modeli

Yazar tanima i¢in olusturulan AI-TNKU-1 adli veri setinin, modelleme sonucunda
bulunan en iyi LSTM modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasi ile
32 norondan olusan LSTM katmani, 256 norondan olusan TimeDistributedDense katmani
eklenmistir. Sonrasinda art arda 2 kere AveragePoolinglD katmanlari, 256 nérondan olusan
Dense katmani eklenmis ve Dense katmaninda aktivasyon fonksiyonu olarak Relu
kullanilmistir. Dropout katmaninda 0.2 katsayis1 kullanilmis ve daha sonra Flatten katmani
eklenmistir. Cikis katmani olan Dense katmaninda veri seti 68 smiftan olustugu i¢in 68 noron,

aktivasyon fonksiyonu olarak softmax kullanilmistir. Sekil 4.16°da AI-TNKU-1 veri seti i¢in
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bulunmus olan en iyi LSTM modelinin 6zet mimarisi yer almaktadir. Bu modelde optimizer
olarak adam, batch_size parametresi olarak 64, loss fonksiyonu olarak

categorical crossentropy se¢ilmis ve model 10 Fold Cross-Validation uygulanarak 6 epoch

calistirilmistr.
Layer (type) Output Shape Param #
enbedding 16 (Embedding)  (None, 1000, 300) 45000000
lstm_ 18 (LSTM) (None, 1808, 32) 42624
time_distributed_1@ (TimeDis (None, 18e8, 256) 8448
average poolingld 19 (Averag (Mone, 588, 256) a8
average_poolingld 2@ (Averag (MNone, 258, 256) a8
dense_29 (Dense) (Mone, 25@, 258) 65792
dropout_18 (Dropout) (None, 25@, 258) a8
flatten 18 (Flatten) (None, Bdeea) 2]
dense_38 (Dense) (MNone, 68) 43526868

Total params: 49,468,932
Trainable params: 49,488,932
Mon-trainable params: @

Sekil 4.16. AI-TNKU-1 Veri Seti igin En Iyi LSTM Modelinin Ozet Mimarisi

2. AI-TNKU-2 Veri Seti icin LSTM Modeli

Yazar tanima i¢in olusturulan AI-TNKU-2 adli veri setinin, modelleme sonucunda
bulunan en iyi LSTM modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
12 nérondan olusan LSTM katmani, 200 nérondan olusan TimeDistributedDense katmani ve
0.2 katsayis1 kullanilarak Dropout katmanlar1 eklenmistir. Bu katmanlarin ardindan 2 tane
AveragePoolinglD katmani, 16 ndrondan olusan Dense katmani ve Flatten katmanlar
eklenmis ve Dense katmaninda aktivasyon fonksiyonu olarak ReLu kullanilmistir. Cikis
katmani olan Dense katmaninda veri seti 50 siniftan olustugu i¢in 50 ndron, aktivasyon
fonksiyonu olarak da softmax kullamilmistir. Sekil 4.17°de, AI-TNKU-2 veri seti igin
bulunmus olan en iyt LSTM modelinin 6zet mimarisi yer almaktadir. Bu modelde optimizer
olarak adam, Dbatch_size parametresi olarak 64, loss fonksiyonu olarak
categorical crossentropy secilmis ve model 10 Fold Cross-Validation uygulanarak 5 epoch

calistirllmistir.
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Layer (type) Output Shape Param #

embedding_18 (Embedding) (None, 2888, 388) 45820808
1stm_18 (LSTM) (None, 2000, 12) 15824
time_distributed_1@ (TimeDis (None, 208&, 288) 2688
dropout_1@ (Dropout) (None, 28ee, 288) @
average poolingld 19 (Averag (None, 16e&, 288) @
average poolingld 2@ (Averag (None, 50, 288) @
dense_2% (Dense) (Mone, 5@@, 18) 3216
flatten_18 (Flatten) (Mone, B28e@) a
dense_38 (Dense) (Mone, 5@) 488858

Total params: 45,428,898
Trainable params: 45,428,898
Mon-trainable params: @

Sekil 4.17. AI-TNKU-2 Veri Seti i¢in En Iyi LSTM Modelinin Ozet Mimarisi

3. AI-TNKU-3 Veri Seti icin LSTM Modeli

Yazar tanima ig¢in olusturulan AI-TNKU-3 adli veri setinin, modelleme sonucunda
bulunan en iyi LSTM modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
16 norondan olusan LSTM katmani, 200 nérondan olusan TimeDistributedDense katmani, 2
tane AveragePoolinglD katmanlar1 ve 0.3 katsayisimin belirlendigi Dropout katmani
eklenmistir. Modelin devaminda 32 néronun kullanildigi ve aktivasyon fonksiyonu olarak
ReLu’nun secildigi Dense katmani ve Flatten katmani eklenmistir. Cikis katmani olan Dense
katmaninda veri seti 38 smiftan olustugu icin 38 ndron ve aktivasyon fonksiyonu olarak
softmax kullanilarak model tamamlanmistir. Sekil 4.18’de, AI-TNKU-3 veri seti icin
bulunmus olan en iyi LSTM modelinin 6zet mimarisi yer almaktadir. Bu modelde optimizer
olarak adam, batch_size parametresi olarak 64, loss fonksiyonu olarak
categorical crossentropy se¢ilmis ve model 10 Fold Cross-Validation uygulanarak 5 epoch

calistirilmistir.
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Layer (type) Dutput Shape Param #

embedding 18 (Embedding) (Mone, 2868, 388) 45pea888
lstm 1@ (L5TM) (None, 2008, 16) 28288
time distributed 18 (TimeDis (MNone, 28€@, 288) 3488
average_poolingld 19 (Averag (MNone, 1888, 288) 5
average_poolingld 28 (Averag (None, 588, 288) 5
dropout_18 (Dropout) {Mone, 588, 288) g
dense_28 (Dense) {Mone, 588, 32) 6432
flatten_18 (Flatten) (Mone, 16888) 8
dense_38 (Dense) {Mone, 38) 683838

Total params: 45,538,158
Trainable params: 45,638,158
Mon-trainable params: @

Sekil 4.18. AI-TNKU-3 Veri Seti i¢in En Iyi LSTM Modelinin Ozet Mimarisi

4. AI-TNKU-4 Veri Seti icin LSTM Modeli

Yazar tanima i¢in olusturulan AI-TNKU-4 adli veri setinin, modelleme sonucunda
bulunan en iyi LSTM modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
16 nérondan olusan LSTM katmani, 200 nérondan olusan TimeDistributedDense katmani ve
ardindan 2 tane AveragePoolinglD katmanlart modele eklenmistir. Modelin devaminda 64
nérondan olusan ve aktivasyon fonksiyonu olarak ReLu’nun kullanildigr Dense katmani ve
sonrasinda Flatten katmani eklenmistir. Cikis katmani olan Dense katmanina 33 siniftan
olusan bir veri seti kullanildig1 i¢in 33 ndron ve aktivasyon fonksiyonu olarak da softmax
fonksiyonu kullanilmistir. Sekil 4.19°da, AI-TNKU-4 veri seti i¢in bulunmus olan en iyi
LSTM modelinin 6zet mimarisi yer almaktadir. Bu modelde optimizer olarak adam,
batch_size parametresi olarak 64, loss fonksiyonu olarak categorical crossentropy seg¢ilmis ve
model 10 Fold Cross-Validation uygulanarak 5 epoch ¢aligtirilmustir.
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Layer (type) Output Shape Param #

embedding 18 {(Embedding) (MNone, 2888, 368) 45888628
lstm 18 (LSTM) (None, 2808, 16) 202838
time_distributed_1@ (TimeDis (MNone, 28@8, 288) 34ee
average _poolingld_19 (Averag (None, 18@8, 268) @
average poolingld 28 {(Averag (None, 58&, 286) 8

dense 29 (Dense) (MNone, 5Be, 64) 12864
flatten_1@ (Flatten) (Mone, 32888) a
dropout_1@ (Dropout) (None, 32888) @

dense 38 (Dense) (Mone, 33) 1656833

Total params: 46,892,585
Trainable params: 46,892,585
Nen-trainable params: @

Sekil 4.19. AI-TNKU-4 Veri Seti i¢in En Iyi LSTM Modelinin Ozet Mimarisi

5. AI-TNKU-5 Veri Seti icin LSTM Modeli

Yazar tanima i¢in olusturulan AI-TNKU-5 adli veri setinin, modelleme sonucunda
bulunan en iyi LSTM modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
16 nérondan olusan LSTM katmani, 250 nérondan olusan TimeDistributedDense katmani ve
ardindan 2 tane AveragePoolinglD katmanlart modele eklenmistir. Modelin devaminda
Flatten katmani, 512 ndérondan ve aktivasyon fonksiyonu olarak ReLu’nun kullanildigr Dense
katmani kullanilmistir. Sonrasinda 0.2 katsayisinin belirlendigi Dropout katmani, 27 siniftan
olusan bir veri seti kullanildig1 i¢in 27 nérondan olusan ve aktivasyon fonksiyonu olarak
softmax fonksiyonunun kullanildig1 Dense katmani eklenmistir. Sekil 4.20°de, AI-TNKU-5
veri seti i¢in bulunmus olan en iyi LSTM modelinin 6zet mimarisi yer almaktadir. Bu
modelde optimizer olarak adam, batch_size parametresi olarak 64, loss fonksiyonu olarak
categorical_crossentropy segilmis ve model 10 Fold Cross-Validation uygulanarak 4 epoch

calistirilmistir.
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Layer (type) Output Shape Param #

embedding_18 (Embedding) (None, 2886, 488) Ge8e8sa8
lstm_1@ (LSTM) (None, 2@@@, 16) 26633
time_distributed_18 (TimeDis (None, 28@@, 258) 4258
average poolingld 19 (Averag (MNone, 18@@, 258) 8
average poolingld 28 (Averag (MNone, 58@, 258) 8
flatten_ 18 (Flatten) (Mone, 1258@) a
dense_29 (Dense) (Mone, 512) 64088512
dropout_16 (Dropout) (Mone, 512) a
dense_38 (Dense) (Mone, 27) 13851

Total params: 124,845,361
Trainable params: 124,845,381
Mon-trainable params: @

Sekil 4.20. AI-TNKU-5 Veri Seti i¢in En Iyi LSTM Modelinin Ozet Mimarisi

6. AI-TNK-6 Veri Seti icin LSTM Modeli

Yazar tanima i¢in olusturulan AI-TNKU-6 adli veri setinin, modelleme sonucunda
bulunan en iyi LSTM modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
16 nérondan olusan LSTM katmani, 200 nérondan olusan TimeDistributedDense katmani ve
ardindan 2 tane AveragePoolinglD katmanlar1 modele eklenmistir. Modelin devaminda
Flatten katmani, 256 nérondan ve aktivasyon fonksiyonu olarak ReLu’nun kullanildigr Dense
katmani1 kullanilmistir. Sonrasinda 0.2 katsayisinin belirlendigi Dropout katmami ve 16
smiftan olusan bir veri seti kullanildig1 i¢in 16 nérondan olusan aktivasyon fonksiyonu olarak
softmax fonksiyonunun kullanildigr Dense katmani eklenmistir. Sekil 4.21°de, AlI-TNKU-6
veri seti i¢in bulunmus olan en iyi LSTM modelinin 6zet mimarisi yer almaktadir. Bu
modelde optimizer olarak adam, batch_size parametresi olarak 64, loss fonksiyonu olarak
categorical crossentropy secilmis ve model 10 Fold Cross-Validation uygulanarak 4 epoch

calistirilmistir.
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Layer (type) Output Shape Param #

embedding_18 (Embedding) (None, 188&, 488) 48820820
lstm 1@ (LSTM) (Hone, 188@, 16) 26638
time distributed 1@ (TimeDis (None, 100@, 200) 3408
average poolingld 19 (Averag (MNone, 588, 288) 8
average_poolingld 2@ (Averag (MNone, 258, 288) 8
ftlatten_16@ (Flatten) (None, SB8aa) 8
dense 29 (Dense) (None, 256) 12888256
dropout_1@ (Dropout) (None, 256) 8
dense_38 (Dense) (Mone, 16) 4112

Total params: 52,834,456
Trainable params: 52,834,456
Non-trainable params: @

Sekil 4.21. AI-TNKU-6 Veri Seti igin En Iyi LSTM Modelinin Ozet Mimarisi

7. Al-TNKU-7 Veri Seti icin LSTM Modeli

Yazar tanima i¢in olusturulan AI-TNKU-7 adli veri setinin, modelleme sonucunda
bulunan en iyi LSTM modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
12 nérondan olusan LSTM katmani, 200 nérondan olusan TimeDistributedDense katmani ve
ardindan AveragePoolinglD katmanm1 modele eklenmistir. Modelin devaminda Flatten
katmani, 256 norondan ve aktivasyon fonksiyonu olarak ReLu’nun kullanildigi Dense
katmani kullanilmistir. Sonrasinda 0.2 katsayisinin belirlendigi Dropout katmani ve 9 smiftan
olusan bir veri seti kullanildig1 i¢in 9 nérondan olusan aktivasyon fonksiyonu olarak softmax
fonksiyonunun kullanildigi Dense katmani eklenmistir. Sekil 4.22°de, AI-TNKU-7 veri seti
icin bulunmus olan en iyi LSTM modelinin 6zet mimarisi yer almaktadir. Bu modelde
optimizer olarak adam, batch size parametresi olarak 64, loss fonksiyonu olarak
categorical crossentropy secilmis ve model 10 Fold Cross-Validation uygulanarak 3 epoch

calistirllmistir.
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Layer (type) Output Shape Param #

embedding_18 (Embedding) (None, leee, 488) 4pBe0808
lstm_18 (LSTM) (None, 1@@@, 12) 10824
time_distributed_12 (TimeDis (None, leee, 288) 2688
average_poolingld_1@ (Averag (None, 588, 288) <
flatten 18 (Flatten) (None, 18866&) 8
dense 2% (Dense) (None, 256) 25688256
dropout_1@ (Dropout) (None, 256) @
dense_3@ (Dense) (None, 9) 2313

Total params: 65,524,893
Trainable params: 65,524,993
Non-trainable params: 8

Sekil 4.22. AI-TNKU-7 Veri Seti i¢in En Iyi LSTM Modelinin Ozet Mimarisi

8. GI-TNKU-1 Veri Seti icin LSTM Modeli

Tiir tanima i¢in olusturulan GI-TNKU-1 adli veri setinin, modelleme sonucunda
bulunan en iyi LSTM modelinde, Sequential ve Embedding katmanlarinin ardindan, Sirasiyla
16 norondan olusan LSTM katmani, 256 ndrondan olusan ve aktivasyon fonksiyonu olarak
ReLu’nun kullanildigr Dense katmani, 0.2 katsayisinin belirlendigi Dropout katmani ve 200
noronun kullanildigt TimeDistributedDense katmani modele eklenmistir. Devaminda
AveragePooling]1D ve Flatten katmani eklenmistir. Cikis katmani olan Dense katmaninda ise
7 noron ve aktivasyon fonksiyonu olarak softmax kullanilmigtir. Sekil 4.23’de, GI-TNKU-1
veri seti i¢in bulunmus olan en iyi LSTM modelinin 6zet mimarisi yer almaktadir. Bu
modelde optimizer olarak adam, batch_size parametresi olarak 64, loss fonksiyonu olarak
categorical_crossentropy se¢ilmis ve model 10 Fold Cross-Validation uygulanarak 3 epoch

calistirllmistir.
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Layer (type) Output Shape Param #

embedding_1@ (Embedding) {None, 1eee, 28e) Jeeeoeee
lstm 18 (LSTM) (None, 1888, 16) 268283
dense_28 (Dense) (None, 18@@, 258) 4352
dropout_18 (Dropout}) (None, 1@@@, 258) 8
time_distributed_1@ (TimeDis (Mone, 18ee, 28@) 514@8
average poolingld 18 (Averag (None, 588, 288) 8
flatten_18 (Flatten) (None, 188668) 8
dense_38 (Dense) {Mone, 7) 7B0ea7

Total params: 38,776,847
Trainable params: 38,776,847
Non-trainable params: @

Sekil 4.23. GI-TNKU-1 Veri Seti i¢in En Iyi LSTM Modelinin Ozet Mimarisi

9. GI-TNKU-2 Veri Seti icin LSTM Modeli

Tiir tanima i¢in olusturulan GI-TNKU-2 adli veri setinin, modelleme sonucunda
bulunan en iyi LSTM modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
16 nérondan olusan LSTM katmani, 256 norondan olusan ve aktivasyon fonksiyonu olarak
ReLu’nun kullanildigr Dense katmani, 0.2 katsayisinin belirlendigi Dropout katmani ve 200
noronun kullanildigt TimeDistributedDense katman1 modele eklenmistir. Devaminda
AveragePooling1D katmani, Flatten katmani ve 0.2 katsayisinin kullanildigi Dropout katmani
eklenmistir. Cikis katmani olan Dense katmaninda ise 6 néron ve aktivasyon fonksiyonu
olarak softmax kullanilmigtir. Sekil 4.24°de, GI-TNKU-2 veri seti i¢in bulunmus olan en iyi
LSTM modelinin 6zet mimarisi yer almaktadir. Bu modelde optimizer olarak adam,
batch_size parametresi olarak 64, loss fonksiyonu olarak categorical_crossentropy segilmis ve

model 10 Fold Cross-Validation uygulanarak 3 epoch galistirilmustir.
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Layer (type) Output Shape Param #

embedding 18 (Embedding) (None, 18@8, 388) 36088800
lstm_1@ (LSTM) (None, 10@8, 16) 268288
dense_28 (Dense) {None, 18@@, 256) 4352
dropout 12 (Dropout) (None, 18@8, 258) 5
time_distributed_1@ (TimeDis (None, 18ee, 208) t14@e
average_poolingld_ 1@ (Averag (None, 58@, 288) 8
flatten 18 (Flatten) (None, 188888) 5
dropout_28 (Dropout) {None, 18e868) 5
dense_38 (Dense) {None, ©6) ceeass

Total params: 38,876,845
Trainable params: 28,676,846
Non-trainable params: @

Sekil 4.24. GI-TNKU-2 Veri Seti i¢in En Iyi LSTM Modelinin Ozet Mimarisi

10. GI-TNKU-3 Veri Seti icin LSTM Modeli

Tiir tanima i¢in olusturulan GI-TNKU-3 adli veri setinin, modelleme sonucunda
bulunan en iyi LSTM modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
16 norondan olusan LSTM katmani, 512 ndrondan olusan ve aktivasyon fonksiyonu olarak
ReLu’nun kullanildigr Dense katmani, 0.2 katsayisinin belirlendigi Dropout katmani ve 250
noronun kullanildigt TimeDistributedDense katmani modele eklenmistir. Devaminda
AveragePooling]l D katmani ve Flatten katmani eklenmistir. Cikis katmani olan Dense
katmaninda ise veri seti 5 siniftan olustugu i¢in 5 néron ve aktivasyon fonksiyonu olarak
softmax kullanilmistir. Sekil 4.25°de, GI-TNKU-3 veri seti i¢in bulunmus olan en iyi LSTM
modelinin 6zet mimarisi yer almaktadir. Bu modelde optimizer olarak adam, batch_size
parametresi olarak 64, loss fonksiyonu olarak categorical crossentropy se¢ilmis ve model 10

Fold Cross-Validation uygulanarak 4 epoch galistirilmistir.
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Layer (type) Output Shape Param #

embedding 18 (Embedding) (None, 1leea, 38e) Efsfelalzlalele
1stm 18 (LSTM) (None, 1008, 16) 20288
dense_28 (Dense) (Mone, 1eea, 512) 8784
dropout_18 (Dropout) {None, 18@e, 512) g
time_distributed_1@ (TimeDis (None, 1888, 258) 128258
average poolingld 1@ (Averag (None, 588, 258) a
flatten_18 (Flatten) {MNone, 125868) g
dense_38 (Dense) {Mone, 5) 625885

Total params: 38,782,247
Trainable params: 38,782,247
Mon-trainable params: @

Sekil 4.25. GI-TNKU-3 Veri Seti i¢in En Iyi LSTM Modelinin Ozet Mimarisi

11. GI-TNKU-4 Veri Seti icin LSTM Modeli

Tiir tanima i¢in olusturulan GI-TNKU-4 adli veri setinin, modelleme sonucunda
bulunan en iyi LSTM modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
16 norondan olugan LSTM katmani, 256 nérondan olusan ve aktivasyon fonksiyonu olarak
ReLu’nun kullanildigr Dense katmani, 0.2 katsayisinin belirlendigi Dropout katmani ve 250
noronun kullanildigt TimeDistributedDense katman1 modele eklenmistir. Devaminda
AveragePooling1 D katmani, Flatten katmani ve 0.1 katsayisinin belirlendigi Dropout katmani
modele eklenmistir. Cikis katmani olan Dense katmaninda ise veri seti 4 siniftan olustugu i¢in
4 noron ve aktivasyon fonksiyonu olarak softmax kullanilmistir. Sekil 4.26’da, GI-TNKU-4
veri seti i¢in bulunmus olan en iyi LSTM modelinin 6zet mimarisi yer almaktadir. Bu
modelde optimizer olarak adam, batch_size parametresi olarak 64, loss fonksiyonu olarak
categorical crossentropy se¢ilmis ve model 10 Fold Cross-Validation uygulanarak 2 epoch

calistirilmistir.
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Layer (type) Output Shape Param #

embedding_18 (Embedding) {None, 1888, 388) Efefeleletelole)
lstm_18 (LSTM) (None, 1808, 16) 268288
dense_28 (Dense) (None, 1888, 258) 4352
dropout_19 (Dropout) {None, 1888, 256) a

time distributed 18 (TimeDis (MNone, 1800, 258) 64258
average poolingld 18 {(Averag (MNone, 588, 258) 8
flatten_18 (Flatten) (None, 125888) 8
dropout_28 (Dropout) {None, 125888) a
dense_38 (Dense) (None, 4) Segead

Total params: 38,588,894
Trainable params: 38,583,894
Non-trainable params: @

Sekil 4.26. GI-TNKU-4 Veri Seti i¢in En Iyi LSTM Modelinin Ozet Mimarisi

12. GI-TNKU-5 Veri Seti icin LSTM Modeli

Tiir tanima i¢in olusturulan GI-TNKU-5 adli veri setinin, modelleme sonucunda
bulunan en iyi LSTM modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
16 norondan olusan LSTM katmani, 256 nérondan olusan ve aktivasyon fonksiyonu olarak
ReLu’nun kullanildigr Dense katmani, 0.2 katsayisinin belirlendigi Dropout katmani ve 200
noronun kullanildigt TimeDistributedDense katmani modele eklenmistir. Devaminda
AveragePooling1D katmani, Flatten katman1 ve 0.2 katsayisinin belirlendigi Dropout katmani
modele eklenmistir. Cikis katmani olan Dense katmaninda ise veri seti 3 siniftan olustugu i¢in
3 ndron ve aktivasyon fonksiyonu olarak softmax kullanilmistir. Sekil 4.27°de, GI-TNKU-5
veri seti i¢in bulunmus olan en iyi LSTM modelinin 6zet mimarisi yer almaktadir. Bu
modelde optimizer olarak adam, batch_size parametresi olarak 64, loss fonksiyon olarak
categorical crossentropy secilmis ve model 10 Fold Cross-Validation uygulanarak 3 epoch

calistirilmistir.
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Layer (type) CQutput Shape Param #
enbedding 10 (Embedding)  (Nonc, 1000, 300) 30000000
lstm_ 18 (LSTM) (None, 1888, 16) 26288
dense_ 37 (Dense) {Mone, 1886, 256) 4352
dropout_19 (Dropout) {None, 1@@8, 256) %
time_distributed_19 (TimeDis (None, 18ee, 288) 51488
average poolingld 18 (Averag (None, 588, 288) 5
time_distributed_28 (TimeDis (MNone, 588, 28@) 48288
flatten_18 (Flatten) (None, 1@@88e) 5
dropout_28 (Dropout) {None, leesee) 8
dense_48 (Dense) {Mone, 3) 388883

Total params: 38,416,243
Trainable params: 38,416,243
Non-trainable params: @

Sekil 4.27. GI-TNKU-5 Veri Seti i¢in En Iyi LSTM Modelinin Ozet Mimarisi

13. GI-TNKU-6 Veri Seti icin LSTM Modeli

Tiir tanima i¢in olusturulan GI-TNKU-6 adli veri setinin, modelleme sonucunda
bulunan en iyi LSTM modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
16 norondan olugan LSTM katmani, 512 nérondan olusan ve aktivasyon fonksiyonu olarak
ReLu’nun kullanildigi Dense katmani ve 200 noéronun kullanildigi TimeDistributedDense
katmani modele eklenmistir. Devaminda AveragePoolinglD katmani ve Flatten katmani
kullanilmistir. Cikis katmani1 olan Dense katmaninda ise veri seti 2 siniftan olustugu ic¢in 1
ndron ve aktivasyon fonksiyonu olarak sigmoid fonksiyonu kullanilmistir. Sekil 4.28°de, Gl-
TNKU-6 veri seti i¢in bulunmus olan en iyi LSTM modelinin 6zet mimarisi yer almaktadir.
Bu modelde optimizer olarak adam, batch_size parametresi olarak 64, loss fonksiyonu olarak
binary crossentropy secilmis ve model 10 Fold Cross-Validation uygulanarak 3 epoch

calistirllmistir.
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Layer (type) Output Shape Param #

embedding_ 18 (Embedding) (None, 18@&, 388) Efsleleletelal
lstm_18 (LSTM) (None, 1808, 16) 20288
dense 22 (Dense) {Mone, 1eee, 512) 8704
time_distributed_18 (TimeDis (MNone, 1888, 288) 182688
average _poolingld_18 (Averag (None, 588, 288) 8
flatten_18 (Flatten) {Mone, 18888@) 8
dense_38 (Dense) {None, 1) 16oe81

Total params: 38,231,593
Trainable params: 38,231,593
Mon-trainable params: @

Sekil 4.28. GI-TNKU-6 Veri Seti i¢in En Iyi LSTM Modelinin Ozet Mimarisi

14. IAG-TNKU Veri Seti icin LSTM Modeli

Cinsiyet tanima i¢in olusturulan IAG-TNKU adli veri setinin, modelleme sonucunda
bulunan en iyi LSTM modelinde, Sequential ve Embedding katmanlarinin ardindan, sirasiyla
16 norondan olusan LSTM katmani, 256 nérondan olusan ve aktivasyon fonksiyonu olarak
ReLu’nun tercih edildigi Dense katmani, 0.2 katsayisinin kullanildigi Dropout katmani
modele eklenmistir. Bu katmanlarin ardindan 200 nérondan olusan TimeDistributedDense
katmani, AveragePoolinglD, Flatten ve 0.2 katsayisinin kullanildigt Dropout katmani
kullanilmistir. Cikis katmani olan Dense katmaninda 1 néron ve aktivasyon fonksiyonu olarak
sigmoid kullanilarak model tamamlanmistir. Sekil 4.29°da, IAG-TNKU veri seti igin
bulunmus olan en iyi LSTM modelinin 6zet mimarisi yer almaktadir. Bu modelde optimizer
olarak adam, batch_size parametresi olarak 64, loss fonksiyonu olarak binary_crossentropy
secilmis ve model 10 Fold Cross-Validation uygulanarak 2 epoch ¢alistirilmistir.
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Layer (type) Output Shape Param #
embedding 10 (Embedding)  (None, 1000, 368) 3600000
lstm_1@ (LSTM) (None, 1@e@, 16) 28288
dense_28& (Dense) {Mone, 1888, 258) 4352
dropout_19 (Dropout) {Mone, 1888, 256) a

time distributed 1@ (TimeDis (Mone, 1688, 288) 51488
average_poolingld 18 (Averag (Mone, 588, 288) a
flatten_18 (Flatten) {Mone, 1eegea) a
dropout_28 (Dropout) (Mone, 18@88&) a

dense_38 (Dense) {Mone, 1) 188881

Total params: 38,176,841
Trainable params: 38,176,841
Mon-trainable params: @

Sekil 4.29. IAG-TNKU Veri Seti icin En Iyi LSTM Modelinin Ozet Mimarisi

4.2.3. Derin Ogrenme Modellerinin Sonuclar

Yazar, tlir ve cinsiyet tanima iglemleri i¢in, tiim veri setlerinin her birinin CNN ve

LSTM modelleri sonuglarina Cizelge 4.3’de yer verilmistir. Makine 6grenmesi algoritmalari

ile kiyaslandiginda yiiksek performans gosteren algoritmalarin dogruluk, Kkesinlik ve

duyarlilik degerleri koyu renk ile belirtilmistir.
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Cizelge 4.3. Tiim Veri Setleri i¢in Derin Ogrenme Modellerinin Sonuglar

q tI;/Iet(lln Veri Seti | Model Dogruluk Kesinlik Duyarhhk
rmifandirma Egitim | Test | Egitim | Test | Egitim | Test
CNN | 9951 | 47.48 | 99.77 | 52.50 | 99.77 | 45.38

AIFTNKU-1 TV 97.00 [ 55.16 | 99.02 | 61.39 | 99.02 | 5351

CNN | 99.10 | 71.06 | 99.73 | 75.74 | 99.73 | 68.95

AI-TNKU-2 - eV 88.25 | 56.41 | 97.26 | 62.18 | 97.26 | 52.29

CNN | 99.68 | 77.85 | 99.89 | 80.58 | 99.89 | 76.62

AI-TNKU-3 reT M 92.86 | 67.46 | 98.00 | 72.46 | 98.00 | 64.85

Yazar ALTNKU-4 | CNN | 99.74 | 7879 | 99.79 | 80.48 | 99.79 | 76.43
Tanima LSTM | 95.61 | 73.49 | 98.32 | 77.42 | 98.32 | 72.00
CNN | 99.64 | 88.18 | 99.94 | 90.17 | 99.94 | 87.26

AIFTNKU-S e T 98.90 | 88.97 | 99.64 | 90.62 | 99.64 | 88.37

CNN | 99.71 | 91.73 | 99.94 | 92.71 | 99.94 | 91.29

AI-TNKU-6 M oV 9846 | 91.63 | 99.55 | 92.50 | 99.55 | 91.22

CNN | 9951 | 95.81 | 99.73 | 96.22 | 99.73 | 95.68

Al- N/ LSTM | 98.88 | 95.81 | 99.38 | 96.24 | 99.38 | 95.66

CNN | 96.30 | 83.97 | 98.96 | 85.87 | 98.96 | 83.00

e LSTM | 91.86 | 84.15 | 96.35 | 86.81 | 96.35 | 82.53

CNN | 9545 | 86.54 | 98.08 | 88.42 | 98.08 | 85.65

GlPTNKUE LSTM | 9352 | 86.62 | 96.54 | 88.54 | 96.54 | 85.53
GI-TNKU-3 |.CNN | 97.31 | 90.98 | 98.80 | 91.96 | 98.80 | 90.53

Tiir LSTM | 96.30 | 89.59 | 97.55 | 90.90 | 97.55 | 89.06
Tanima GI-TNKU-4 | .CNN | 94.97 | 92.00 | 98.17 | 93.03 | 98.17 | 9131
LSTM | 94.87 | 9157 | 97.34 | 92.67 | 97.34 | 90.97

CNN | 9863 | 94.01 | 98.95 | 94.11 | 98.95 | 93.62

GI-TNKU-S M arM T 97.13 | 9343 | 98.00 | 93.95 | 98.00 | 93.24

CNN | 98.89 | 96.69 | 99.46 | 96.77 | 99.46 | 96.69

Gl-TNKU-6 LSTM | 98.78 | 96.73 | 99.16 | 96.79 | 99.16 | 96.73

Cinsiyet IAG.TNKU |_CNN | 90.99 | 88.43 | 94.59 | 88.60 | 94.50 | 88.43
Tanima LSTM | 90.29 | 88.68 | 93.08 | 88.89 | 93.08 | 88.68

4.3. Makine Ogrenmesi ve Derin Ogrenme Modellerinin Sonugclarinin

Degerlendirilmesi

Makine 6grenmesi modellerinin sonuglarin1 gosteren Cizelge 4.1°e ve derin dgrenme
modellerinin sonuglarini gosteren Cizelge 4.3’e gore, Sekil 4.30°da yazar tanima igin, Sekil

4.31°de de tiir tanima i¢in elde edilen tiim modeller gosterilmis ve basarilar1 karsilagtirilmistir.
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Yazar Tanima icin ML ve DL Modelleri

95 - * *
85 M -
75
65
55
45
MNB RF LSTM CNN
~—ALTNKU-1 —e—AL-TNKU-2 —e—AL-TNKU-3 AI-TNKU-4

——AI-TNKU-5 ——AI-TNKU-6 ——AI-TNKU-7

Sekil 4.30. Yazar Tanima, Makine Ogrenmesi ve Derin Ogrenme Modellerinin Basarilar:

Tiir Tamima icin ML ve DL Modelleri

100
95
- —a
90
* -
85 = :
80
75
MNB RF LSTM CNN
—e—GLTNKU-1 —e—GLTNKU-2 GI-TNKU-3
—#—GLTNKU4 —+—GL.TNKU-5 ——GI-TNKU-6

Sekil 4.31. Tiir Tanima, Makine Ogrenmesi ve Derin Ogrenme Modellerinin Basarilar:
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Sekil 4.30 ve 4.31'deki yazar, tiir ve cinsiyet tanima modellerinin basarilari, tiim veri

setleri i¢in karsilastirlldiginda, Cizelge 4.4’de belirtildigi gibi, her bir veri seti i¢in, en iyi

modeller elde edilmistir.

Cizelge 4.4. Tiim Veri Setleri i¢in En Iyi Model Sonuglari

Metin
Siniflandirma

Veri
Seti

Simf

Simf
Basina
Metin

Toplam
Metin

Model

Dogruluk

Kesinlik

Duyarhhk

Egitim

Test

Egitim

Test

Egitim

Test

Yazar
Tanima

Al-
TNKU-
1

68

100

6.800

RF

100.0

76.80

100.0

76.74

100.0

76.80

Al-
TNKU-
2

50

200

10.000

RF

100.0

80.60

100.0

80.62

100.0

80.60

Al-
TNKU-
3

38

300

11.400

RF

100.0

83.93

100.0

84.39

100.0

83.93

Al-
TNKU-
4

33

400

13.200

RF

100.0

85.17

100.0

85.47

100.0

85.17

Al-
TNKU-
5

27

500

13.500

LSTM

98.90

88.97

99.64

90.62

99.64

88.37

Al-
TNKU-
6

16

1.000

16.000

CNN

99.71

91.73

99.94

92.71

99.94

91.29

Al-
TNKU-
7

2.000

18.000

CNN

99.51

95.81

99.73

96.22

99.73

95.68

Tur Tanima

Gl-
TNKU-
1

3.188

22.316

LSTM

91.86

84.15

96.35

86.81

96.35

82.53

Gl-
TNKU-
2

3.343

20.058

LSTM

93.52

86.62

96.54

88.54

96.54

85.53

Gl-
TNKU-
3

3.848

19.240

CNN

97.31

90.98

98.80

91.96

98.80

90.53

Gl-
TNKU-
4

4.064

16.256

CNN

94.97

92.00

98.17

93.03

98.17

91.31

Gl-
TNKU-
5

4.760

14.280

CNN

98.63

94.01

98.95

94.11

98.95

93.62

Gl-
TNKU-
6

5.831

11.662

LSTM

98.78

96.73

99.16

96.79

99.16

96.73

Cinsiyet
Tanima

IAG-
TNKU

21.646

43.292

LSTM

90.29

88.68

93.08

88.89

93.08

88.68

Cizelge 4.4’e gore, yazar tanima i¢in, AI-TNKU-1, 2, 3 ve 4 isimli veri setleri i¢in RF

algoritmas1 kullanilarak olusturulan modellerin, diger modellere gore daha yliksek dogrulukta

basar1 orani elde ettigi anlasilmaktadir. AI-TNKU-1, 2, 3 ve 4 isimli veri setleri i¢in RF

algoritmas1 kullanilarak olusturulan modellerin dogruluk basarilari, sirasiyla, % 76,80, %
80,60, % 83,93 ve %85,17 olarak elde edilmistir. AI-TNKU-5 veri seti i¢in, LSTM
algoritmasinin kullanildigr model ile % 88,97 dogrulukla en yiiksek basari, AI-TNKU-6 ve
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AI-TNKU-7 veri setleri i¢inse en iyi modellerin CNN algoritmasinin kullanilmasiyla,

strastyla, % 91,73 ve % 95,81 dogruluk basarilar1 degerleri bulunmustur.

Yazar tanima igin veri setlerindeki, smif sayilar1 ve her bir smifta yer alan metin
sayilarina bakildiginda, Sekil 4.32’de de gosterildigi gibi, 68 (AI-TNKU-1), 50 (Al-TNKU-
2), 38 (AI-TNKU-3) ve 33 (AI-TNKU-4) adet sinif igeren veri setleri igin, RF algoritmasinin
kullanildigit modellerin performansinin, diger modellere gore daha basarili oldugu
gorilmistlir. Bu veri setleri, sirasiyla, toplam 6.800, 10.000, 11.400 ve 13.200 adet metin
icermektedir. 27 (AI-TNKU-5), 16 (AI-TNKU-6) ve 9 (AlI-TNKU-7) siifli veri setlerinde ise
derin 6grenme algoritmalarinin (CNN ve LSTM) kullanildig1 modellerin, makine 6grenmesi
modellerine (MNB ve RF) gore daha basarili oldugu gorilmistiir. Bu veri setlerinde ise,
sirasiyla, toplam 16.000 ve 18.000 adet metin bulunmaktadir. Siif sayisinin azalmasi ve

metin sayisinin artmasiyla, derin 6grenme modellerinin performanslarimin arttigi gorilmiistiir.

Yazar Tanima Veri Setlerinde En Tyi Modelin Dogruluk Degeri fle Smif Ve Metin Sayis1 Arasmdalki iliski

100

90

%0 _— o T 88,97
70 76,80

60

50

40

30

20

10

0

CNN

RF | EF | RF | RF | M| | CNN |

68Smf | S0Smf | 8Smf | 33Smf | 27Smf | 165mf | 9 Suuf |

100 Her Bir Smiftaki | 200 Her Bir Smuftaki | 300 Her Bir Smuftaki ‘ 400 Her Bir Smuftaki ‘ 500 Her Bir Smuftaki |1.000 Her Bir Sumftaki| 2.000 Her Bir Slmﬂz]ci‘
Metin Sayist Metin Sayis1 Metin Sayis1 Metin Sayis Metin Sayis: Metin Sayis1 Metin Sayis1

6800Metin |  10000Metim |  11400Metin |  13200Metin |  13500Mein |  16000Metm |  18000Metin |

ALTNRU | ALTNKU2 | ALTNKUS | ALTNKUM | ALTNKUS | ALTNKUS | ALTNRUS |

Sekil 4.32. Yazar Tanima i¢in Sinif ve Metin Sayilarina Gére En Iyi Model Basarilar:

Yazar tanima igin, ¢ok smifli, daha az sayida metin igeren veri setleri igin makine
O0grenmesi modellerinin, az sinifli daha ¢ok sayida metin iceren veri setleri icin de derin

ogrenme modellerinin, daha uygun olacagi sonucuna ulagilmastir.

Cizelge 4.4’e gore, tir tanima i¢in bulunan en iyl modellerin, derin Ogrenme
algoritmalarinin kullanildigr modeller oldugu goriilmiistiir. Bu ¢izelgede de goriildiigii gibi,
GI-TNKU-1, 2 ve 6 adli veri setlerinin en iyi modelleri LSTM algoritmas: kullanilarak
olusturulan modellerdir ve bu modellerin dogruluk basarilari, sirasiyla, %84,15, %86,62, ve

%96,73 dogruluk olarak elde edilmistir. GI-TNKU-3, 4 ve 5 veri setleri igcinse CNN
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algoritmasin1 kullanan modellerin daha basarili oldugu goriilmiistiir ve aliman dogruluk
basarilari, sirasiyla, %90,98, %92,00 ve %94,01 olarak bulunmustur. Derin 0grenme
modellerinin basarilarinin, makine 6grenmesi modellerinin basarilarina kiyasla daha yiiksek
olmasi, her bir siniftaki metin sayilarinin daha fazla olmasi ve smif sayilarinin daha az

olmasindan dolay1 oldugu sdylenebilir.

Tiir tanima icin veri setlerindeki, sinif sayilar1 ve her bir sinifta yer alan metin
sayilarina bakildiginda, Sekil 4.33’de de gosterildigi gibi, GI-TNKU-1 veri setinden GI-
TNKU-6 veri setine dogru smif sayisinin azaldigi, her bir siiftaki metin sayisinin arttigi ve

ayn1 zamanda da model basarilarinin da arttig1 goriilmiistiir.

Tiir Tanima Veri Setlerinde En Iyi Modellerin Dogruluk Degeri ile Simf Ve Metin Sayis1 Arasmdaki iliski
100
95
94,01
ag 90,98 92.00
85
. .
75
LSTM | LSTM | CNN | CNN | CNN | L3TM
7 Banaf | G Simf | 5 Sanaf | 4 Sinaf | 3 Sumf | 2 Smaf |
3.188 Her Bir Sinaftald 3.343 Her Bir Smaftald 3.248 Her Bir Smaftald 4.064 Her Bir Sinaftald 4.760 Her Bir Simftald 5.831 Her Bir Siniftald
Metin Sayist Metin Sayist Metin Sayist Metin Sayist Metin Sayist Metin Sayis
22.316 Metin | 20.058 Metin | 19.240 Metin | 16.256 Metin | 14.280 Metin | 11.662 Metin |
GI-TNEU-1 | GI-TNKU-2 | GI-TNKU-3 | GI-TNEU4 | GI-TNEU-3 | GI-TNKEU-6 |

Sekil 4.33. Tiir Tanima igin Simf ve Metin Sayilarina Gére En Iyi Model Basarilari

Sonug olarak, smif sayisinin azalmasi ve sinif basina metin sayisinin artmasiyla derin
ogrenme modellerinin performansinin arttigr goriilmiistiir. Makine 6grenmesi modellerinin
birden ¢ok sinifli ve daha az metin iceren veri kiimeleri i¢in daha uygun olacagi sonucuna
varilmistir. Bununla birlikte, derin 6grenme modelleri, daha az sinif igeren daha fazla metin

iceren veri kiimeleri i¢in yliksek performans ile daha kullanigli olacaktir.

Cizelge 4.4’e gore cinsiyet tanima i¢in bulunan en 1yi modelin, LSTM algoritmasinin
kullanildigi model oldugu goriilmiistir ve bu modelin basarist %88,68 dogruluk olarak

bulunmustur.

56



5. SONUCLAR

Bu ¢alismada, veri olarak Tiirkge haber metinlerinin segildigi ve bu verilerin yazar, tiir
ve cinsiyete gore simiflandirilabilmelerini saglayan ve 6grenme algoritmalarinin siniflandirict

olarak kullanildig1 bir modelleme ¢alismas1 yapilmistir.

Calismanin ilk asamasinda, bir gazetenin kose yazarlarina ait kdse yazilarini igeren,
yazar tanima, tlir tanima ve cinsiyet tanima islemlerinde kullanilabilecek, biiylik 6l¢ekli ve
¢oklu smiflara sahip, toplam 14 adet yeni veri seti olusturulmustur. Yazar tanima igin 7, tiir
tanima i¢in 6 ve cinsiyet tanima i¢in de 1 adet olan bu veri setleri, Tiirk¢e diline 6zel dogal dil
isleme adimlarindan gegirilerek, tanima islemlerinin yapilacagi siniflandiricilarin uygulandigi
ve en yilksek dogruluk basarilarinin arastirildigi, modelleme asamasi i¢in hazir hale

getirilmistir.

Modelleme asamasinda, Tiirk¢ce metinlerde yazar tanima, tiir tanima ve cinsiyet tanima
problemlerinin ¢éziimiine yonelik makine 6grenmesi algoritmalarinda Multinominal Naive
Bayes (MNB) ve Random Forest (RF) algoritmalar1 ve derin 6grenme algoritmalarindan da
Convolutional Neural Networks (CNN) ve Long Short Term Memory (LSTM) algoritmalart,
smiflandirict olarak veri setlerine uygulanmis ve bu smiflandiricilardan en  yiiksek
performansin alindigr hiper parametre degerleri, uzun deneysel calismalar sonucunda
bulunmaya calisilmistir. Modelleme sonucunda, her bir veri seti ve siniflandirici i¢in en 1yi
modeller, yani en iyi dogruluk, kesinlik ve duyarlilik degerlerine sahip modeller elde

edilmistir.

Yazar tanima igin elde edilen en iyi modellerin sonuclarina bakildiginda, kullanilan 7
farkli veri setinin sinif sayisi, her bir sinifta bulunan veri sayis1 ve toplam veri sayis1 gibi
birbirinden farkli 6zelliklerinin bulunmasi bu c¢alisma kapsaminda bu 6zelliklerin etkilerini
incelememizi ve karsilagtirmamizi saglamistir. AI-TNKU-1, 2, 3 ve 4 adli veri setleri i¢in, en
iyi model olan RF algoritmasinin kullanildigi modelle, sirasiyla, %76,80, %80,60, %83,93 ve
% 85,17 dogruluk basar1 oranlar1 alinmistir. AI-TNKU-5 veri seti i¢in, LSTM algoritmasinin
kullanildigi model ile en yiiksek %88,97 dogruluk basarisi, AI-TNKU-6 ve 7 veri setleri
icinse, CNN algoritmasinin kullanildig1 modelle, sirasiyla, %91,73 ve %95,81 dogruluk basar1
oranlart elde edilmistir. Bu veri setlerinin sinif sayist ve her bir smifta bulunan veri sayisi
dikkate alindiginda, sinif sayisi arttik¢a ve her bir sinifta bulunan veri sayis1 azaldik¢a makine

ogrenmesi modellerin sonuglarinin, derin 6grenme modellerine kiyasla daha yiiksek oldugu
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goriilmiistiir. Bununla birlikte, sinif sayisinin en az oldugu ve her bir siniftaki metin sayisinin

arttig1 veri setlerinde de, derin 6grenme modellerinin daha basarili oldugu tespit edilmistir.

Tiir tanima i¢in, elde edilen en iyi modellerin basarilar1 incelendiginde, derin 6grenme
modellerinin performanslarinin, makine 6grenmesi modellerine gére daha yiiksek oldugu
tespit edilmistir. LSTM algoritmasinin kullanildigi en iyi modeller ile GI-TNKU-1, 2 ve 6
veri setleri i¢in, sirasiyla, %84,15, %86,62 ve %96,73 dogruluk basar1 oranlarina ulasilmistir.
CNN algoritmasinin kullanildigi en iyi modeller ile de GI-TNKU-3, 4 ve 5 veri setleri igin,
%90,98, %92,00 ve %94,01 dogruluk basarisi oranlar1 elde edilmistir. Tiir tanima igin veri
setlerindeki, sinif sayilari ve her bir sinifta yer alan metin sayilarina bakildiginda, GI-TNKU-
1 veri setinden GI-TNKU-6 veri setine dogru sinif sayisinin azaldigi, her bir siniftaki metin
sayisinin arttigt ve aynt zamanda da model basarilarinin da arttigi gorilmistir. Derin
o6grenme modellerinin basarilarinin, makine 6grenmesi modellerinin basarilarina kiyasla daha
yiiksek olmasi, her bir siniftaki metin sayilarinin daha fazla olmasi ve siif sayilarinin daha az

olmasindan dolay1 oldugu sdylenebilir.

Cinsiyet tanima igin, yine elde edilen en iyi modellerin basarilari incelendiginde,
LSTM algoritmasmin siniflandirma test dogruluk basarisinin diger algoritmalara kiyasla
%88,68 dogruluk ile daha yiliksek oldugu goriilmiistiir. CNN algoritmasinin siniflandirma
basarisinin %88,43 dogruluk ile LSTM algoritmasina ¢ok yakin oldugu belirlenmis ve bu
sonu¢ CNN algoritmasinin da dogal dil isleme problemlerinde basarili bir gseklide

kullanilabilecegini ortaya koymustur.

Bu tez ¢alismasi sonucunda, veri setindeki sinif sayisi arttik¢a ve her bir siniftaki veri
miktar1 azaldik¢a, derin 6grenme modellerindeki dogruluk basarisinin azaldigi ve makine
ogrenmesi modellerinin siniflandirma basarilarinin da derin 6grenme modellerinin basarilarini
gectigi gozlemlenmistir. Veri setindeki sinif sayisinin azaldigi ve her bir simiftaki veri
miktarinin arttirildigi durumda ise derin 6grenme modellerinin siniflandirma basarisinin
makine 6grenmesi modellerine gére daha yiiksek oldugu goriilmiistiir. Elde ettigimiz sonuglar
15181nda, derin 6grenme i¢in veri miktarinin coklugunun hem modelin 6grenme basarisin1 hem
de test basarisini arttirdig1 ve bu sayede makine 6grenmesi modellerinden, daha basarili bir
sekilde siniflandirma islemini gerceklestiini  sOyleyebiliriz.  CNN  algoritmasinin
siniflandirma bagarisinin LSTM algoritmasina ¢ok yakin olmasi hatta bazi durumlarda daha
yiiksek dogruluk degerlerine ulasmis olmasi, bu algoritmanin dogal dil isleme problemlerini

¢ozmek icin kullanilabilecegini gostermistir.
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