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OZET

HiSTOPATOLOJIK MEME KANSERI GORUNTULERININ DERIN OGRENME
YONTEMLERI ILE SINIFLANDIRILMASI

Gizem IRMAK

Bilgisayar Miihendisligi Anabilim Dali
Yiiksek Lisans Tezi
Danisman: Dr. Ogr. Uyesi Ahmet SAYGILI

Gorsel verilerin islenmesi son yillarda 6zellikle medikal alanda siklikla kullanilmaktadir.
Yapay zekanin bir alt dal1 olan derin 6grenme yontemleri, goriintili isleme yontemleri ile birlikte
kullanilarak; doku analizi ve hastaliklarin otomatik siniflandirilmasi basta olmak iizere bir¢ok
alanda basaril1 bir sekilde uygulanmaktadir. Derin 6grenme, bir donem mevcut donanimlarin
yetersiz kalmas1 sebebiyle durgunluk noktasina gelmis fakat 2000’1 yillar ile birlikte tekrar
popiiler bir alan olmaya baglamistir. GPU gelismeleriyle birlikte sig yapay sinir aglarindan
derin yapay sinir aglarina gec¢is yapilmistir. Katmanlar arasinda gerceklesen geri yayilim
algoritmalar1 sayesinde biliyiikk veri kiimelerindeki gizli ve ayirt edici Ozellikler
kesfedilmektedir. Bu da yapay sinir aglarinin ve derin 6grenme yontemlerinin etkinligini ortaya
cikarmaktadir. Bu ¢aligmada BreakHis veri setinde yer alan histopatolojik meme kanseri
goriintiileri, goriintii isleme ve derin 6grenme yontemleri kullanilarak siniflandirilmistir. Ayni
zamanda literatiirde yapilan ¢aligmalar da incelenmistir. Tezin amaci, 6zellikle kadinlarda son
yillarda oldukga sik rastlanan meme kanseri hastaliginin erken ve dogru teshisi i¢in otomatik
bir yontem sunulmasidir. Bu sayede gerceklestirilen ¢alismalar neticesinde tip uzmanlarina

alacaklar kararlarda destek olacak nitelikte bir caligma ortaya konmustur.

Anahtar Kelimeler: Goriintii Isleme, Yapay Zeka, Derin Ogrenme, Yapay Sinir Aglari,

Histopatolojik Goriintiiler, Meme Kanseri.



ABSTRACT

CLASSIFICATION OF HISTOPATHOLOGICAL BREAST CANCER IMAGES BY
DEEP LEARNING METHODS

Gizem IRMAK

Department of Computer Engineering
MSec. Thesis
Supervisor: Assist. Prof. Dr. Ahmet SAYGILI

Processing of visual data has been used frequently in recent years, especially in the medical
field. By using deep learning methods, a sub-branch of artificial intelligence, together with
image processing methods; It has been successfully applied in many areas, especially tissue
analysis and automatic classification of diseases. Deep learning experienced a stagnation due
to the inadequacy of the existing hardware for a while, but it started to become a popular field
again with the 2000s. With the developments in GPU, there has been a transition from shallow
artificial neural networks to deep artificial neural networks. Thanks to back propagation
algorithms between layers, hidden and distinctive features in large data sets are discovered.
This reveals the effectiveness of artificial neural networks and deep learning methods. In this
study, histopathological breast cancer images in the BreakHis dataset were classified using
image processing and deep learning methods. At the same time, studies in the literature were
also examined. The aim of the thesis is to present an automatic method for the early and accurate
diagnosis of breast cancer, which is very common in women in recent years. As a result of the
studies carried out in this way, a study has been put forward that will support medical

professionals in their decisions.

Keywords: Image Processing, Artificial Intelligence, Deep Learning, Artificial Neural

Networks, Histopathological Images, Breast Cancer.

il



ICINDEKILER

OZET ...t i
ABSTRACT ...ttt ettt s e et e sabe e beessbeesaesaseesseessseenseessseenseenns il
TCINDEKILER ...ttt iii
CIZELGELER DIZINI ........ooiiiiiiiiiii et iv
SIMGELER DIZINI ..ottt vii
KISALTMALAR DIZINT ....ccooooiiiiii e viii
TESEKKUR .....ooootiiitiieiei ettt ix
L. GIRIS .ottt n e 1
1.1 LAratir OZEti......v.ceeeevieiceeeeeeeeee ettt es s sanans 2
1.2 Calismanin Amact ve KapSami........ccceecuieriiiiiiiiiieiieeie et 9
L I V<) § B T PSS PRSPPI 10
2. DERIN OGRENME...........cocooiiimiiiiiieiiseesseeeseeses st 14
2.1 TATTIGE ..ttt e e et e et e e e e tbe e e tbe e e treeetaeeeaaeeeraeeereeenns 14
2.2 Yapay ST AGIATT ....oeeeiiieiiee ettt e e e et e e et e e eree e enee e e 14
2.3 Derin Ogrenme Yontemleri ile SIiflandirma ............cccevevervevcecrevreereeereeereeeeene, 16
2.4 Derin Ogrenme MImarileri..........ccooivevevieiieeieeieeeeeeeeeeeeee e 17
241 RINN Lottt ettt e ta e s tb e et e e s saeesaesabeesseessseensaessseenseenns 17
2.4.2 CNN Lottt ettt et e et e bt e s tae e teesabeabeessaeesaessseesseassseenseessseenseenns 18
2.4.2.1 Evrigim Katmani (Convolutional Layer) ................cccccoeeevceeioeininaniaaieannen. 19
2.4.2.2 Dogrusal Olmayan Katman (Non-Linearity Layer) ...............cccccccvevervvennne... 20
2.4.2.3 Havuzlama Katmani (Pooling Layer)..............ccccccccveeviieeciieeiiieeiiieeeieeeenenn 20
2.4.2.4 Diizlestirme Katmani (Flattening Layer)................ccccccoeeeeeceeioeeninanieaieennen 21
2.4.2.5 Tam Baglantili Katman (Fully Connected Layer) .................ccccceevuveverveennn... 21
2.4.2.6 Simiflandirma Katmani (Classification Layer) ................cccceeevveeeveeeneeeennnn. 21
2.5 Derin Ogrenme Kullanim AlQnlart .............ocoovevevveeeueveeereeeeeseeeeeeeesesesseeenenas 21

3. HISTOPATOLOJIK MEME KANSERI GORUNTULERININ DERIN
OGRENME YONTEMLERI ILE SINIFLANDIRILMASI.........cccoooeiiiiiiieieeee, 22
3.1 Tiiméor Ozelliklerine Gore SINIflandirma.............o.ovevveiveueveeeeeeeeeeceeeeeeeee e, 22
3.2 Tiimor Cesitlerine Gore Smiflandirma ..............ccoovieiiiiiiiiiiiiceee e, 38
4. DENEYSEL CALISMALAR .......cooiiiiiiiteeeeeee ettt et ens 56
5. SONUC VE ONERILER..........ccooiiiiiiiiininineis et 58
KAYNAKLAR ..ottt ettt s e e te e s aaeesbeessaeensaessseesseessseensaessseans 59
OZGECMIS ...ttt 61

il



CIZELGELER DiZiNi

Cizelge 1.1 Literatlirdeki Cali$malar..........c.ccocuieiiiiiiiiiiiiiiieiiee e 2
Cizelge 1.2 Biiyiitme Oran1 ve Sinifa Gore GOrlintii Dagilimi .........cccoeeeveeeciieeeiieiieeeeeee, 10
Cizelge 1.3 Timor Tiirleri ve OZeIlKIET ...........c.ovveevevreereeeeeeieceeeeeeeeeee e 12

Cizelge 1.4 Biiyiitme Oram ve Histolojik Alt Tiplere Gore “Iyi Huylu” Gériintii Dagilimi ... 13

Cizelge 1.5 Biiyiitme Oran1 ve Histolojik Alt Tiplere Gore “Koétii Huylu” Goriintii Dagilimi 13

Cizelge 3.1 40X Biiyiitme Oraninin Tiimor Ozelliklerine Gore Siniflandirilmasit................... 23
Cizelge 3.2 100X Biiyiitme Oranmnin Tiimér Ozelliklerine Gore Siniflandirilmasi................. 26
Cizelge 3.3 200X Biiyiitme Oraninin Tiimor Ozelliklerine Gore Siniflandirilmast................. 30
Cizelge 3.4 400X Biiyiitme Oranmnin Tiimér Ozelliklerine Gore Siniflandirilmasi................. 34
Cizelge 3.5 Ikili Siniflandirma Igin Metrik SONUGIATT...........c.oveviveeeeeeeeeeeeeeeeeeeeeeeeeeeee 37
Cizelge 3.6 40X Biiyiitme Oraninin Tiimor Cesitlerine Gore Smiflandirilmast ...................... 38
Cizelge 3.7 100X Biiyiitme Oraninin Timor Cesitlerine Gore Siiflandirilmasi.................... 42
Cizelge 3.8 200X Biiyiitme Oraninin Tiimor Cesitlerine Gore Siniflandirilmasi..................... 46
Cizelge 3.9 400X Biiyiitme Oraninin Tiimor Cesitlerine Gore Siiflandirilmasi.................... 50
Cizelge 3.10 Coklu Simiflandirma Igin Metrik SonUGIATT............ccovveveveveiccieeeeecceeee e, 54
Cizelge 4.1 Tiimor Ozelliklerine Gore Siniflandirma SONUCIALT...........c.oveveveveveeeeeeeieeeeeeeeeen. 56
Cizelge 4.2 Tiimor Cesitlerine Gore Siniflandirma Sonuglart ..........ccceeviveiieiiiienieniiieieee, 56
Cizelge 4.3 Ikili Siniflandirmanin Literatiirdeki Calisma ile Karsilastirilmast........................ 57
Cizelge 4.4 Coklu Siniflandirmanin Literatiirdeki Calismalar ile Karsilastirilmast ................ 57

v



SEKILLER DiZINi

Sekil 2.1. Derin OZrenmenin GeliSimi ...........coeveveveveeeeeeeeieeeeeeeeeeeeeeeeeeeeee e 14
Sekil 2.2. Biyolojik Sinir HUCTESININ YaAPIST ..eeeuieriiieiieriieeiieeieeiteeie et eeeeiee e sae e 15
Sekil 2.3. Yapay Sinir HUCTESININ Y aAPIST.ccccuvieriiieeiieeiiieerieeeeieeeireeeiveeeeeeeesreesneeeeseeeseneeas 15
Sekil 2.4. Sinir Ag1 Mimarisinin Genel GOrlinliml ...........ccceevvevierieiienieneneneeeeeseeee e 17
Sekil 2.5. Basit Tekrarlayan Sinir AZ1 (RINN) c..ooiiiiiiiiiieee et 18
Sekil 2.6. Basit Evrigimli Sinit AZ1 (CNN) ....oiiiiiiiiieiieie ettt 19
Sekil 3.1 40X Biiyiitme Oraninin Tiimér Ozelliklerine Gére Dogruluk Grafigi ..................... 24
Sekil 3.2 40X Biiyiitme Oraninin Tiimér Ozelliklerine Gore Karisiklik Matrisi..................... 25
Sekil 3.3 40X Biiyiitme Oranmin Tiimor Ozelliklerine Gére Gergek ve Tahminlerinden Kesit
.................................................................................................................................................. 25
Sekil 3.4 40X Biiyiitme Oraninin Tiimdr Ozelliklerine Gore Egitim Siiresi Grafigi............... 26
Sekil 3.5 100X Biiyiitme Oraninin Tiimor Ozelliklerine Gére Dogruluk Grafigi ................... 28
Sekil 3.6 100X Biiyiitme Oranini Tiimér Ozelliklerine Gore Karisiklik Matrisi.................... 28
Sekil 3.7 100X Biiyiitme Oraninin Tiimor Ozelliklerine Gére Gergek ve Tahminlerinden Kesit
.................................................................................................................................................. 29
Sekil 3.8 100X Biiyiitme Oraninin Tiimor Ozelliklerine Gére Egitim Siiresi Grafigi............. 30
Sekil 3.9 200X Biiyiitme Oraninin Tiimér Ozelliklerine Gére Dogruluk Grafigi ................... 32
Sekil 3.10 200X Biiyiitme Oranimin Tiimor Ozelliklerine Gére Karisiklik Matrisi................. 32
Sekil 3.11 200X Biiyiitme Oraninin Tiimér Ozelliklerine Gore Gergek ve Tahminlerinden Kesit
.................................................................................................................................................. 33
Sekil 3.12 200X Biiyiitme Oranmin Tiimér Ozelliklerine Gore Egitim Siiresi Grafigi........... 33
Sekil 3.13 400X Biiyiitme Oraninin Tiimér Ozelliklerine Gére Dogruluk Grafigi.................. 35
Sekil 3.14 400X Biiyiitme Oranmin Tiimér Ozelliklerine Gore Karisiklik Matrisi.................. 36
Sekil 3.15 400X Biiyiitme Oraninin Tiimér Ozelliklerine Gére Gergek ve Tahminlerinden Kesit
.................................................................................................................................................. 36
Sekil 3.16 400X Biiyiitme Oranimnin Tiimér Ozelliklerine Gore Egitim Siiresi Grafigi........... 37
Sekil 3.17 40X Biiyiitme Oraninin Timér Cesitlerine Gore Dogruluk Grafigi....................... 40
Sekil 3.18 40X Biiyilitme Oraninin Tiimor Cesitlerine Gore Karisiklik Matrisi ...................... 40



Sekil 3.19 40X Biiyiitme Oraninin Tiimdr Cesitlerine Gore Gergek ve Tahminlerinden Kesit

.................................................................................................................................................. 41
Sekil 3.20 40X Biiylitme Oraninin Tiimor Cesitlerine Gore Egitim Siiresi Grafigi ................ 42
Sekil 3.21 100X Biiyiitme Oraninin Tiimor Cesitlerine Gore Dogruluk Grafigi..................... 44
Sekil 3.22 100X Biiyiitme Oraninin Tiimdr Cesitlerine Gore Karigiklik Matrisi .................... 44
Sekil 3.23 100X Biiyiitme Oraninin Timor Cesitlerine Gore Gergek ve Tahminlerinden Kesit
.................................................................................................................................................. 45
Sekil 3.24 100X Biiyiitme Oraninin Tiimor Cesitlerine Gore Egitim Siiresi Grafigi............... 46
Sekil 3.25 200X Biiyiitme Oraninin Tiimdr Cesitlerine Gore Dogruluk Grafigi..................... 48
Sekil 3.26 200X Biiyiitme Oraninin Tiimor Cesitlerine Gore Karisiklik Matrisi .................... 48
Sekil 3.27 200X Biiyiitme Oraninin Tiimor Cesitlerine Gore Gergek ve Tahminlerinden Kesit
.................................................................................................................................................. 49
Sekil 3.28 200X Biiyiitme Oraninin Tiimor Cesitlerine Gore Egitim Stiresi Grafigi............... 49
Sekil 3.29 400X Biiyiitme Oraninin Tiimor Cesitlerine Gore Dogruluk Grafigi..................... 51
Sekil 3.30 400X Biiyiitme Oraninin Tiimor Cesitlerine Gore Karigiklik Matrisi .................... 52
Sekil 3.31 400X Biiyiitme Oraninin Timor Cesitlerine Gore Gergek ve Tahminlerinden Kesit
.................................................................................................................................................. 53
Sekil 3.32 400X Biiyiitme Oraninin Tiimor Cesitlerine Gore Egitim Siiresi Grafigi............... 53

vi



SIMGELER DIiZiNi

W;  Giris Goriintii Boyutunun Genislik Degeri
w, Cikis Goriintii Boyutunun Genislik Degeri
Hq Girig Goriintii Boyutunun Yiikseklik Degeri
H, Cikis Goriintii Boyutunun Yiikseklik Degeri
D, Giris Goriintii Boyutunun Derinlik Degeri
D, Girig Goriintii Boyutunun Derinlik Degeri

F Filtre Boyutu

N Adim Sayisi

FE  Dogrusal Olmayan Bir Aktivasyon Islevi
O,  Cikti Hacmi

2k+1 Tek Bir Evrisim Filtresine Sahip Bir Karenin Kenar1
a Aktivasyon Fonksiyonu

b, mt" Ozellik Haritasinin bias Degeri

vii



KISALTMALAR DiZiNi

YSA
CPU
GPU
CNN
RNN
DVM
ESA
SOB

PT
TA
DC
LC
MC
PC

Yapay Sinir Aglar1

Central Processing Unit (Merkezi Islem Birimi)
Graphics Processing Unit (Grafik Islemci Birimi)
Convolutional Neural Networks (Evrisimli Sinir Aglar)
Recurrent Neural Networks (Tekrarlayan Sinir Aglart)
Destek Vektor Makinesi

Evrisimli Sinir Aglari

Surgical Open Biopsy (Cerrahi A¢ik Biyopsi)
Adenosis

Fibroadenoma

Filloid Timor

Tiibiiler Adenoma

Duktal Karsinom

Lobiiler Karsinom

Miisinéz Karsinom

Papiller Karsinom

viii



TESEKKUR

Bugiinlere gelmemde maddi ve manevi her tiirlii fedakarlikta bulunan, bana kars1 sonsuz
giivenlerini her daim hissettiren ve bana her zaman giivenip beni her zaman motive eden basta
melek annem Nevriye DEGIRMENCIOGLU olmak iizere tiim aileme sonsuz tesekkiir ederim.
Tiim egitim hayatim boyunca bana yol gosteren ve iizerimde emegi olan, benimle bilgi ve
tecriibelerini paylasan degerli 6gretmenlerime ¢ok tesekkiir ederim. Lisansiistii egitimim i¢in
beni danismanligina secen ve bir miiddet aradan sonra tekrar 6grenci olmama vesile olan, biz
genc arastirmacilara biiyiik destek olup her zaman 6niinii acan tez hocam Saym Dr. Ogr. Uyesi
Ahmet SAYGILI basta olmak {izere, lisansiistii egitimim boyunca bana yol gosteren, bilgi ve
tecriibelerini paylasan, ilgi ve merakimi karsiliksiz birakmayip her tiirlii destegi sunan ¢ok

degerli hocalarima sonsuz tesekkiirlerimi sunarim.
Gizem IRMAK

Bilgisayar Miihendisi

X



1. GIRIS

Gorilintli insan beyninde algilanarak islenir ve beyinde ger¢eklesen yorumlama neticesinde
anlam kazanir. Albert Mehrabian iletisimin daha ¢ok gorsel veriler ile saglanmakta oldugunu
ve sdzel verilerin iletisimde etkisinin diisiik oldugunu belirtmektedir. Insan beyni gorsel verileri
sozel verilere nazaran 60.000 kat daha hizli algilamaktadir [1]. Bu dogrultuda goriintiiniin ne

kadar 6nemli veriler oldugu da anlagilmaktadir.

Goriintl isleme, gorintii verilerinin, elektronik ortamda uygun yazilimlar yardimai ile
amaca uygun sekilde islemden geg¢irilmesine yoOnelik yapilan caligmadir. Goriintiilerin
islenmesi, degistirilmesi, iyilestirilmesi veya yabancilastirilmasi i¢in kullanilir. Goriintii isleme
sonucunda ya mevcut girdi goriintiisiinden anlamli bir sonug ¢ikartilir ya da yeni bir goriintii
elde edilir. Goriintii isleme teknikleri ile insan hayat1 olumlu etkilenmekte, bir¢cok islem hizli

ve ekonomik sekilde yapilabilmektedir.

Goriintii isleme; tip, tarim, hayvancilik, robotik, giivenlik, astronomi, cografya, askeri,
endiistriyel, gazetecilik ve fotografcilik gibi ¢cok fazla alanda etkin bir sekilde kullanilmaktadir.
Ayrica, goriintii isleme yontemleri her gecen giin gelisim gostermekte ve yeni uygulama
alanlar1 bulmaktadir. Bu da goriintii islemenin uygulandigi alanlara hem verim hem de ekonomi

anlaminda olumlu yansimaktadir.

Yapay sinir aglari, beynimizin 6grenme yontemlerinden esinlenilerek modellenmis bir
sistemdir. Derin 08renme ise, yapay sinir aglarmi kullanarak beynimizin c¢alisma
mekanizmasini taklit eden algoritmalara dayanmaktadir. Birden ¢ok veri isleme katmanindan
olusan derin 6grenme modelleri ¢ok sayida soyutlama katmani ile verilerin temsillerini
ogrenmesine olanak tanir. Bu yontemler; konugma tanima, gorsel nesne tanima, nesne algilama
ve ilag kesfi gibi daha bir¢ok alanda basari ile uygulanmaktadir. Derin 6grenme, bir makinenin
onceki katmandaki temsilden her katmandaki temsili hesaplamak i¢in kullanilan dahili
parametrelerini nasil degistirmesi gerektigini belirtmek i¢in geri yayilim algoritmasini
kullanarak biiyiik veri kiimelerinde yer alan karmasik yapiy1 ortaya ¢ikarir. Derin kivrimli aglar
goriintili, video, konusma ve ses islemede ¢i1gir agarken, tekrarlayan aglar metin ve konugma

gibi siral1 verilere 151k tutmaktadir [2].

Derin 6grenme hesaplamalarinin bilgisayarli goriide kullanilmasi ¢ok basarili sonuglar

aliabilmesini ve karmasik problemlerin basit¢e ¢oziime ulagtirilabilmesini saglamaktadir.



Gelisen teknolojiyle birlikte, modern cihazlarin tip alaninda kullanim1 da artmistir. Bu

teknikler doktorlara zaman, teshis ve tedavi konusunda biiyiik kolayliklar saglamaktadir.

Bu c¢alismada, goriintii isleme ve derin O08renme yontemlerinin tip alanindaki
uygulamalan {izerine bir ornek teskil eden histopatolojik meme kanseri goriintiilerinin derin
O0grenme yoOntemleri ile siniflandirilmast konusu ele alinmistir. Calismada BreakHis
histopatolojik meme kanseri goriintiilerini i¢eren veri seti kullanilmistir. Konuyla ilgili daha
once yapilan ¢alismalar hakkinda 6n arastirma yapilarak bilgi edinilmis ve literatiir arastirmasi
yapilarak konuyla ilgili calismalar incelenmistir. Yapilan incelemelerin ardindan derin 6grenme
yontemleri ile farkli sinif sayilart icin modellemeler yapilarak 6zgiin bir model ortaya

cikarilmaya caligilmistir.
1.1  Literatiir Ozeti

Literatiirde meme kanserinin derin 6grenme algoritmalar1 kullanilarak tespit edilmesine

yonelik bazi ¢alismalar Cizelgel.1’de gosterilmistir.

Cizelge 1.1 Literatiirdeki Calismalar

Calisma Kullanilan Basan
Yontem
Cruz-Roa ve ark., 2014 [3] CNN. F1: %71,80.

Dengeli Dogruluk: %84,23.

Ertosun & Rubin, 2015 [4] CNN (GoogleNet). Dogruluk: %S85.

Dubrovina ve ark., 2015 CNN. Iki biiyiikliik siras1 kadar daha hizli hesaplama.
[5]
Spanhol ve ark., 2016 [6] I-NN, QDA, SVM, Dogruluk: %80-%385.

RF.

Wang ve ark., 2016 [7] Derin Ogrenme. Dogruluk: %89,7.

Bayramoglu ve ark., 2016 ~ CNN. Dogruluklar:
[8] Tek gorevli ESA: %82,13.
Cok gorevli ESA: %83,25.

Selvathi & Poornila, 2017  Derin Ogrenme. Dogruluk: %98,5.
[9]




Cizelge 1.1’in devami

Aratjo ve ark., 2017 [11]

CNN, DVM.

Dogruluklar:

Iki sinif igin: %77,8.
Dort smif i¢in: %83,3.
Duyarlilik: %95,6.

Han ve ark., 2017 [12]

Derin Ogrenme
(CSDCNN).

Dogruluk: %93,2.

Motlagh ve ark., 2018 [13]

CNN (ResNet-V1-
152).

Dogruluk: %98,7.

Bardou ve ark., 2018 [14]  CNN. Dogruluk: %98,33.
Rakhlin ve ark., 2018 [15] CNN. Dogruluk: %93,8.
Liu ve ark., 2018 [16] CNN (FCLF- WDBC ig¢in:
- Dogruluk: %99,28.
Duyarlilik: %98,65.
Ozgiilliik: %99,57.
WBCD igin:
Dogruluk: %98,71.
Duyarlilik: %97,60.
Ozgiilliik: %99,43.
Nazeri ve ark., 2018 [17] CNN. Dogruluk: %95.
Xive ark., 2018 [19] CNN (VGGNet). Dogruluk: %92,53.
Sadoughi ve ark., 2018 Makale bir derleme  Ultrason: %95,85.
[20] galismasudur, Mamografi: %93,0609.
calismalarda
uygulanan Termografi: %100.

teknikler ve basari
oranlar1
yorumlanmugtir.

Ekici & Jawzal, 2020 [21]

On isleme,
boliitleme, 6zellik
cikarma, CNN.

Dogruluk: %98,95.

Togagar ve ark., 2020 [22]

CNN ve DA,
ozellik se¢imi.

Alt veri kiimesindeki basari: %99,73.

Tiim veri kiimesindeki basar1: %98,59.




Cizelge 1.1’in devami

SenthilKumar ve ark., CNN (VGG16) Dogruluk: %88.
2021 [23]
Sharma ve ark., 2021 [24] CNN Dogruluklar:

40X Biiyiitme: %380,76,
100X Biiyiitme: %76,58,
200X Biiyiitme: %79,90,
400X Biiyiitme: %74,21.

Agarwal ve ark., 2022 [25] VGG16 Dogruluk: %94,67,
Kesinlik: %92,60,
F1: %85,21,
Recall: %80,52.

Mayouf ve ark., 2022 [26]  Derin Ogrenme Dogruluklar:
Ikili Smiflandirma: %98,76,
Coklu Siniflandirma: %95,93.

Cruz-Roa ve ark., meme kanseri goriintiilerinde invaziv duktal karsinoma (IDC) yani
yayilma ihtimali olan kotii huylu tiimor iceren doku boélgelerinin otomatik tespiti ve gorsel
analizi i¢in derin 6grenme yaklagimi sunmaktadirlar. Sunduklar1 yontemin F-6l¢iim ve dengeli

dogruluk acisindan (%71,80, %84,23) en iyi nicel sonuglar1 verdigini belirtmislerdir [3].

Ertosun ve ark., mamografi goriintiilerinde kitlelerin otomatik olarak aranmasi ve
siirlanmast i¢in derin 6grenme temelli bir gorsel arama sistemi gelistirmislerdir. Sistemleri,
siiflandirma motoru ve yerellestirme motoru olmak tizere iki modiilden olusur. Bu sistem ile

kitle igeren goriintiilerin tanimlanmasinda %85 dogruluk elde etmislerdir [4].

Dubrovina ve ark., mamografi goriintiilerinde piksel yontemli otomatik sinif tahminini
hizlandirmak i¢in klasik tam bagli katmanlar yerine evrisim katmanlarini kullanmiglardir. Bu
yaklasim aynmi siiflandirma dogrulugunu korurken, yaklagik iki biiyiikliik siras1 kadar daha

hizli hesaplama saglamaktadir [5].

Spanhol ve ark., 82 hastadan elde edilen 7909 meme kanseri histopatoloji goriintiisiinii

iceren BreakHis veri seti iizerinde, son teknoloji makine 6grenmesi goriintii siniflandirma
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tekniklerini kullanarak iyi huylu ve kotii huylu olmak iizere siniflandirma yapmiglardir.

Dogruluk %80 ile %85 arasinda degismektedir [6].

Wang ve ark., calismasinda mikrokalsifikasyonlarin (kanser/hastalik olusumuna sebep
olan kalsiyum ¢okeltilerin) teshis dogrulugunu iyilestirmek i¢in biiyiik veri kiimeleri {izerinde
derin ogrenmeye dayal1 modellerin performansini degerlendirmislerdir.
Mikrokalsifikasyonlarin ve meme kitlelerinin dogrulugunu, meme lezyonlarini siniflandirmak
icin tek basina veya kombinasyon halinde degerlendirmek adina bir siniflandirici modeli
olusturulmustur. Derin 6grenme modeli ile mikrokalsifikasyonlarin ve meme kitlelerinin

birlesiminden %89,7 dogruluk elde etmislerdir [7].

Bayramoglu ve ark., BreakHis veri setini kullanarak histopatolojik meme kanseri
goriintiilerini simiflandirmak amaciyla tek ve ¢ok gorevli olmak iizere iki farkli gorevli
evrisimsel sinir aglar1 kullanmiglardir. Tek gorevli evrisimli sinir aglarini koétii huylu tiimérleri
tahmin etmek icin, cok gorevli evrisimli sinir aglarini1 da hem koti huylu tlimoérleri hem de

biiylitme oranini es zamanli olarak tahmin etmek i¢in kullanmiglardir [8].

Selvathi & Poornila, mamografi goriintiilerinden meme kanserinin saptanmasina
yonelik, denetimsiz, derin 6grenme tabanli bir teknik 6nermislerdir. Bu teknigi kullanarak daha
kiigiik kiitlelerin yerlerinin daha dogru tespit edilmesini amaglamiglardir. Onerilen yéntem ile
yogun mamografi goriintiilerinin siniflandirilmasinda %98,5’e varan bir dogruluk elde

etmislerdir [9].

Wang ve ark., meme kanserini hizli bir sekilde teshis etmek i¢cin meme tarama
yontemlerinde (0zellikle mikrodalga goriintiilemede) ve meme biyobelirteglerinde ve

biyosensorlerde son zamanlardaki 6nemli bagarilara genel bir bakis sunmuslardir [10].

Araujo ve ark., hematoksilen ve eozinle boyanmis goriintiilerle biyopsi dokusunun
bilgisayar destekli siniflandirilmasina yonelik bir evrisimli sinir aglar1 yontemi 6énermislerdir.
Goriintiileri; normal doku, iyi huylu lezyon, in situ karsinoma ve invaziv karsinoma olmak
tizere dort sinifa, karsinoma (kanserli) ve non-karsinoma (kanserli olmayan) olmak {izere iki
smifa ayirmiglardir.  CNN ile ¢ikarilan Oznitelikleri bir Destek Vektor Makinesi
siniflandiricisini egitmek i¢in de kullanarak dort sinifli siniflandirma igin %77,8, iki sinifh
siniflandirma i¢in %83,3 oraninda dogruluk elde etmislerdir. Yontemin kanser vakalarina

duyarlilig1 %95,6'dir. [11].



Han ve ark., 6nerdikleri yeni bir derin §grenme modelini kullanarak meme kanseri ¢oklu
siiflandirmasi gergeklestirmislerdir. Yapilandirilmig derin 6grenme modeli ile biiytik 6lgekli

bir veri setinde ortalama %93,2 dogruluk elde etmislerdir [12].

Motlagh ve ark., 6nceden egitilmis ResNet-V1-50 modelini kullanarak meme, mesane,
akciger ve lenf dahil olmak tizere dort kanser tipinde ortalama %99,8 dogruluk elde etmislerdir.
Daha sonra meme kanseri alt tiplerinin siniflandirilmasi i¢in BreakHis veri tabanindan 7,909
goriintliye bu yaklasimi uygulayarak ResNet-V1-152 modeli ile %98,7°1ik bir dogrulukla iyi ve

kotli huylu meme kanserlerini siniflandirmislardir [13].

Bardou ve ark., evrisimsel sinir aglarini kullanarak histolojik meme kanseri
goriintiilerini otomatik olarak iyi huylu ve kotii huylu olmak iizere siniflandirnuslardir. ikili

siniflandirma i¢in %96,15 ile %98,33 arasinda dogruluk degeri elde etmislerdir [14].

Rakhlin ve ark., hematoksilen ve eozin lekeli histolojik meme kanseri goriintiilerinin
siiflandirilmas: i¢in derin evrisimsel sinir aglarima dayali hesaplamali bir yaklagim
gelistirmislerdir. Birkag derin sinir ag1 mimarisini ve gradyan destekli agaclar siniflandiricisini

kullanmislardir. Siniflandirma sonucunda %93,8’lik bir dogruluk elde etmislerdir [15].

Liu ve ark., Wisconsin tanisal meme kanseri (WDBC) ve Wisconsin meme kanseri veri
taban1 (WBCD) olmak tizere iki ayr1 veri tabanindaki yapilandirilmis verilerin siniflandirma
performansini iyilestirmek amaciyla tam bagli olan katmanlarin ilk evrisim katmanindan 6nce
yerlestirildigi bir evrisimsel sinir aglar1 yapis1 (FCLF-CNN) énermislerdir. Onerilen evrisimsel
sinir aglar1 yapis1 (FCLF-CNN) ile; WDBC icin %99,28 dogruluk, %98,65 duyarlilik ve
%99,57 6zgiilliik, WBCD i¢in %98,71 dogruluk, %97,60 duyarlilik ve %99,43 6zgiilliik elde
etmislerdir [16].

Nazeri ve ark., mikroskop goriintiilerinin meme dokusu smiflandirmasi sorununu derin
o0grenme tekniklerini kullanarak arastirmislardir. Egitim veri setindeki her goriintiiniin biiyiik
boyutu nedeniyle, iki ardisik evrisimsel sinir agindan olusan yama tabanli bir teknik
onermislerdir. Ilk "yama tabanli" ag, goriintii yamalarmin 6zelliklerini ¢ikarirken, ikinci
"griintii tabanl" ag tiim goriintiiniin siiflandirmasim gerceklestirmistir. Onerdikleri yontem,

literatlirde daha once bildirilen %77 dogruluk oranlarina kiyasla %95 dogruluk saglamistir [17].



Reiazi ve ark., yaptiklari caligma ile mamografi goriintiilerinden lezyon tespiti i¢in basit
bir seri evrisim sinir ag1 uygulayan Daha Hizli Bolgesel Evrisimsel Sinir Aglart (R-

CNN/Region Convolution Neural Networks) detektoriiniin verimini degerlendirmislerdir [18].

Xi ve ark., mamogram goriintiilerinde kalsifikasyonlar1 ve kitleleri siniflandirmak ve
sinirlandirmak i¢in evrigsimsel sinir aglarini kullanmislardir. Deneysel sonuglarla VGGNet'in

siiflandirmalarda %92,53 ile en iyi genel dogrulugu aldigin1 géstermislerdir. [19].

Sadoughi ve ark., meme kanserini taramak ic¢in kullanilan mamografi, ultrason ve
termografi gibi farkli araglarin, goriintii isleme ve yapay zeka (Al) algoritmalar1 kullanilarak
tasarlandigini, radyologlarin gogiis anormalliklerini daha verimli bir sekilde tanimlamasina
yardimci oldugu belirtilmistir. Bu ¢alismada, 2007-2017 yillart arasinda yazilmis makaleler
cikarilmis, bunlarin arasinda benzer teknikler kullanip benzer sonuclar bildirenler harig
tutulmus ve son olarak 40 makale incelenmistir. PubMed, Springer, IEEE, ScienceDirect ve
Gray Literature (Google akademik dahil, konferanslarda yayilanan makaleler, hiikiimet teknik
raporlari ve bilimsel yayincilar tarafindan kontrol edilen diger alanlar) araciligiyla tibbi literatiir
analizi ve MEDLINE gibi veri tabanlarinda meme kanseri, goriintii isleme ve yapay zeka
anahtar kelimeleri ile arastirma yapilarak, tibbi goriintii isleme teknikleri ¢ikarilmis ve meme
kanserini teshis etmek icin goriintii islemeyi kullanan bazi goriintii isleme ve yapay zeka
yontemleri incelenmis ve sonuglar son yillarda farkli teknikleri ve sonuglarini géstermek igin
tablolarda verilmistir. Sonug olarak, farkli goriintii tipleri i¢in bakildiginda, desteklenen vektor
makinelerinin en yliksek dogruluk yiizdesine sahip oldugu gosterilmistir (ultrason = %95,85,
mamografi = %93,069 ve termografi = %100). Bilgisayar destekli yontemlerin yanlis pozitifleri
azaltarak tani dogrulugunu arttirdig1, meme kanserinin bilgisayarli tanisinin tibbin gelisimine
blyiik katki sagladigi ve radyologlar tarafindan stirekli olarak kullanilmakta oldugu
belirtilmistir [20].

Ekici & Jawzal, meme kanseri hastaliginin belirtilerini tespit etmek i¢in goriintii isleme
teknikleri ve algoritmalar1 kullanilarak meme kanserinin erken saptanmasina izin veren yazilim
gelistirilmis ve bu yazilimla termal meme goriintiileri analiz edilmistir. Biyo-verilere, goriintii
analizine ve goriintii istatistiklerine dayali meme karakteristik 6zelliklerinin ¢ikarilmasi igin
yeni bir algoritma onerilmistir. Calismanin girdisi, termal kamera tarafindan yakalanan termal
goriintlidiir, bu goriintii Bayes algoritmasi ve yapay sinir aglart (CNN) kullanilarak optimize

edilmistir. Calisma sonucunda goriintiiler normal veya siipheli olarak siniflandirilabilmistir.



Onerilen algoritma kullanilarak, veri setindeki 140 kisiye ait termal goriintiiler i¢in %98,95'lik

bir dogruluk orani elde edilmistir [21].

Togacar ve ark., kadinlarda en sik goriilen meme kanseri tiirii olan ve siit kanallarini yok
ederek meme dokularini istila eden “invaziv duktal karsinom kanseri” ele alinmistir. Meme
kanseri hastalarinin yaklasik %80'inde invaziv duktal karsinom oldugu ve bu hastalarin yaklagik
%66,6'sinin 55 yasindan biiylik oldugu belirtilmis ve bu durumun meme kanseri tipi ile
ilerleyen kadin yasi arasinda giiclii bir iliski olduguna isaret etmekte olduguna dikkat
cekilmistir. Calismada, “invaziv duktal karsinom meme kanseri’nin siniflandirilmasi i¢in
goriintii isleme teknikleri ve yapay zekanin alt dali olan derin 6grenme modelleri kullanilmaistir.
Sonug olarak, ilk etapta alt veri kiimesinde %99,73'liikk bir basari1 oram elde edilmis, veri
kiimesinin tamami Onerilen yaklasimla islendiginde ise siniflandirmada en iyi basar1 oraninin
%98,59 oldugu tespit edilmis ve onerilen yaklagimin siniflandirmada basarili bir model olarak

kabul edilebilecegi belirtilmistir [22].

SenthilKumar ve ark., histoloji goriintiileri kullanilan cesitli arastirmalar1 gézden
gecirerek durumlarini detaylandirilmistir. Meme kanseri histoloji goriintiilerini iyi huylu ve
kotii huylu olarak siniflandirmak i¢cin VGG16 modelini kullanmislar ve test verilerinde %88
dogruluk elde etmislerdir. Bulgular1 benzer sekilde diger yaklasimlarla da karsilastirmislardir
[23].

Sharma ve ark., meme kanseri histopatolojik goriintiilerinin biiylitmeden bagimsiz ¢oklu
siniflandirmasi igin otomatik bir sistem olusturmak i¢in bir CNN mimarisi dnermislerdir. Bu
otomatik sistem, dengeli bir BreakHis veri setinden sekiz farkli meme kanseri sinifini teshis
etmede yiiksek iiretkenlik ve tutarlilik sunmustur. Sistemde farkli biiylitme seviyelerindeki
goriintiilerden ayirt edici 6zellikleri 6grenmek i¢in verimli bir egitim metodolojisi, asirt uyum
sorununun tiistesinden gelmek i¢in de veri biiylitme teknikleri kullanilmistir. Ek olarak, uygun
bir havuzlama stratejisi ve optimizasyon teknigi benimsenerek CNN mimarisinin performansi
onemli dl¢tide iyilestirilmistir. Buna dayanarak 40X, 100X, 200X ve 400X biiyiitmede sirastyla
%80,76, %76,58, %79,90 ve %74,21 dogruluk elde edilmistir. Onerilen model, 40X biiyiitme
seviyesinde ortalama %80,47 dogrulukla el yapimi yaklasimlardan daha iyi performans

gostermektedir [24].

Agarwal ve ark., histopatolojik goriintiilerde meme kanseri siniflandirmasi i¢in kamuya

acik BreakHis veri setinde derin CNN ve dort popiiler CNN tabanli mimaride: VGGI6,



VGG19, MobileNet ve ResNet50 performans analizi gerceklestirdik. Siniflandiricilar arasinda
VGGI16, en yiiksek %94,67 dogruluk, %92,60 kesinlik, %85,21 fl-skoru ve %80,52 geri

cagirma degeri ile en 1yi performansi gostermistir [25].

Mayouf ve ark., BreakHis veri seti iizerinde miifredat artimli 6greniminin ikili
simiflandirma icin %98,76 dogruluga ulastigini, en son teknoloji yaklasiminin ise yalnizca
%96,78'e ulastigin1 gostermislerdir. Cok sinifli siniflandirma ile ilgili olarak da, miifredat
artimli 6grenmenin %95,93'e ulastigini, son teknoloji yaklasimlar sadece %95,49'a ulastigini
belirtmiglerdir. Ayrica miifredat dis1 bir 6grenme yaklasimina gore, asamali miifredat 6grenme
yaklasiminin hem hesaplama siiresi hem de 6grenme siirecinin stabilizasyon siiresinin (sirastyla

%6 ve %20'den fazla) azaltildig1 belirtilmistir [26].
1.2 Cahismanin Amaci ve Kapsami

Histopatoloji; hastalik belirtisi olan organ, doku veya hiicrelerde c¢esitli yontemler
kullanilarak yapilan histolojik incelemedir ve normal, kotii ve iyi huylu hiicreleri ayirmay1
amagclar. Histopatolojik olarak incelenecek dokular biyopsi yontemi ile elde edilir. En yaygin
biyopsi yontemi olan Cerrahi A¢ik Biyopsi (SOB) yonteminde, goriintilleme yontemlerinin
biriyle tespit edilip tel ile belirgin hale getirilen siipheli par¢anin bir kismi ya da tamami cerrahi
operasyonla ¢ikarilir [27]. Meme biyopsilerinde patologlar, dokunun mikroskobik yapisini
histolojik olarak degerlendirir ve gorsel muayene ile son teshisi koyar [28]. Bu asamada
patologun tecriibesi, dikkati, yorgunluk seviyesi vb. durumlar yanlis teshis oranim
arttirmaktadir. Kanserin dogru ve daha yiiksek oranda tespiti i¢in insan beyninden esinlenen

derin 6grenme yontemlerine ihtiya¢ duyulmaktadir.

Calismanin amaci, dnceden egitilmis evrisimsel sinir aglarimi farkli transfer 6grenme
yontemleri  iizerinden uygulayarak histopatolojik meme kanseri  goriintiilerinin

siiflandirmasinda kullanmaktir.

Calisma i¢in BreakHis veri seti kullanilmistir. Uygulamada, uygulama ortami igin
Python programlama dili ve Google Colaboratory (Colab) Notebook kullanilmistir. Colab,
ticretsiz GPU destegi sunan ve G-Mail ile Drive kullanicilarinin Drive'a veri kiimeleri
ylklemesine ve dogrudan Drive'a baglanmasina olanak taniyan bir bulut destegidir. Ayni
zamanda Colab, makine Ogrenimi arastirmalarina ve calismalarina yardimci olmak igin
olusturulmus bir projedir. Kurulum gerektirmeyen ve tamamen bulutta ¢alisan bir Jupyter

Notebook ortamidir.



Boliim 1°de literatiir 6zeti, calismanin amaci ve kapsami, veri seti hakkinda detayli bilgi
verilmektedir. Boliim 2’de derin 6grenmenin tarihgesi, derin 6grenmenin temelini olusturan
yapay sinir aglari, derin 6grenme yontemleri ile siniflandirma, derin 6grenme mimarileri ve
derin 6grenme kullanim alanlar1 anlatilmigtir. Boliim 3°de histopatolojik meme kanseri
goriintiilerinin derin 6grenme yontemleri ile siniflandirilmasi ¢aligmasi yer almaktadir. B6lim

4’te bu caligsmaya ait deneysel sonuclar ve Oneriler paylasilmistir.
1.3 Veri Seti

Gogiis Kanseri Histopatolojik Gorlintii Siiflandirmasi (BreakHis) veri seti, Parana,
Brezilya’daki Patolojik Anatomi ve Sitopatoloji Laboratuvari (P&D)

(http://www.prevencaoediagnose.com.br) ile is birligi i¢inde olusturulmustur.

Veri seti, farkli biiytitme faktorleri (40X, 100X, 200X ve 400X) kullanilarak 82 hastadan
toplanan meme tiimorii dokusunun toplam 7109 mikroskobik goriintiisiinden olusur. Bu
goriintiilerin 2480 tanesi 24 hastaya ait ve iyi huylu, 5429 tanesi ise 58 hastaya ait ve kotii huylu
ornek igermektedir. lyi ve kotii huylu gériintiilerin biiyiitme oranlarina gére dagilimi Cizelge

1.2°de gosterilmistir.

Cizelge 1.2 Biiyiitme Oran1 ve Sinifa Gore Goriintii Dagilimi

Biiyiitme Oram Iyi Huylu Kotii Huylu Toplam
40X 625 1370 1995
100X 644 1437 2081
200X 623 1390 2013
400X 588 1232 1820
Toplam Goriintii 2480 5429 7909
Toplam Hasta 24 58 82

Meme tiimérii drnekleri, immiinohistokimya (IHC) ile degerlendirilmistir. Veri setinde
bulunan ornekler, kismi mastektomi veya eksizyonel biyopsi olarak da adlandirilan Cerrahi
Acik Biyopsi (SOB) yontemi ile ~3um kalinliginda kesitler alinarak toplanmistir. Bu tiir bir
prosediir, herhangi bir igne biyopsisi yontemine kiyasla, daha biiyiik doku 6rnegini ¢ikarir ve

genel anestezi ile bir hastanede yapilir.
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Ornekler, bahsi gegen meme dokusu biyopsi slaytlarindan hematoksilen ve eozin (HE)
ile boyanarak iiretilmistir. Histolojik ¢aligma i¢in hazirlanmis ve P&D Laboratuvari patologlari

tarafindan etiketlenmistir.

Goriintliler i¢in SCC-131AN Samsung dijital renkli kamera ile birlestirilmis 3,3X
biiytlitmeli role lensli Olympus BX-50 sistem mikroskobu kullanilmistir. Biiyiitme oranlar1 40X,
100X, 200X ve 400X’dir. Kamera piksel boyutu 6,5 pm’dir. Goriintiiller PNG formatinda,
normallestirme veya renk standardizasyonu olmayan ham goriintiilerdir. 700x460 piksel, 3

kanalli (RGB) ve her kanalda 8 bit derinlige sahiptir.

Veri seti, iki ana gruba ayrilir: Iyi huylu tiimérler ve kotii huylu tiimérler. Histolojik
olarak iyi huylu, herhangi bir malignite kriterine uymayan bir lezyona atifta bulunan bir
terimdir. Normalde, iyi huylu tiimoérler nispeten "masumdur", yavag biiyiir ve lokalize kalir.
Koti huylu tiimor, kanser ile es anlamlidir; lezyon, bitisik yapilari istila edip yok edebilir (yerel

olarak invaziv) ve 6liime neden olmak i¢in uzak bolgelere yayilabilir (metastaz yapabilir).

Hem iyi huylu hem de kotii huylu meme tiimorleri, tiimor hiicrelerinin mikroskop
altinda nasil goriindiigiine bagli olarak farkli tiplere ayrilabilir. G6giis tiimorlerinin ¢esitli
tipleri/alt tipleri, farkli prognozlara ve tedavi sonuclarina sahip olabilir. Veri seti su anda dort
farkli iyi huylu meme tiimori tipini: Adenosis (A), Fibroadenoma (F), Filloid Tiimor (PT) ve
Tiibliler Adenoma (TA); ve dort habis tiimor (gogiis kanseri) tipini: Duktal Karsinom (DC),
Lobiiler Karsinom (LC), Miisinz Karsinom (MC) ve Papiller Karsinom (PC) igermektedir. Bu
tiimor tiirleri ve 6zellikleri, Cizelge 1.3’te gosterilmistir. Ayrica iyi ve kotii huylu tiimor
goriintiilerinin biliylitme orani1 ve histolojik alt tiplere gére dagilimi Cizelge 1.4 ve Cizelge 1.5te

gosterilmistir.
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Cizelge 1.3 Tiimér Tiirleri ve Ozellikleri

Timor Tiri Goriuntii Tiimor Ozellikleri

Adenosis (A) / Bazi lobiiller (siit iireten keseler) biiyiidiiglinde ve normalden
daha fazla bez igerdiginde ortaya ¢ikan iyi huylu meme

__ timorleridir.

Fibroadenoma

(F)

- Hem glandiiler dokudan hem de stromal (bag) dokudan olusan

'f-,; yaygin, 1yl huylu meme tiimorleridir.

lrp

i 3{?4

Filloid Tiimor \J Memenin stromal dokusunda baslayan nadir iyi huylu meme

!
PR

(PT) 1| timérleridir.
Tiibiiler ' Yogun sekilde paketlenmis diizenli yuvarlak sinirl bir kitleden
Adenoma ve tiibiillerden olusan iyi huylu bir meme lezyonu olarak
(TA) tanimlanir.
Duktal Memede siit kanali i¢inde koétii huylu (anormal) hiicrelerin
Karsinom varligidir.
(DC)
Lobiiler Memenin siit iireten bezlerinde (lobiiller) baslayan bir meme
Karsinom kanseri tiridiir.
(LC)
Miisindz Nadir goriilen bir meme kanseri tlriidiir. Adini, kanser
Karsinom hiicrelerinin miisin ad1 verilen bir madde ile ¢evrelenmesinden
MC) alir.
Papiller Tim meme kanserlerinin %]1'inden daha azinm1 olusturan ¢ok
Karsinom - nadir goriilen bir kanser tiiriidiir. Adi, hiicrelere mikroskop
(PC) ' altinda bakildiginda gériilen parmak benzeri ¢ikintilardan veya

": papiillerden gelir.
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Cizelge 1.4 Biiyiitme Oran1 ve Histolojik Alt Tiplere Gére “lyi Huylu” Gériintii Dagilim1

Biiyiitme Orani A F PT TA Toplam
40X 114 253 149 109 625
100X 113 260 150 121 644
200X 111 264 140 108 623
400X 106 237 130 115 588
Toplam 444 1014 569 453 2480
Toplam Hasta 4 10 7 3 24

Cizelge 1.5 Biiyiitme Oran1 ve Histolojik Alt Tiplere Gore “Koétii Huylu” Goriintii Dagilimi

Biiyiitme Orani DC LC MC PC Toplam
40X 864 156 205 145 1370
100X 903 170 222 142 1437
200X 896 163 196 135 1390
400X 788 137 169 138 1232
Toplam Goriintii 3451 626 792 560 5429
Toplam Hasta 38 5 9 6 58
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2. DERIN OGRENME
2.1 Tarihge

Derin 6grenme, makine 0grenmesinin bir alt dalidir, makine 6grenmesi ise yapay
zekanin bir alt dalidir. Son yillarda veri sayisinin artmasiyla (6zellikle son 10 yilda olusan
“Biiylik Veri” ile birlikte), makine 6grenmesi yontemleri performans agisindan iyi sonuglar
vermemeye ve yetersiz kalmaya baglamistir. Bu durum derin 6grenme sigramasini beraberinde
getirmistir. Derin 6grenme, performans ve basari sonucu acgisindan, diger makine 6grenmesi

yontemlerine gore daha iyi sonuglar vermektedir.

i&yﬁzﬂa;ﬂkhcy@mwm

Makine 6grenmesi ozellegerek
kealitesini arttirds.

! k_
-
iy | 8

- EE—— EEE—— — E—— — — ‘-'_a*_w*
1950°ler 1960'lar 1970'ler  1980°ler 1990°'lar  2000°ler  2010'lar

Sekil 2.1. Derin Ogrenmenin Gelisimi

Derin 6grenme, ¢ok katmanli YSA’dan olusur. 90’I1 yillarda veri setlerinin yeterli
olmamasi, bilgisayarlarin CPU agisindan yetersiz kalmasi, yanlhis sekilde baslatma
(initialization) ve dogru olmayan nonlineer aktivasyon fonksiyonlar1 gibi problemler sebebi ile
bir donem durgunluk yasayan YSA ve derin O0grenme, zamanla teknolojinin gelismesi
bilgisayarlarin giiclenmesiyle birlikte 2000’li yillarin basinda yeniden ilgi goren bir alan
olmaya baslamistir. GPU gelisimiyle birlikte daha yiizeysel aglardan daha derin aglara gecis

yapilmistir. Sekil 2.1°de derin 6grenmenin bu gelisimi gosterilmektedir.
2.2 Yapay Sinir Aglan

YSA, beynimizin yapisini ve ¢alisma mekanizmasini taklit eden sistemlerdir ve g¢ok

sayida islem birimine (néron) sahiptir. Biyolojik sinirlerden, yapay sinir aglarina gegerken
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noron = iglem elemani, dentrit = toplama fonksiyonu, hiicre gévdesi = aktivasyon fonksiyonu,
akson = eleman ¢ikisi, sinaps = agirlik seklinde dontisiim gecirir. Sekil 2.2°de biyolojik sinir

hiicresinin yapis1 gosterilmistir.

Hiicre Govdesi

Cekirdek Sitoplazma

,_uu{uw}é ; ::::::%>\§

Dendtit Akson Miyelin Kibf  AksonUcu

Sekil 2.2. Biyolojik Sinir Hiicresinin Yapisi

Dis ortamdan veya diger sinir hiicrelerinden alinan girdiler, agirliklar yardimiyla yeni
hiicreye baglanir. Toplama fonksiyonu ile net girdi bulunur. Net girdinin aktivasyon
fonksiyonundan gegirilmesiyle ise net ¢ikti bulunur (bir yapay sinir agindaki tiim hiicrelerin
toplama ve aktivasyon fonksiyonu ayni olmak zorunda degildir). Her diiglimiin bir agirlik
degeri vardir. YSA, kendisine ornekler gosterildikge bu agirlik degerlerini gilinceller. Amag,

aga gosterilen 6rnekler i¢in dogru ¢ikislar1 verecek agirliklar: bulmaktir.

Girigler Agirliklar

Esik T
X1
X5 w,
—\ Netgiris | | .| Ckis

v i y
I r

. Toplama Aktivasyon
n n fonksiyonu fonksiyonu

X = {xllx21x3lx4; "';xn}
W = {wll Wy, W3, Wy, -, wn}

Sekil 2.3. Yapay Sinir Hiicresinin Yapisi

Aktivasyon fonksiyonu, yapay sinir agindaki noronun aktif olup olmayacagina karar
veren bir fonksiyondur. S6z konusu probleme gore karar verilecek "sigmoid", "tanh", "relu" ve

"softmax" gibi c¢esitli aktivasyon fonksiyonlar1 vardir. Sekil 2.3'te bir yapay néron modeli
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goriilmektedir. “X;, X,, ..., X;;” giris degerleri ve “W;, W,, ..., W,” karsilik gelen agirlik
degerleridir. Aktivasyon fonksiyonu, girdiler ve agirliklarin carpimlarinin toplamina bias

sapma degerinin eklenmesiyle olusan bir fonksiyondur.

YSA’da bilgiler agin tamamina yayilarak saklanir. Aglar egitildikten sonra eksik veriler
icerse dahi ¢ikt1 {iretebilirler. Olaylar1 68renirler ve benzer olaylarla karsilastiklarinda yorum

yapip karar verebilirler. Ayni zamanda birden fazla isi ayni anda yapabilecek alt yapiya sahiptir.

YSA’da ilgili tiim Orneklerin aga gosterilerek modelin egitilmesi gerekmektedir.
Modelin basarisi, secilen 6rnekler ile dogrudan iligkilidir. Yani modele olay biitiin yonleri ile

tanitilmazsa model yanhs ¢iktilar iiretebilir.
2.3 Derin Ogrenme Yoéntemleri ile Stmiflandirma

Klasik 6grenme yontemleri, girdilerin ve ¢iktilarin ¢ok biiylik oldugu yiiksek boyutlu
verileri isleme yetenekleri bakimindan sinirlidir. Bu verilerin islenmesi, problem karmasikligi
arttikca performans ve dogruluk agisindan daha zor hale gelir. Bu asamada derin 6§renme,
karmagik gercek diinya sorunlarina c¢oziimler sunar. Gorev daha karmasik hale geldikge,

ndronlar bilgiyi iletmek i¢in daha karmagik bir ag yapisi olusturur.

Derin 0grenme, Ozellikleri dogrudan verilen verilerden Ogrenir. Sinir aglari, diger
algoritmalarin kolayca kesfedemeyecegi nitelikleri ve aralarindaki iliskileri kolayca
Ogrenebilir. Sinir aglari, verileri matematiksel olarak doniistiiren néron katmanlarini kullanarak
karmasik bir model 6grenir. Siradan bir sinir ag1 modeli, bir girig katmani, bir ¢ikis katmani ve
ikisi arasindaki bilgi akisini saglayan bir gizli katmandan olusur. Derin 6grenme terimi, birgok
gizli katmana sahip modeller i¢in kullanilir. Sekil 2.4'te her daire bir néronu temsil etmektedir.
Her noron; bir agirlik degeri, bias degeri ve aktivasyon fonksiyonu olan matematiksel bir
fonksiyondur. Noronlarin bir veya daha fazla girisi vardir. Bilgi, giris katmanindan gizli

katmana hareket eder, gizli katmanlar isleyerek bilgiyi ¢ikis katmanina gonderir.
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GiRIS KATMANI GiZLi KATMAN1 GiZLi KATMAN 2 CIKIS KATMANI

Sekil 2.4. Sinir Ag1 Mimarisinin Genel Goriiniimii

2.4 Derin Ogrenme Mimarileri

Yapay gorme uygulamalarinda kullanilan CNN basta olmak iizere bir¢ok derin 6grenme

mimarisinin ¢aligma prensibi, insan beynindeki gérme sistemine benzer. Soyle ki:

e (Gozlerden noronlar araciligiyla gelen sinyaller birka¢ katmanli sistematik bir yapida

degerlendirilir.

e Sinyalin gézden sonra ilk ugradigi bolgede kose ve kenar gibi goriintiiniin baslica

ozellikleri taninir.

e Devam eden katmanlarda bu kose ve kenarlar bir araya getirilerek goz, burun ve agiz
gibi bolgeler, ardindaki katmanlarda yiizler, ardindaki katmanlarda ise nesne ve kisi

yerlesimi gibi goriintiiniin tlimiine ait olan 6zellikler taninir.

En temel derin 6grenme model mimarileri: RNN ve CNN’dir.

24.1 RNN

RNN’in diger mimarilerden farki hatirlama 6zelligidir. Bu hatirlama islemi, RNN’de
girdiler arasinda iliski kurulmasiyla saglanir. Egitim sirasinda kurulan tiim bu iliskiler

hatirlanir. Sekil 2.5.te goriindiigii gibi ¢ikti sonucu firetilen sonu¢ bir sonraki adimi
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beslemektedir. Genellikle metin ve ses verileri iizerinde kullanilmaktadir. Kendi igerisinde

dongii gibi ¢alisarak islemler yapildigi icin ¢ok derin RNN yapilar1 kurulmaz.

RNN

Cilkas Katmam

Giris Katmam e
Gizli Katmanlar ( sumf / hedef)

Sekil 2.5. Basit Tekrarlayan Sinir Ag1 (RNN)

24.2 CNN

Evrigimli sinir ag1 (CNN), art arda yerlestirilmis birden fazla egitilebilir boliimden
olusur ve genellikle gorsel verinin ¢esitli katmanlarla islenmesinde kullanilan bir derin 6grenme
yontemidir. CNN, ham goriintiileri alip ¢esitli katmanlarla isleyerek egitim siirecini

gergeklestirir ve 6zelliklerin otomatik olarak ¢ikarilmasini saglar.

CNN, 6zel bir yapay sinir ag1 tliriidiir. CNN'ler 6zellikle goriintii problemlerinde yaygin
olarak kullanilan derin 6grenme mimarileridir. Bir CNN, klasik sinir aglar1 yapisina benzer
noronlardan olusur ve 6grenme i¢in agirliklari ve onyargilar1 vardir. Her néron girdileri alir,
birlestirir ve genellikle dogrusal olmayan bir isleve sahip bir ¢ikt1 {iretir. CNN uygulamalari,

girdileri goriintii olarak kabul eder ve 6zellikleri mimariye kodlamamiza izin verir.

Evrisimli sinir aglari, derin 6grenmenin bir alt dalidir ve genellikle gorsel bilgilerin
analizinde kullanilir. Yaygin kullanimlar goriintii ve video tanimadir. Esasen ¢ok katmanli bir
sinir ag1 modeli kategorisine aittirler. Klasik 6grenme yontemlerine gore ¢ok fazla 6n igsleme
asamas1 gerektirmeyen, 6zellik ¢ikarimi gergeklestiren ve daha yiiksek performans sunan bir
yontemdir [29]. Katmanlartyla birlikte CNN yapis1 Sekil 2.6'da gosterilmektedir. CNN;
evrisim, dogrusal olmayan, havuzlama, diizlestirme ve tam baglantili katmanlardan olusur.
Evrigimli Katman (Convolutional Layer), 6zelliklerin tespiti i¢in kullanilir, Dogrusal Olmayan
Katman (Non-Linearity Layer), sisteme dogrusal olmayanlig1 getirmektir, Havuzlama Katmani
(Pooling Layer), agirliklarin sayisin1 azaltmak ve uygunluklarini kontrol etmektedir. Verileri
ag i¢in hazirlama islemi Diizlestirme Katmani’nin (Flattening Layer) gorevidir. Verilerin

siniflandirilmas1 Tam Bagl Katman 'da (Full-Connected Layer) gergeklestirilir.
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CNN

— ﬁ. N — J =+ ARABA
Tahmin

Havuzlama . Havuzlama  Tam baglantih edilen simf
katmam Evrisim katmam 1o,y katman

Girdi goriintiisii | Evrisim katmam

Sekil 2.6. Basit Evrigimli Sinir Ag1 (CNN)

2.4.2.1 Evrigim Katmani (Convolutional Layer)

CNN algoritmalarinda goriintliyli isleyen ilk katmandir. Goriintiiler, iginde belirli degerler
bulunan piksellerden olusan matrislerdir. Evrisim katmaninda, orijinal goriintii boyutundan
daha kiiciik bir filtre goriintiiniin tizerine gelir ve bu goriintiilerden belirli 6zellikleri yakalamaya

calisir.

Evrisim katmam, bir ‘I’ girisi ve bir dizi ‘n’ evrisim filtresi ve ardindan ‘FZ> dogrusal
olmayan bir aktivasyon islevi igerir. Bu islemler sonucunda Formiil (2.1)’de gosterildigi gibi,

‘O’ ¢ikt1 hacmi elde edilir.

Om(i,)) = a (( Xa=1 ZaZo-1 X0t 2k-1 Fma (0 V)Ia (i — wj = 0)) + by) 2.1
2k+1’, tek bir evrigim filtresine sahip bir karenin kenaridir.

‘a’, aktivasyon fonksiyonunu ifade eder.

‘b,’, mt" dzellik haritasinin bias degerini ifade eder.

Yukaridaki bagintinin yardimiyla {iretilen aktivasyon haritalari, diisiik boyutlu bir
uzayda 'I' giriginin kodlanmasidir, yani her 6zellik haritasini 'c' olusturmak i¢in kullanilan
parametreleri ifade eder. '0,," hesaplandiktan sonra, alt 6rneklemesi i¢in bir maksimum
havuzlama islemine tabi tutulur. Sezgisel olarak, bu mimarideki her evrigimli katman,
memedeki tiimor tiplerini biiylitme oranlarina gore tespit etmek icin ayirt edici kaliplar

yakalayan cesitli nitelikleri 6grenir [30].
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2.4.2.2 Dogrusal Olmayan Katman (Non-Linearity Layer)

Bu katman, aktivasyon islevlerinden birini kullandig1 i¢in "Aktivasyon Katmani" olarak
adlandirilir. Gegmiste "sigmoid" ve "tanh" gibi dogrusal olmayan fonksiyonlar kullanilirken,
simdi noral ag egitiminin hizi i¢in en iyi sonuglar1 verdigi i¢cin Dogrultulmus Liner Birim
(ReLU) fonksiyonu kullanilmaktadir. ReLU islevi Formiil (2.2)'de gorilir ve [0, +oo]

degerindedir.

0forx<0

fx) = {x forx >0 (2.2)

2.4.2.3 Havuzlama Katmani (Pooling Layer)

Havuzlama katmani, evrisim katmani gibi boyutsallig1 azaltmak i¢in tasarlanmistir. Bu
sayede hem gerekli islem giicii azaltilir hem de yakalanan gereksiz 6zellikler goz ard1 edilir ve
daha onemli ozelliklere odaklanilir. CNN modellerinde yaygin olarak kullanilan ii¢ farkli
havuzlama teknigi vardir. Bunlar; “Minimum” (Min), “Maksimum” (Max) ve “Ortalama”
havuzlamadir. Havuzlama islemi sonucunda olusan goriintiiniin boyutu Formiil (2.3)’te

goriildiigi sekilde hesaplanir:

Olusturulan goriintiiniin boyutu = W, x H, x D, (2.3)
W, =W;,—F)/N + 1 (2.4)
H,=(H,— F)/N + 1 (2.5)
D, =D, (2.6)

W, = Girig goriintli boyutunun genislik degeri,
H; = Giris gorintii boyutunun yiikseklik degeri,
D, = Girig goriintli boyutunun derinlik degeri,
F = Filtre boyutu,

N = Adim sayis.
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2.4.2.4 Diizlestirme Katmani (Flattening Layer)

Bu katmanin gorevi, Tam Baglantili Katman’a girilecek verileri hazirlamaktir. Genel
olarak, sinir aglari, tek boyutlu bir diziden girdi verilerini alir. Bu katmanda kullanilan veriler,

Evrisim ve Havuzlama katmanlarindan alinan tek boyutlu matris tipi verilerdir.
2.4.2.5 Tam Baglantili Katman (Fully Connected Layer)

Tam Baglantili Katmanda, evrisim katmanindan ve havuz katmanindan birka¢ kez

gecen matris goriintiisii diiz bir vektére doniistiirtiliir.
2.4.2.6 Simiflandirma Katmani (Classification Layer)

Siniflandirma katmani, ayrisik smiflarla smiflandirma ve agirlikli siniflandirma
gorevleri icin ¢apraz entropi kaybini hesaplar. Katman, tam bagli katmanin ¢ikti boyutundan

sinif sayisini ¢ikarir.
2.5 Derin Ogrenme Kullanim Alanlar

Derin 6grenme yontemlerinin bir¢ok alanda uygulamasi mevcuttur. Uygulandig:
alanlardan bazilari;

e Goriintii 1yilestirilmesinde,

e Ses tanima sistemlerinde,

e Yiiz tanima sistemlerinde,

e Araclarda oto pilot 6zelliginde veya siiriiciisiiz araclarda,

e Saglik sektoriinde kanser, timor vb. aragtirmalarinda,

e Siber tehdit analizlerinde,

e Oneri sistemlerinde, begenilebilecek film ve miizik tavsiye sunmada,

e Alarm sistemlerinde kamera kayitlarini siirekli kontrol etmek yerine, yalnizca

olagandis1 hareketlerde alarm sisteminin devreye girmesi amactyla kullanilmaktadir.
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3. HISTOPATOLOJIiK MEME KANSERI GORUNTULERININ DERIN OGRENME
YONTEMLERI iLE SINIFLANDIRILMASI

Bu ¢alismada, BreakHis veri setindeki 40X, 100X, 200X ve 400X biiyiitme oranlarinin
her biri i¢in ayr1 ayr1 olmak iizere iki tiir siniflandirma yapilmustir. I1ki tiimér 6zelliklerine (“Iyi
Huylu” ve “Kotii Huylu”), ikincisi ise iyi ve kotii huylu tiimorlerin gesitlerine (“Adenosis (A)”,
“Fibroadenoma (F)”, “Filloid Timor (PT)”, “Tiibliler Adenoma (TA)”, “Duktal Karsinom
(DC)”, “Lobiiler Karsinom (LC)”, “Miisindz Karsinom (MC)” ve “Papiller Karsinom (PC)”)

goredir.

Veri seti, acik kaynak kodlu bir sinir ag1 kiitiiphanesi olan Keras kiitiiphanesinde yer
alan su modeller {izerinde egitilmistir: DenseNet121, DenseNetl69, DenseNet201,
EfficientNetBO,  EfficientNetB1, EfficientNetB2, EfficientNetB3, EfficientNetB4,
EfficientNetB5, EfficientNetB6, EfficientNetB7, InceptionResNetV2, InceptionV3,
MobileNet, MobileNetV2, MobileNetV3Large, MobileNetV3Small, NASNetMobile,
ResNet101, ResNetl01V2, ResNet152, ResNet152V2, ResNet50, ResNet50V2, VGGI6,
VGG19 ve Xception.

Cizelge 1.4 ve Cizelge 1.5’te gosterildigi gibi; veri setinde her bir biiyiitme orani i¢in
tiimdr ¢esidine gore yer alan goriintii sayilar esit olmadigindan, her bir timor ¢esidi icin esit

ve 100 tane rastgele goriintii secilerek sistem gergeklenmistir.
3.1 Tiimér Ozelliklerine Gore Simflandirma

Meme tiimérleri dncelikle ozelliklerine gore “lyi Huylu” ve “Kétii Huylu” olarak
siiflandirilmiglardir. Derin 6grenme mimarileri 40X, 100X, 200X ve 400X olmak {izere her
biiylitme oranina ayrica uygulanmistir. Cizelge 3.1, Cizelge 3.2, Cizelge 3.3 ve Cizelge 3.4’te
bliyilitme oranlarinin tiimor ozelliklerine gore smiflandirma sonuglart ayrintili olarak yer
almaktadir. Bu sonuglara gore; 40X biiyiitme orani i¢in ResNet50V2 modeli %95,88 ile, 100X
biiylitme orant i¢in DenseNet201 modeli %96,38 ile, 200X biiyiitme oran1 i¢in ResNet152V2
modeli %95,5 ile ve 400X biiyilitme orani i¢in ResNet152V2 modeli %96 ile en yiiksek test

dogruluguna sahiptir.
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Cizelge 3.1 40X Biiyiitme Oraninin Tiimér Ozelliklerine Gore Smiflandiriimasi

Model Test Dogrulugu (%) Egitim Siiresi (Saniye)
ResNet50V2 95,88 57,93
DenseNet201 95,5 111,33
DenseNet169 95,38 89,61
ResNet152V2 94,5 146,75
ResNet101V2 93,75 103,90
DenseNet121 92,5 146,03
MobileNetV2 91,25 42,60
MobileNet 89,62 37,75
NASNetMobile 88,25 58,75
Xception 87,88 88,83
InceptionV3 87,62 52,79
InceptionResNetV2 83,12 125,47
VGG19 76,88 79,65
VGG16 76,12 115,32
ResNet152 57,75 166,00
ResNet50 53,5 70,28
ResNet101 53,12 120,81
EfficientNetB3 50 94,99
EfficientNetB7 50 116,87
EfficientNetB2 50 70,88
MobileNetV3Small 50 37,09
EfficientNetB1 50 66,77
MobileNetV3Large 50 43,55
EfficientNetBO 50 49,39
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Cizelge 3.1’in devami

EfficientNetB4 50 121,72
EfficientNetB5 50 116,67
EfficientNetB6 50 115,61

Cizelge 3.1 incelendiginde 40X biiyiitme orani i¢in en yiiksek basari oraninin %95,88

ve bunun da yaklasik 58 saniyede gergeklendigi goriilmektedir. Burada gergeklestirilen islem

1yi huylu ko6tli huylu tiimér ayrimidir.

Sekil 3.1°de 40X biiyiitme oraninin tiimdr 6zelliklerine gére dogruluklart grafik olarak
gosterilmistir. Sekil 3.2°de model sonucu olusturulan karisiklik matrisi yer almaktadir. Sekil
3.3’te 40X biiyiitme oraninin tiimdr 6zelliklerine gore gercek ve tahmin sonuglarindan bir kesit

ve Sekil 3.4’te de 40X biiyiitme oraninin timor ozelliklerine gore egitim zaman grafigi

gosterilmistir.

Accuracy on the test set (after 1 epoch))

10

08

06

accuracy (test set)

04

0.2

ResNetsov2 {
DenseNet201
DenseNet169
ResNet152V2
ResNet101V2
DenseNet121
MobileNetV2
MobileNet
NASNetMobile
Xception
InceptionV3
InceptionResNetV2
VGG19
VGG16
ResNet152
ResNet50
ResNet101
EfficientNetB3
EfficientNetB7
EfficientNetB2
MobileNetv3small {
EfficientNetB1 ‘
MobileNetv3Large |
EfficientNetB0
EfficientNetB4 ‘
EfficientNetB5 ‘
EfficientNet86 |

model

Sekil 3.1 40X Biiyiitme Oraninin Tiimdr Ozelliklerine Gére Dogruluk Grafigi

Sekil 3.1’de 40X biiyilitme orani i¢in en yliksek dogrulugun ResNet50V2 modeliyle elde
edildigi grafiksel olarak da goriilmektedir.
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40X Biiyiitme Orani igin Kanigiklik Matrisi

TAHMIN
iyi Huylu

Koti Huylu

iyi Huylu Kotii Huylu

GERGEK

Sekil 3.2 40X Biiyiitme Oraninin Tiimér Ozelliklerine Gore Karisiklik Matrisi

Sekil 3.2 40X biiylitme orani i¢in 1yi huylu ve koétii huylu ayriminin ne kadar dogru
yapildigina dair net bulgular ortaya koyan karisiklik matrisini gostermektedir. Sekil
incelendiginde gergekte kotii huylu olan 18 goriintiiniin iyi huylu olarak simiflandirildigi,
gergcekte 1yi huylu olan 8 goriintiiniin de kotli huylu olarak siniflandirildigr goriilmektedir.

Buradan kétii huylu timérlerin karistirilma ihtimalinin daha yiiksek oldugu yorumu yapilabilir.
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Sekil 3.3 40X Biiyiitme Oraninin Tiimér Ozelliklerine Gére Gergek ve Tahminlerinden Kesit
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Sekil 3.3 40X biiylitme orani i¢in tiimor Ozelliklerine gore gergeklestirilmis olan
siiflandirma islemi neticesinde hatali ve dogru yapilan tahminlere 6rnekler gostermektedir.
Gorseller incelendiginde hatali tespit edilen goriintiinlin diger sinifa ait benzer yonleri olan

goriintiiler oldugu distiniilmektedir.

Training time for each model in sec

5 & &
o © o

=
o
o

Taining time (sec)

8 &8 8 8

=]

g 2 8 & & &/ ¢ v s 2 9 o 9 N 2 2 @ 5 & % =2 L2 3 ow e
2 & 2 3 2 § T 2 48 5 2 % 0 O 2L 2 2 2 @ € a 2 @ g @ g
Q8 T A 8 = T W ) a S T = T T ] ] T 5 2 ® 7} ] ] (1]
2 @ @ 4 2 &8 =z z = 9© = =z ¥ L @ =z B =z =z z 9V z & Zz Zz Zz Z
v =z = Y 2 = T B = 2 % = “n =z £ £ = s S £ £ S
= v v 7} ] v = ° T X T g ] r c c c = e 2 € c € €
I 2 2 = = v F-] = = o & & k] 2 g Y] 2 [ 2 2 2 L
g 5 5 w 3 s [=] %} £ S (¥} (v} (v} 3 (¥} 3 o 9 " o
a8 8 & & & = s = E £ £ 3 £ ¥ & &£ & E
a 4 WU W oz W oz W oW o w o w

] =] =]

£ = =

model

Sekil 3.4 40X Biiyiitme Oraninin Tiimor Ozelliklerine Gore Egitim Siiresi Grafigi

Sekil 3.4’te 40X biiylitme oraninda ikili siniflandirma i¢in en kisa egitim siiresinin

MobileNetV3Small modeliyle elde edildigi grafiksel olarak da goriilmektedir.

Cizelge 3.2 100X Biiyiitme Oraninin Tiimor Ozelliklerine Gore Siniflandirilmasi

Model Test Dogrulugu (%) Egitim Siiresi (Saniye)
DenseNet201 96,38 52,09
ResNet152V2 95,12 51,04
ResNet50V2 94,88 37,23
DenseNet121 93,12 163,65
Xception 92,62 39,08
ResNet101V2 92,5 46,56
MobileNet 92 34,65
MobileNetV2 90,62 36,45
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Cizelge 3.2 nin devami

DenseNet169 89,88 48,1

NASNetMobile 89,5 53,47
InceptionV3 84,38 40,71
InceptionResNetV2 83,12 54,64
VGG19 78,25 34,65
VGG16 76,62 43,46
ResNet50 61,62 38,06
ResNet101 60,75 45,58
MobileNetV3Small 54,25 36,63
ResNet152 50,5 51,52
EfficientNetB2 50 45,46
MobileNetV3Large 50 38,95
EfficientNetB7 50 53,06
EfficientNetB0O 50 41,31
EfficientNetB6 50 52,03
EfficientNetB5 50 52,99
EfficientNetB4 50 52,49
EfficientNetB3 50 49,01
EfficientNetB1 50 45,71

Cizelge 3.2 incelendiginde 100X biiyiitme orani i¢in en yiiksek basar1 oraninin %96,38
ve bunun da yaklasik 52 saniyede gergeklendigi goriilmektedir. Burada gerceklestirilen islem

iyi huylu kotli huylu timdr ayrimidir.

Sekil 3.5’te 100X biiyiitme oraninin tiimor 6zelliklerine gére dogruluklar grafik olarak

gosterilmistir. Sekil 3.6’da model sonucu olusturulan karisiklik matrisi yer almaktadir. Sekil
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3.7°de 100X biiyiitme oranmin tiimor 6zelliklerine gore gergek ve tahmin sonuglarindan bir

kesit ve Sekil 3.8’de de 100X biiylitme oraninin timor 6zelliklerine gore egitim zaman grafigi

gosterilmistir.

Lo Accuracy on the test set (after 1 epoch))
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Sekil 3.5 100X Biiyiitme Oraninin Tiimér Ozelliklerine Gére Dogruluk Grafigi

Sekil 3.5’te 100X biiyiitme orani i¢in en yiiksek dogrulugun DenseNet201 modeliyle
elde edildigi grafiksel olarak da goriilmektedir.

100X Biiyiitme Orani igin Kangiklik Matrisi
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Sekil 3.6 100X Biiyiitme Oranmnin Tiimér Ozelliklerine Gére Karigiklik Matrisi
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Sekil 3.6 100X biiyiitme orani i¢in iyi huylu ve kétii huylu ayriminin ne kadar dogru
yapildigina dair net bulgular ortaya koyan karigiklik matrisini gostermektedir. Sekil
incelendiginde gergekte kotii huylu olan 16 goriintiiniin iyi huylu olarak simiflandirildigi,
gercekte iyi huylu olan 12 goriintiiniin de kotii huylu olarak siniflandirildign goriilmektedir.

Buradan kétii huylu tiimdrlerin karistirilma ihtimalinin daha yiiksek oldugu yorumu yapilabilir.

True: benign True: melignant True: benign True: benign True: melignant True: melignant
Predi beni Predicted: beni icte beni Predicted: benign Predicted: meli Predicted: melignant
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Sekil 3.7 100X Biiyiitme Oraninm Tiimér Ozelliklerine Gore Gergek ve Tahminlerinden Kesit

Sekil 3.7 100X biiyiitme orani ic¢in timor 6zelliklerine gore gerceklestirilmis olan
siiflandirma islemi neticesinde hatali ve dogru yapilan tahminlere 6rnekler gostermektedir.
Gorseller incelendiginde hatali tespit edilen goriintliniin diger sinifa ait benzer yonleri olan

goriintiiler oldugu diisiiniilmektedir.
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Training time for each model in sec

TFaining time (sec)

.
—

EfficientNetB4

DenseNet201
ResNet152V2
ResNet50V2
DenseNet121
Xception
ResNet101V2
MobileNet
MobileNetv2
DenseNet169
NASNetMobile
InceptionV3
InceptionResNetV2
VGG19
VGG16
ResNet50
ResNet101
MobileNetV3Small
ResNet152
EfficientNetB2
MobileNetV3Large
EfficientNetB7 -
EfficientNetB0 -
EfficientNetB6
EfficientNetB5
EfficientNetB3 -
EfficientNetB1

model

Sekil 3.8 100X Biiyiitme Oraninin Tiimér Ozelliklerine Gore Egitim Siiresi Grafigi

Sekil 3.8’te 100X biiylitme orani i¢in oraninda ikili siniflandirma igin en kisa egitim

siiresinin MobileNet ve VGG19 modelleriyle elde edildigi grafiksel olarak da goriilmektedir.

Cizelge 3.3 200X Biiyiitme Oranmnin Tiimér Ozelliklerine Gore Siniflandirilmasi

Model Test Dogrulugu (%) Egitim Siiresi (Saniye)
ResNet152V2 95,5 46,99
DenseNet201 95,12 48,68
DenseNet169 94,5 47,42
MobileNet 93,75 32,67
ResNet50V2 93,25 34,74
ResNet101V2 92,62 43,44
Xception 92,5 36,9
DenseNet121 88,25 164,03
MobileNetV2 88,12 35,41
NASNetMobile 86,62 49,58
InceptionResNetV2 85,38 49,49
VGG16 81,62 41,36
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Cizelge 3.3’lin devami

VGG19 77,62 32,58
InceptionV3 77,38 37,01
ResNet50 53,5 35,03
ResNet101 52,62 42,81
ResNet152 52,25 48,05
EfficientNetB3 50 4548
MobileNetV3Large 50 34,6
MobileNetV3Small 50 33,49
EfficientNetB5 50 47,52
EfficientNetB2 50 42,61
EfficientNetB1 50 42.86
EfficientNetBO 50 37,74
EfficientNetB7 50 47,34
EfficientNetB6 50 47,52
EfficientNetB4 50 49,09

Cizelge 3.3 incelendiginde 200X biiyiitme orani i¢in en yiiksek basar1 oraninin %95,5
ve bunun da yaklasik 47 saniyede gergeklendigi goriilmektedir. Burada gerceklestirilen islem

1yi huylu kéti huylu tiimér ayrimidir.

Sekil 3.9°de 200X biiyiitme oraninin tiimor 6zelliklerine gore dogruluklar: grafik olarak
gosterilmistir. Sekil 3.10’da model sonucu olusturulan karisiklik matrisi yer almaktadir. Sekil
3.11’de 200X biiyiitme oraninin timor 6zelliklerine gore gergek ve tahmin sonuglarindan bir

kesit ve Sekil 3.12°de de 200X biiyiitme oraninin tiimor 6zelliklerine gore egitim zaman grafigi

gosterilmistir.
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Lo Accuracy on the test set (after 1 epoch))
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Sekil 3.9 200X Biiyiitme Oraninin Tiimér Ozelliklerine Gére Dogruluk Grafigi

Sekil 3.9°da 200X biiyiitme orani i¢in en yiiksek dogrulugun ResNet152V2 modeliyle
elde edildigi grafiksel olarak da goriilmektedir.

200X Biiyiitme Orani igin Kanigiklik Matrisi
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Sekil 3.10 200X Biiyiitme Oranmin Tiimdr Ozelliklerine Gore Karisiklik Matrisi

Sekil 3.10 200X biiyiitme orant i¢in iyi huylu ve kotii huylu ayriminin ne kadar dogru
yapildigina dair net bulgular ortaya koyan karigiklik matrisini gostermektedir. Sekil
incelendiginde gergekte kotii huylu olan 20 goriintiiniin 1yi huylu olarak smiflandirildigi,
gercekte 1yi huylu olan 16 goriintiiniin de kotli huylu olarak siniflandirildigr goriilmektedir.

Buradan koétii huylu tiimdrlerin karistirilma ihtimalinin daha yiiksek oldugu yorumu yapilabilir.
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Sekil 3.11 200X Biiyiitme Oraninin Tiimér Ozelliklerine Gore Gergek ve Tahminlerinden Kesit

Sekil 3.11 200X biiyiitme orani i¢in timor ozelliklerine gore gergeklestirilmis olan
siiflandirma islemi neticesinde hatali ve dogru yapilan tahminlere 6rnekler gostermektedir.
Gorseller incelendiginde hatali tespit edilen goriintiiniin diger siifa ait benzer yonleri olan

goriintiiler oldugu diisiiniilmektedir.
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Sekil 3.12 200X Biiyiitme Oranmnin Tiimér Ozelliklerine Gore Egitim Siiresi Grafigi
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Sekil 3.12°de 200X biiylitme oraninda ikili siniflandirma i¢in en kisa egitim siiresinin

VGG19 modeliyle elde edildigi grafiksel olarak da goriilmektedir.

Cizelge 3.4 400X Biiyiitme Oraninin Tiimor Ozelliklerine Gore Siniflandirilmasi

Model Test Dogrulugu (%) Egitim Siiresi (Saniye)
ResNet152V2 96 50,15
ResNet101V2 93,38 46,14
ResNet50V2 92,75 37,53
DenseNet121 90,12 155,59
DenseNet201 89,25 51,67
MobileNet 86,75 33,52
NASNetMobile 85,5 52,37
Xception 84,25 39,52
DenseNet169 83,88 48,29
VGG16 81,5 44,37
MobileNetV2 81,25 35,32
VGG19 79,5 34,79
InceptionV3 78,75 39,63
InceptionResNetV2 73,62 53,2
ResNet152 56,62 50,76
ResNet50 55,38 37,63
MobileNetV3Large 55,12 37,27
EfficientNetB1 50 45,39
EfficientNetB0O 50 40,88
EfficientNetB4 50 51,32
ResNet101 50 43,76
EfficientNetB5 50 51,95
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Cizelge 3.4’in devami

MobileNetV3Small 50 35,75
EfficientNetB3 50 47,69
EfficientNetB7 50 52,11
EfficientNetB6 50 51,22
EfficientNetB2 50 44,56

Cizelge 3.4 incelendiginde 400X biiylitme orani icin en yiiksek basar1 oraninin %96 ve

bunun da yaklasik 50 saniyede gerceklendigi goriilmektedir. Burada gerceklestirilen islem iyi

huylu koétii huylu tiimdr ayrimidir.

Sekil 3.13’te 400X biiyiitme oraninin timor 6zelliklerine gore dogruluklar grafik olarak

gosterilmistir. Sekil 3.14’te model sonucu olusturulan karisiklik matrisi yer almaktadir. Sekil

3.15’te 400X biiyiitme oraninin timor 6zelliklerine gore gercek ve tahmin sonuglarindan bir

kesit ve Sekil 3.16’da da 400X biiylitme oraninin tiimor 6zelliklerine gore egitim zaman grafigi

gosterilmistir.
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Sekil 3.13 400X Biiyiitme Oranmnin Tiimér Ozelliklerine Gore Dogruluk Grafigi

Sekil 3.13’te 400X biiyiitme orani i¢in en yiiksek dogrulugun ResNet152V2 modeliyle

elde edildigi grafiksel olarak da goriilmektedir.
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400X Biiyiitme Orani igin Kangiklik Matrisi
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Sekil 3.14 400X Biiyiitme Oranmin Tiimér Ozelliklerine Gore Karisiklik Matrisi

Sekil 3.14 400X biiyilitme orani i¢in iyi huylu ve koétii huylu ayriminin ne kadar dogru
yapildigina dair net bulgular ortaya koyan karigsiklik matrisini gostermektedir. Sekil
incelendiginde gergekte kotli huylu olan 16 goriintiiniin iyi huylu olarak simiflandirildigi,
gercekte 1yi huylu olan 20 goriintiinlin de kotli huylu olarak siniflandirildigr goriilmektedir.

Buradan iyi huylu tiimérlerin karistirilma ihtimalinin daha ytiksek oldugu yorumu yapilabilir.
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Sekil 3.15 400X Biiyiitme Oraninin Tiimér Ozelliklerine Gére Gergek ve Tahminlerinden Kesit
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Sekil 3.15 400X biiyiitme orani i¢in timor zelliklerine gore gergeklestirilmis olan
siiflandirma islemi neticesinde hatali ve dogru yapilan tahminlere 6rnekler gostermektedir.

Gorseller incelendiginde hatali tespit edilen goriintiinlin diger sinifa ait benzer yonleri olan

goriintiiler oldugu distiniilmektedir.
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Sekil 3.16 400X Biiyiitme Oraninin Tiimédr Ozelliklerine Gére Egitim Siiresi Grafigi

Sekil 3.16’da 400X biiylitme oraninda ikili siniflandirma icin en kisa egitim siiresinin

MobileNet modeliyle elde edildigi grafiksel olarak da goriilmektedir.

Cizelge 3.5 ikili Siniflandirma Igin Metrik Sonuglar

Biiyiitme Oram1  Tiimér Ozelligi  Kesinlik (%)  Duyarhlik (%) F1-Skoru (%)

Iyi Huylu 96 95 96

40X
Kétii Huylu 96 96 96
Iyi Huylu 97 96 96

100X
Kétii Huylu 96 97 96
Iyi Huylu 96 95 95

200X
Koti Huylu 95 96 96
Iyi Huylu 96 97 96

400X
Kotii Huylu 97 95 96
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Cizelge 3.5’te ikili siniflandirma iizerinde elde edilen metrik sonuglar1 yer almaktadir.
Bu sonuglara gore en yiiksek kesinlik degeri; %97 ile 100X biiyiitme oraninda iyi huylu
tiimorler ve 400X biiyiitme oraninda kotii huylu tiimorler i¢in, en ytliksek duyarlilik degeri; %97
ile 100X biiylitme oraninda kotii huylu tiimorler ve 400X biiylitme oraninda iyi huylu tiimérler
icin elde edilmistir. F1-Skoru degeri ise 200X biiylitme oraninda iyi huylu tiimoérler i¢in %95

iken diger biiylitme oranlar1 ve tiimor tiirlerinde ise %96°dir.
3.2 Tiimor Cesitlerine Gore Simiflandirma

Meme tiimorleri daha sonra gesitlerine gore “Adenosis (A)”, “Fibroadenoma (F)”,
“Filloid Timoér (PT)”, “Tibililer Adenoma (TA)”, “Duktal Karsinom (DC)”, “Lobiiler
Karsinom (LC)”, “Miisindz Karsinom (MC)” ve “Papiller Karsinom (PC)” olarak
siniflandirilmiglardir. Derin 6§renme mimarileri yine 40X, 100X, 200X ve 400X olmak {izere
her biiylitme oranina ayrica uygulanmistir. Cizelge 3.5, Cizelge 3.6, Cizelge 3.7 ve Cizelge
3.8’te biiylitme oranlarinin tiimdr ¢esitlerine gére siniflandirma sonuglart ayrintili olarak yer
almaktadir. Bu sonuglara gore; 40X biiylitme orani icin MobileNetV2 modeli %86,75 ile, 100X
biiylitme orani icin MobileNetV2 modeli %88,88 ile, 200X biiylitme orani i¢in MobileNet
modeli %83,12 ile ve 400X biiyiitme orani i¢in ResNet101V2 modeli %79,12 ile en yiiksek test

dogruluguna sahiptir.

Cizelge 3.6 40X Biiyiitme Oraninin Tiimor Cesitlerine Gore Siniflandirilmasi

Model Test Dogrulugu (%) Egitim Siiresi (Saniye)
MobileNetV2 86,75 34,24
ResNet101V2 86,62 42,61
ResNet50V2 84,5 35,52
MobileNet 84,12 324
Xception 82,25 38,45
ResNet152V2 80 47,82
DenseNet169 79,75 45,75
DenseNet201 78,87 49,5
DenseNetl121 74,5 194,2
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Cizelge 3.6’nin devami

InceptionResNetV2 70,88 50,47
NASNetMobile 69,25 50,34
InceptionV3 66,25 37,97
VGG16 60,62 41,69
VGG19 51,5 33,39
ResNet50 26,5 36,27
ResNet152 26,5 48,05
ResNet101 25,12 43,2
MobileNetV3Large 23,62 37,36
MobileNetV3Small 23,5 34,35
EfficientNetB1 17,62 433
EfficientNetB3 13,25 46,31
EfficientNetB5 12,88 49,61
EfficientNetB6 12,5 48,81
EfficientNetB2 12,5 43,16
EfficientNetB0O 12,5 38.82
EfficientNetB4 12,5 49,78
EfficientNetB7 12,5 49,76

Cizelge 3.6 incelendiginde 40X biiyiitme orani i¢in en yiiksek basari oraninin %86,75
ve bunun da yaklasik 34 saniyede gerceklendigi goriilmektedir. Burada gergeklestirilen islem
kanser tiirleri (Adenosis (A), Fibroadenoma (F), Filloid Tiimor (PT), Tiibiiler Adenoma (TA),
Duktal Karsinom (DC), Lobiiler Karsinom (LC), Miisinéz Karsinom (MC) ve Papiller
Karsinom (PC)) ayrimidir.
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Sekil 3.17°de 40X biiyiitme oraninin tiimor ¢esitlerine goére dogruluklar: grafik olarak
gosterilmistir. Sekil 3.18’de model sonucu olusturulan karisiklik matrisi yer almaktadir. Sekil
3.19°da 40X biiylitme oraninin tiimor gesitlerine gore gergek ve tahmin sonuglarindan bir kesit

ve Sekil 3.20°de de 40X biiylitme oraninin timor ¢esitlerine gore egitim zaman grafigi

gosterilmistir.

Lo Accuracy on the test set (after 1 epoch))
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Sekil 3.17 40X Biiylitme Oraninin Tiimor Cesitlerine Gére Dogruluk Grafigi

Sekil 3.17°de 40X biiyiitme orani i¢in en yiiksek dogrulugun MobileNetV2 modeliyle
elde edildigi grafiksel olarak da goriilmektedir.

40X Biiyiitme Orani igin Kanigiklik Matrisi

TAHMIN

GERGEK

Sekil 3.18 40X Biiylitme Oraninin Tiimor Cesitlerine Gore Karisiklik Matrisi
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Sekil 3.18 40X biiylitme orani i¢in tiimor ¢esitleri ayriminin ne kadar dogru yapildigina
dair net bulgular ortaya koyan karisiklik matrisini gostermektedir. Sekil incelendiginde en
yiiksek dogrulugun iyi huylu bir tiimdr ¢esidi olan Fibroadenoma (F)’ya, en diisiik dogrulugun
ise kotii huylu bir timdr ¢esidi olan Miisindz Karsinom (MC)’a ait oldugu goriilmektedir. Diger
yandan; en yliksek yanlis tahmin, gergekte Fibroadenoma (F) olan 14 goriintiiniin, Tiibiiler

Adenoma (TA) olarak siiflandirilmasi sonucu olusmustur.
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edicted: tubular Pr i

: fibroadenoma
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True: fil adenoma

True: mucinous True: mucinous
i Predicted: fibroadenoma
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Predicted: mucinous Predicted: ductal

True: phyllodes
Predicted: phy
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True: adenosis True: papillary
Predicted: adenosis Predicted: muci

True: papillary
Predicted: papillary
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Sekil 3.19 40X Biiyiitme Oraninin Tiimor Cesitlerine Gore Gergek ve Tahminlerinden Kesit

Sekil 3.19 40X biiyiitme orani ic¢in timoér gesitlerine gore gergeklestirilmis olan
siiflandirma islemi neticesinde hatali ve dogru yapilan tahminlere 6rnekler gostermektedir.
Gorseller incelendiginde hatali tespit edilen goriintliniin diger sinifa ait benzer yonleri olan

goriintiiler oldugu diisiiniilmektedir.
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Training time for each model in sec
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DenseNet169
DenseNet201
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VGG16
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MobileNetV3Large
MobileNetV3Small
EfficientNetB1
EfficientNetB5 4
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EfficientNetB2
EfficientNetBO 4
EfficientNetB4 4
EfficientNet87
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Sekil 3.20 40X Biiyilitme Oraninin Tiimor Cesitlerine Gore Egitim Siiresi Grafigi

Sekil 3.20’de 40X biiylitme oraninda ¢oklu siniflandirma i¢in en kisa egitim siiresinin

MobileNet modeliyle elde edildigi grafiksel olarak da goriilmektedir.

Cizelge 3.7 100X Biiyiitme Oraninin Tiimor Cesitlerine Gore Siiflandirilmasi

Model Test Dogrulugu (%) Egitim Siiresi (Saniye)
MobileNetV2 88,88 33,78
ResNet101V2 87,62 41,38
ResNet152V2 87,12 47,15
MobileNet 87 32,6
ResNet50V2 84,88 35,18
DenseNet201 84,62 49,99
DenseNet169 83,88 45,22
DenseNet121 81 188,43
Xception 78,87 37,39
InceptionV3 77,5 38,3
NASNetMobile 72,62 49,81
InceptionResNetV2 70,5 49,94
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Cizelge 3.7 nin devami

VGG16 58,38 41,96
VGG19 54,25 32,98
ResNet101 38,5 42,32
ResNet152 31 47,45
ResNet50 30,75 35,47
MobileNetV3Large 21,38 37,43
MobileNetV3Small 21,38 34,04
EfficientNetB0 14,88 39,37
EfficientNetB1 14,75 43,79
EfficientNetB7 13,12 55,69
EfficientNetB3 12,5 46,89
EfficientNetB6 12,5 48,77
EfficientNetB2 12,5 43,68
EfficientNetB4 12,5 54,76
EfficientNetB5 12,5 49,73

Cizelge 3.7 incelendiginde 100X biiyilitme orani i¢in en yiiksek basar1 oraninin %88,88
ve bunun da yaklasik 34 saniyede gergeklendigi goriilmektedir. Burada gerceklestirilen islem
kanser tiirleri (Adenosis (A), Fibroadenoma (F), Filloid Tiimor (PT), Tiibiiler Adenoma (TA),
Duktal Karsinom (DC), Lobiiler Karsinom (LC), Miisindz Karsinom (MC) ve Papiller
Karsinom (PC)) ayrimidir.

Sekil 3.21°de 100X biiyiitme oraninin tiimor ¢esitlerine gore dogruluklar grafik olarak
gosterilmistir. Sekil 3.22°de model sonucu olusturulan karisiklik matrisi yer almaktadir. Sekil
3.23’te 100X biiyiitme oraninin tiimor gesitlerine gore gercek ve tahmin sonuglarindan bir kesit
ve Sekil 3.24’te de 100X biiylitme oraninin timor gesitlerine gore egitim zaman grafigi

gosterilmistir.
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Lo Accuracy on the test set (after 1 epoch))
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Sekil 3.21 100X Biiyiitme Oraninin Tiimor Cesitlerine Gére Dogruluk Grafigi

Sekil 3.21°de 100X biiyiitme oran1 i¢in en yiiksek dogrulugun MobileNetV2 modeliyle
elde edildigi grafiksel olarak da goriilmektedir.

100X Biiyiitme Orani i¢in Karigiklik Matrisi

TAHMIN

GERGEK

Sekil 3.22 100X Biiyiitme Oraninin Tiimor Cesitlerine Gore Karisiklik Matrisi

Sekil 3.22 100X biiylitme oran1 i¢in tiimor ¢esitleri ayriminin ne kadar dogru yapildigina
dair net bulgular ortaya koyan karisiklik matrisini gostermektedir. Sekil incelendiginde en
ylksek dogrulugun kotii huylu bir timor g¢esidi olan Duktal Karsinom (DC)’a, en diislik
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dogrulugun ise iyi huylu bir tiimdr ¢esidi olan Adenosis (A) ve kotli huylu bir timoér ¢esidi olan
Miisindz Karsinom (MC)’a ait oldugu goriilmektedir. Diger yandan; en yliksek yanlis tahmin,
gercekte Lobiiler Karsinom (LC) olan 7 goriintiiniin, Adenosis (A) olarak siiflandirilmasi

sonucu olugsmustur.
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Sekil 3.23 100X Biiyilitme Oraninin Tiimor Cesitlerine Gore Gergek ve Tahminlerinden Kesit

Sekil 3.23 100X biiyiitme orani i¢in timor cesitlerine gore gerceklestirilmis olan
siiflandirma islemi neticesinde hatali ve dogru yapilan tahminlere 6rnekler gostermektedir.
Gorseller incelendiginde hatali tespit edilen goriintliniin diger sinifa ait benzer yonleri olan

goriintiiler oldugu diisiiniilmektedir.
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Training time for each model in sec
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model

Sekil 3.24 100X Biiyiitme Oraninin Tiimdr Cesitlerine Gore Egitim Stiresi Grafigi

Sekil 3.24°te 100X biiylitme oraninda ¢oklu siiflandirma i¢in en kisa egitim siiresinin

MobileNet modeliyle elde edildigi grafiksel olarak da goriilmektedir.

Cizelge 3.8 200X Biiyiitme Oraninin Tiimor Cesitlerine Gore Siniflandirilmasi

Model Test Dogrulugu (%) Egitim Siiresi (Saniye)
MobileNet 83,12 26,67
DenseNet169 82,62 35,61
ResNet101V2 81,88 33,21
ResNet50V2 80,88 28,97
MobileNetV2 80,75 28,37
ResNet152V2 77,5 36,6
DenseNet201 77,12 37,69
Xception 75 29,7
DenseNet121 72,38 214,57
InceptionV3 63,25 30,69
NASNetMobile 59 39,61
InceptionResNetV2 54,88 38,98
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Cizelge 3.8’in devami

VGG16 50 33,11
VGG19 45,25 28,21
ResNet152 27,75 37,06
ResNet50 27,38 29,26
ResNet101 25,75 33,83
MobileNetV3Small 20,75 28,19
EfficientNetB3 17,13 36,17
EfficientNetB0 16,38 31,1

MobileNetV3Large 15,88 30,39
EfficientNetB1 13 34,25
EfficientNetB6 12,5 37,55
EfficientNetB2 12,5 33,93
EfficientNetB4 12,5 38,03
EfficientNetB7 12,5 38,66
EfficientNetB5 12,5 38,42

Cizelge 3.8 incelendiginde 200X biiyiitme orani i¢in en yiiksek basar1 oraninin %83,12
ve bunun da yaklasik 27 saniyede gergeklendigi goriilmektedir. Burada gerceklestirilen islem
kanser tiirleri (Adenosis (A), Fibroadenoma (F), Filloid Tiimor (PT), Tiibiiler Adenoma (TA),
Duktal Karsinom (DC), Lobiiler Karsinom (LC), Miisindz Karsinom (MC) ve Papiller
Karsinom (PC)) ayrimidir.

Sekil 3.25°te 200X biiyiitme oraninin tiimor ¢esitlerine gore dogruluklar: grafik olarak
gosterilmistir. Sekil 3.26’da model sonucu olusturulan karisiklik matrisi yer almaktadir. Sekil
3.27°de 200X biiyiitme oraninin timor ¢esitlerine gore gercek ve tahmin sonuglarindan bir kesit
ve Sekil 3.28’de de 200X biiyiitme oraninin tiimor gesitlerine gére egitim zaman grafigi

gosterilmistir.
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Lo Accuracy on the test set (after 1 epoch))
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Sekil 3.25 200X Biiyiitme Oraninin Tiimor Cesitlerine Gére Dogruluk Grafigi

Sekil 3.25’te 200X biiyiitme orani i¢in en yiiksek dogrulugun MobileNet modeliyle elde
edildigi grafiksel olarak da goriilmektedir.

200X Biiyiitme Orani igin Karigiklik Matrisi
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Sekil 3.26 200X Biiyiitme Oraninin Tiimdr Cesitlerine Gore Karigiklik Matrisi

Sekil 3.26 200X biiyiitme oran1 i¢in tiimor ¢esitleri ayriminin ne kadar dogru yapildigina
dair net bulgular ortaya koyan karisiklik matrisini gostermektedir. Sekil incelendiginde en
yiiksek dogrulugun iyi huylu tiimor ¢esitleri olan Fibroadenoma (F) ve Tiibliler Adenoma

(TA)’ya, en diisiik dogrulugun ise kotii huylu bir tiimoér ¢esidi olan Papiller Karsinom (PC)’a
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ait oldugu goriilmektedir. Diger yandan; en yiiksek yanlis tahmin, ger¢ekte Fibroadenoma (F)

olan 11 goriintiiniin, Adenosis (A) olarak siniflandirilmasi sonucu olusmustur.
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Sekil 3.27 200X Biiyiitme Oraninin Tiimor Cesitlerine Gore Gergek ve Tahminlerinden Kesit

Sekil 3.27 200X biiyiitme orani i¢in timdr gesitlerine gore gergeklestirilmis olan

siiflandirma islemi neticesinde hatali ve dogru yapilan tahminlere 6rnekler gostermektedir.

Gorseller incelendiginde hatali tespit edilen goriintiiniin diger smifa ait benzer yonleri olan

goriintiiler oldugu diisiiniilmektedir.
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Sekil 3.28 200X Biiyilitme Oraninin Tiimor Cesitlerine Gore Egitim Siiresi Grafigi
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Sekil 3.28’de 200X biiyilitme oraninda ¢oklu siniflandirma i¢in en kisa egitim siiresinin

MobileNet modeliyle elde edildigi grafiksel olarak da goriilmektedir.

Cizelge 3.9 400X Biiyiitme Oraninin Tiimor Cesitlerine Gére Siiflandirilmasi

Model Test Dogrulugu (%) Egitim Siiresi (Saniye)
ResNet101V2 79,12 34,33
MobileNetV2 77,75 28,05
ResNet152V2 77,75 36,41
DenseNet169 75,62 35,5
MobileNet 74,25 26,42
ResNet50V2 73,12 28,74
DenseNet201 71,5 37,8
InceptionV3 70,88 30,6
Xception 70,62 29,39
DenseNetl121 68,12 35,73
InceptionResNetV2 64,12 38,54
NASNetMobile 57 39,22
VGG19 45,75 26,72
VGG16 39,5 32,4
ResNet101 27,12 33,26
ResNet50 26,88 28,86
ResNet152 24,12 36,81
MobileNetV3Large 20,13 29,05
MobileNetV3Small 14,5 4414
EfficientNetB4 13,38 37,96
EfficientNetB3 12,5 36,42
EfficientNetB6 12,5 37,62

50



Cizelge 3.9’un devami

EfficientNetB2

12,5 33,74
EfficientNetB1 12,5 34,07
EfficientNetB0O 12,5 31,1
EfficientNetB7 12,5 38,81
EfficientNetB5 12,5 38,41

Cizelge 3.9 incelendiginde 400X biiyiitme orani i¢in en yiiksek basar1 oraninin %79,12
ve bunun da yaklasik 34 saniyede gerceklendigi goriilmektedir. Burada gergeklestirilen islem
kanser tiirleri (Adenosis (A), Fibroadenoma (F), Filloid Tiimor (PT), Tiibiiler Adenoma (TA),
Duktal Karsinom (DC), Lobiiler Karsinom (LC), Miisindoz Karsinom (MC) ve Papiller

Karsinom (PC)) ayrimidir.

Sekil 3.29°da 400X biiylitme oraninin tiimor ¢esitlerine gore dogruluklar grafik olarak
gosterilmistir. Sekil 3.30°da model sonucu olusturulan karigiklik matrisi yer almaktadir. Sekil
3.31’de 400X biiyiitme oraninin tiimdr ¢esitlerine gére gercek ve tahmin sonuglarindan bir kesit

ve Sekil 3.32°de de 400X biiylitme oranmin tiimor g¢esitlerine gore egitim zaman grafigi

gosterilmistir.
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Sekil 3.29 400X Biiyiitme Oraninin Tiimor Cesitlerine Gore Dogruluk Grafigi
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Sekil 3.25’te 400X biiyiitme orani igin en yliksek dogrulugun ResNet101V2 modeliyle
elde edildigi grafiksel olarak da goriilmektedir.

400X Biiyiitme Orani i¢in Kansiklik Matrisi

TAHMIN

GERGEK

Sekil 3.30 400X Biiyiitme Oraninin Tiimdr Cesitlerine Gore Karigiklik Matrisi

Sekil 3.30 400X biiyiitme oran1 i¢in timor ¢esitleri ayriminin ne kadar dogru yapildigina
dair net bulgular ortaya koyan karisiklik matrisini gostermektedir. Sekil incelendiginde en
yiiksek dogrulugun kot huylu bir tiimor ¢esidi olan Duktal Karsinom (DC)’a, en diisiik
dogrulugun ise kotii huylu bir tiimor cesidi olan Papiller Karsinom (PC)’a ait oldugu
goriilmektedir. Diger yandan; en yiiksek yanlis tahmin, gercekte Filloid Tiimor (PT) olan 16

goriintiiniin, Papiller Karsinom (PC) olarak siniflandirilmasi sonucu olugsmustur.
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Sekil 3.31 400X Biiyiitme Oraninin Tiimor Cesitlerine Gore Gergek ve Tahminlerinden Kesit

Sekil 3.31 400X biiyiitme orani i¢in timdr gesitlerine gore gergeklestirilmis olan
siiflandirma islemi neticesinde hatali ve dogru yapilan tahminlere 6rnekler gostermektedir.
Gorseller incelendiginde hatali tespit edilen goriintiiniin diger smifa ait benzer yonleri olan

goriintiiler oldugu diisiiniilmektedir.
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Sekil 3.32 400X Biiyilitme Oraninin Tiimor Cesitlerine Gore Egitim Siiresi Grafigi
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Sekil 3.32°de 400X biiyilitme oraninda ¢oklu siniflandirma i¢in en kisa egitim siiresinin

MobileNet modeliyle elde edildigi grafiksel olarak da goriilmektedir.

Cizelge 3.10 Coklu Siniflandirma igin Metrik Sonuglar

Biiyiitme Tiimor Cesidi Kesinlik (%) Duyarhlik (%) F1-Skoru (%)

Oram
Adenosis 81 91 85
Ductal Carcinoma 86 93 89
Fibroadenoma 73 95 83
Lobular Carcinoma 95 91 93

40X
Mucinous Carcinoma 88 67 76
Papillary Carcinoma 93 91 92
Phyllodes Tumor 96 86 91
Tubular Adenoma 90 80 85
Adenosis 92 84 88
Ductal Carcinoma 96 97 97
Fibroadenoma 87 90 88
Lobular Carcinoma 79 92 85

100X
Mucinous Carcinoma 88 84 86
Papillary Carcinoma 90 88 89
Phyllodes Tumor 91 90 90
Tubular Adenoma 90 86 88
Adenosis 82 79 81
Ductal Carcinoma 98 87 92

200X Fibroadenoma 63 88 74
Lobular Carcinoma 92 80 86
Mucinous Carcinoma 89 83 86
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Cizelge 3.10’un devam1

Papillary Carcinoma 94 78 85
Phyllodes Tumor 73 82 77
Tubular Adenoma 87 88 88
Adenosis 90 84 87
Ductal Carcinoma 76 96 85
Fibroadenoma 67 89 76
Lobular Carcinoma 87 89 88
400X
Mucinous Carcinoma 88 60 71
Papillary Carcinoma 96 54 69
Phyllodes Tumor 66 83 74
Tubular Adenoma 80 78 79

Cizelge 3.10°da ¢ok siniflandirma {izerinde elde edilen metrik sonuglari yer almaktadir.

Bu sonuglara gore en yiiksek kesinlik degeri; %98 ile 200X biiylitme oraninda Ductal
Carcinoma tiimor ¢esidi i¢in, en yiiksek duyarlilik degeri; %97 ile 100X biiylitme oraninda
Ductal Carcinoma tiimor ¢esidi i¢in ve en yiiksek F1-Skoru degeri de %97 ile 100X biiyilitme

oraninda Ductal Carcinoma tiimor ¢esidi i¢in elde edilmistir.
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4. DENEYSEL CALISMALAR

Yapilan calismalar neticesinde bilyiitme oranlarinin, timor tiirlerine ve gesitlerine gore
en basarili oldugu modellerdeki dogruluk oranlar1 Cizelge 4.1 ve Cizelge 4.2°de 6zetlenmistir.
Cizelge 4.1 incelendiginde iyi huylu ve koétii huylu ayrimi i¢in en yiiksek bagar1 oraninin 100X
biiylitme orani i¢in elde edildigi goriilmektedir. Bu biiylitme oranini1 %96’lik basar1 orani ile
400X biiyiitme orani izlemistir. En yliksek basariya sahip model ise DenseNet201 olmustur.
Ikili smiflandirma icin basart oraninin olduk¢a yiiksek oldugu da Cizelge 4.1°den

goriilmektedir.

Cizelge 4.1 Tiimor Ozelliklerine Gére Siniflandirma Sonuglari

Model Dogruluk (%)
40X ResNet50V2 %095,88
100X DenseNet201 %96,38
200X ResNet152V2 %95,5
400X ResNet152V2 %96

Calismamizda gergeklestirdigimiz bir diger siniflandirma islemi tiimor ¢esitlerine gore
siniflandirmadir. Toplamda 8 farkli tiimor ¢esidinin yer aldig1 bu islemde en yiiksek basar1 orani
100X biiyiitme oraninda %88,88 olarak elde edilmistir. Ikili siniflandirma islemi ile
karsilagtirildiginda Cizelge 4.1 ve 4.2 incelendiginde ikili siniflandirmanin daha yiiksek bir
basar1 oranina sahip oldugu goriilmektedir. Bu durum sinif sayisi arttik¢a siniflarin birbirinden
ayrilmasi da daha zorlasmaktadir seklinde yorumlanabilir. Hem ikili siniflandirma da hem de 8
siifli siniflandirma da 100X biiyiitme ile en yiiksek basari oraninin elde edilmis olmasi dikkat
cekici ve onemlidir. Cizelge 4.1’den de goriildiigii gibi ikili siniflandirma da en yiiksek basari
DenseNet201 modeli ile elde edilirken, Cizelge 4.2’de 8 simifli siniflandirma da en yiiksek
basarinin MobileNetV2 modeli ile elde edildigi goriilmektedir.

Cizelge 4.2 Timor Cesitlerine Gore Siniflandirma Sonuglari

Model Dogruluk (%)
40X MobileNetV2 %86,75
100X MobileNetV2 %88,88
200X MobileNet %83,12
400X ResNet101V2 %79,12
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Ikili siniflandirma ve ¢oklu siniflandirma sonuglar1 ayr1 ayr1 degerlendirildiginde hem
biiylitme oranmin hem de yontemlerin basariyr etkileyen faktorler oldugu goriilmektedir.
Cizelge 4.1 ve 4.2 incelendiginde histopatolojik goriintiilerin siniflandirilmasinda biiyiitme

oraninin dogru sec¢ilmesi gerektigi net bir sekilde goriilmektedir.

Literatiirde Spanhol ve ark. [6] BreakHis veri setini kullanarak yaptig1 calisma, farkl
ozellik tanimlayicilar ve farkli geleneksel makine 6grenimi siniflandiricilar araciligiyla ikili
siniflandirma tanima oranlart i¢in bir temel saglamistir ve dogruluk araligi %80 ile %85
arasindadir. Bu ¢alismada ise derin 6grenme yontemlerinden CNN kullanilarak DenseNet201
modeli ile %96,38 oraninda dogruluk elde edilmistir. Bu karsilastirma Cizelge 4.3’te

goriilmektedir.

Cizelge 4.3 Ikili Siniflandirmanin Literatiirdeki Calisma ile Karsilastiriimasi

Calisma Yontem Dogruluk Basarisi
Spanhol ve ark. [6] 1-NN, QDA, SVM, RF %80-%385.
Bu Calisma CNN (DenseNet201) %96,38.

Literatiirde BreakHis veri setinde ¢coklu siniflandirma i¢in CNN kullanilarak elde edilen
dogruluk oranlar1 ile bu ¢alismanin dogruluk oranlar1 Cizelge 4.4’te karsilastirllmigtir. Bu
calismada diger ¢alismalardan farkli olarak MobileNetV2 modeli ile %88,88 oraninda dogruluk

elde edilmistir.

Cizelge 4.4 Coklu Siniflandirmanin Literatiirdeki Caligmalar ile Karsilastirilmasi

Calisma Yontem Dogruluk Basarisi

Bayramoglu ve ark. [§] CNN Tek gorevli ESA: %82,13.
Cok gorevli ESA: %83,25.

Han ve ark. [12] Derin Ogrenme (CSDCNN)  %93,2.
Motlagh ve ark. [13] CNN (ResNet152V1) %98,7.
Bardou ve ark. [14] CNN %98,33.
Bu Calisma CNN (MobileNetV2) %388,88.
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5. SONUC VE ONERILER

Kanser hastalig1 erken tani ve tedavinin hayat kurtardig hastaliklardandir. Bu nedenle
bu hastaligin erken tan1 ve tedavisine destek saglayabilecek tiim calismalar onemlidir.
Gergeklestirilen bu calismada da erken tani ve tedaviye destek saglayabilecek nitelikte bir
calisma ortaya konulmustur. Uzman patologlarin uzun saatler neticesinde gergeklestirdigi
tiimdr siiflandirmasi iglemi otomatik bir sekilde gerceklestirilmektedir. Bu tez ¢alismasinin
temel hedefi bilgisayar temelli yontemlerin en popiiler olan1 yani derin 6grenme mimarisini
kullanarak histopatolojik goriintiilerde tiimorlerin siiflandirilmasidir. Smiflandirma islemi
hem iyi huylu koétii huylu seklinde yapilmakta hem de tiimorlerin gesitleri kendi igerisinde

ayrica siniflandirilmaktadir.

Gelecekteki ¢alismalarda farklt mimarilerde farkli hiperparametreler ile basarilar daha
ist seviyeye ¢ikarilabilir. Bunun yani sira kétii huylu tlimdrlere ait goriintiiler {izerinde yer alan
hastalikli  bolgelerin  boliitlenmesi  gibi  konularda da gelismeler saglanabilecegi
diistiniilmektedir. U-net gibi derin 6grenme aglarinin boliitlemedeki bagarilari diisiiniildiigiinde
caligilan goriintiiler tizerinde de boliitleme anlaminda 1iyi sonuglar {iretilebilecegi

diistiniilmektedir.
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